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Частина I

Теорiя
1 Мотивацiя та iнтуїцiя
Як i в бiльшостi навчальних завдань, вибiр хороших атрибутiв має першочегове значення.
Навiть найкращий алгоритм не зможе компенсувати вибiр поганих атрибутiв для навчання. З
iншого боку, вибiр атрибутiв часто є вкрай нетривiальним завданням. Наприклад, розглянемо
кольорове зображення особи, в якому випадковi вихiднi данi складаються iз значень iнтенсивностi
трьох кольорiв: «Червоного», «Зеленого» та «Синього» (якщо ми використовуємо RGB-кодування).
Тому, 1М пiксельне зображення людини має 3М атрибутiв. З iншого боку, вираз людини,
ймовiрно, можна охарактеризувати з < 56 ознак (на обличчi людини є ∼ 56 м’язи). Отже, для
iдентифiкацiї конкретних виразiв обличчя, данi великого розмiру можуть бути представленi
вiдповiдними атрибумати атрибутами малого розмiру.

Таким чином, iдеальний екстрактор ознак буде приймати у якостi даних - зображення
облич, а потiм автоматично визначати їх ознаки для нас. Однак, на теперешнiй час, не iснує
iдеальних способiв це зробити. У традицiйних методах розпiзнавання даних, розроблених
з 50-х рокiв, цi екстрактори ознак були жорстко закодованi на основi суб’єктивної iнтуїцiї
дослiдникiв. Основна iдея, принесена свiтом епохи нейронних мереж, полягає в тому, що
хорошi властивостi можна дiзнатись з даних.

З iншого боку, базова модель не сильно розвинулася з часу її створення в 1950-х роках.
Перша машина для навчання, названа персептроном, була лiнiйним класифiкатором, побудованим
поверх простого жорстко прописаного екстрактора ознак. Тепер практичнi програми машинного
навчання використовують деякi прославленi добре налаштованi лiнiйнi класифiкатори або
вiдповiднiсть шаблону.

Звичайно, якби поєднувались лише лiнiйнi шари, сукупний ефект також був би лiнiйним
i ми могли б згорнути всю архiтектуру лише в один шар. Це пояснюється тим, що результат
лiнiйного перетворення (матрицi) залишається лiнiйним перетворенням. З iншого боку, введення
нелiнiйностi робить природним використання мереж з декiлькома шарами, оскiльки їх неможливо
лiнiйно поєднати.

Загалом, у цих примiтках ми будемо розглядати машини контрольованого навчання на
основi градiєнта, де результат для вхiдного x подається функцiєю:

ŷ = F (W ,x),

де, W - деякий вектор/матриця та F - деяка (можливо нелiнiйна) функцiя аргументiв. Якiсть
машин визначається на основi деякой функцiї втрати виду:

L(W ,y,x) = D(y, F (W ,x)),

де,D(y, ŷ) є деякою мiрою невiдповiдностi мiж iстинною величиною y та оцiночною величиною
ŷ. Наша мета - знайти ваги, якi мiнiмiзують цю функцiю втрат. Зробивши початкову здогадку,
ми дивимося на данi та оновлюємо ваги в «найкращому напрямку», тобто обчислюємо градiєнт:

∂L(W ,y,x)

∂W
=
∂D(y, F (W ,x))

∂ŷ

∂F (W ,x)

∂W
,
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який є напрямом найкрутiшого пiдйому, а потiм робимо крок у зворотному напрямку:

W (t+ 1) = W (t)− η(t)
∂D(y, F (W ,x))

∂ŷ

∂F (W ,x)

∂W
(1)

з деяким вiдповiдно вибраним кроком η(t). Залежно вiд того, скiльки прикладiв ми використовуємо
для цього оновлення, ми отримуємо рiзнi алгоритми (до цього ми повернемося пiзнiше).

З цього шаблону виникають три запитання: (1) Яку архiтектуру F (W ,x) ми повинi використовувати?;
(2) Яку функцiю втрат L(W ,y,x) ми повиннi використовувати?; (3) Чи варто використовувати
простий крок градiєнта (1) або якийсь бiльш досконалий алгоритм оптимiзацiї?

1.1 Огляд Контрольованого Навчання
Термiн контрольоване навчання походить вiд iдеї iнструктора, який тренує машину для виконання
якогось завдання, надаючи їй реальну вiдповiдь, пiсля того, як вона обчислює свою власну,
щоб не допустити, щоб машина знову зробила помилку. Отже, iдеєю контрольованого навчання
полягає в наступному: на основi прикладiв вхiдних даних та пов’язаних з ними результатiв,
потрiбно вивчити правило прийняття рiшень, яке дає найкращi показники вiдповiдно до метрики,
обраної для їх оцiнки. Але що ми маємо на увазi пiд термiном «навчання»? Мiтчелл (1997)
наводить загальне його визначення в обчислювальнiй технiцi: «Комп’ютер, як кажуть, вчиться
на досвiдi E стосовно певного класу завдань T та мiри ефективностi P, якщо продуктивнiсть
завдання в Т, вимiряна Р, покращується з досвiдом Е». У нашому контекстi завданням буде,
наприклад, класифiкацiя або регресiя, показник ефективностi буде посилатися на метрику,
яку ми виберемо, а досвiд вiдповiдатиме набору точок даних, з яких нам доведеться вчитися.

За допомогою цiєї iдеї було побудовано багато керованих алгоритмiв навчання. Усi вони
мають набiр даних, що мiстить особливостi, i для кожного з яких приклад x також пов’язаний
зi змiнною (або цiльовою метою) y. Наприклад, MNIST - це такий набiр даних, де зображення
цифр пов’язанi з цифрою, яку вони представляють.

Iмовiрнiсне контрольоване навчання. Бiльшiсть алгоритмiв заснованi на оцiнцi розподiлу
ймовiрностей p(y|x). Найбiльш поширеною стратегiєю для досягнення цього є спочатку параметризацiя
проблеми (завдання), в результатi чого вона перетворюється на оцiнку p(y|x, θ), а потiм вiдбувається
пошук оптимального параметра θ шляхом максимiзацiї ймовiрностi (або часткової вiрогiдностi
для зручностi) з використанням градiєнтного спуску. Це стосується, наприклад, лiнiйної регресiї
та логiстичної регресiї. Обивда вони бiльш детально пояснюються в наступних роздiлах.

Метод опорних векторiв. Оскiльки це одна з найвпливовiших моделей контрольованого
навчання, ми детально її пояснимо. Ця модель складається з пошуку найкращих роздiлювальних
гiперплощин для наших даних. На вiдмiну вiд ранiше згаданих моделей, машина пiдтримки
вектора не надає ймовiрностей для оцiнки iдентичностi класу. Дiйсно, iдентичнiсть класу
визначається лише там, де знаходиться точка даних щодо роздiлюючої гiперплощини. Математично
це вiдповiдає w⊤x+b, що може бути позитивним або негативним, де w - вектор ваг, пов’язаних з
кожною ознакою, i b змiщення. Дiйсно, w, будучи ортогональним роздiлювальнiй гiперплощинi,
точки, що належать до позитивної сторони гiперплощини - це точки з позитивним внутрiшнiм
добутком з w, а з негативним внутрiшнiм добутком для iнших. Тепер потужнiсть векторних
машин пiдтримки походить вiд трюку ядра. Щоб пояснити трюк, потрiбно ввести теорему
Представника:

∃(αi)i=1..n, w =

n∑
i=1

αixi де, xi = i-ий приклад
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Ми можемо побачити цю теорему в дiї, коли виконуємо градiєнтний спуск iз залежнiстю
втрат як цiльовою функцiєю, оновлення вiдповiдають або 0, або −yixi до конвергенцiї. Отже,
врештi-решт, отримується w як лiнiйна комбiнацiя (xi)i=1..n. Виходячи з цього ми отримуємо:

∃(αi)i=1..n, w
⊤x+ b = b+

n∑
i=1

αix
⊤xi

Тепер використання функцiй ядра для отримання додаткових функцiй може забезпечити певнi
переваги, оскiльки дає додаткову iнформацiю. Припустимо, ми вибрали для цього функцiю
ядра ϕ, тодi нашими «новими» точками даних є ϕ(x). Якщо розмiр ϕ(xi) величезний, внутрiшнi
результати в сумi попереднiх обрахункiв буде дуже дорого обчислювати. Трюк ядра дозволяє
зробити цi обчислення набагато менш витратними: це вiдповiдає тому факту, що для кожного
вибору ядра ϕ завжди iснує бiлiнiйна форма k така, що k(x, xi) = ϕ(x)⊤ϕ(xi) i це вiдповiдає
функцiї, обчисленiй у набагато менш розмiрному просторi!

k-найближчi сусiди. Ця модель може бути використана для класифiкацiї та регресiї.
Є непараметричною i працює в будь-яких ситуацiях, коли ми можемо визначити середнє
значення за мiтками. Модель визначає iдентичнiсть класу кожної точки даних вiд її k-найближчих
сусiдiв.

Дерево рiшень. Ця модель полягає у розбиттi вхiдних даних на рiзнi дiлянки та визначеннi
мети кожної точки даних, розглядаючи, в яку область вона потрапляє. На кожному кроцi
побудови дерева, модель спочатку знаходить, за яким об’єктом слiд зробити розбиття, а потiм
за цiєю вибраною ознакою визначає найкраще розбиття, використовуючи метрику «Прибуття
iнформацiї».

Виродженi види систем управлiння пiдкрiпленням («вчителiв»). Система пiдкрiплення
з керуванням по реакцiї (R — керована система) — характеризується тим, що iнформацiйний
канал вiд зовнiшнього середовища до системи пiдкрiплення не функцiонує. Дана система,
незважаючи на наявнiсть системи управлiння, вiдноситься до спонтанного навчання, оскiльки
випробовувана система навчається автономно, пiд дiєю лише своїх вихiдних сигналiв незалежно
вiд їх «правильностi». При такому методi навчання для управлiння змiною стану пам’ятi не
потрiбно нiякої зовнiшньої iнформацiї;

Система пiдкрiплення з керуванням по стимулах (S — керована система) — характеризується
тим, що iнформацiйний канал вiд випробовуваної системи до системи пiдкрiплення не функцiонує.
Незважаючи на не функцiонування каналу вiд виходiв випробовуваної системи, вiдноситься
до навчання з учителем, оскiльки в цьому випадку система пiдкрiплення (вчитель) змушує
випробувану систему виробляти реакцiї згiдно певного правила, хоча й не береться до уваги
наявнiсть iстинних реакцiй випробовуваної системи.

Дана вiдмiннiсть дозволяє глибше поглянути на вiдмiнностi мiж рiзними способами навчання,
оскiльки грань мiж навчанням з учителем i навчанням без вчителя тонша. Крiм цього, таке
розходження дозволило показати для штучних нейронних мереж певнi обмеження для S та R
— керованих систем (Теорема збiжностi перцептрону).

1.2 Лiнiйнi машини та їх обмеження
Щоб пояснити потребу в нелiнiйностi та глибоких архiтектурах, коротко нагадаємо класичнi
лiнiйнi методи регресiї та класифiкацiї. Припускаємо, що кожна вибiрка у вхiдних даних

D = (x(1),y(1)), (x(2),y(2)), . . . , (x(m),y(m))
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мiстить k ознак та q залежних змiнних.

1.2.1 Найменшi квадрати лiнiйної регресiї

Найбiльш часто використовуваний статистичний метод - це лiнiйна регресiя найменших квадратiв.
У цiй обстановцi наша мета - знайти ваги W такi, що

y(i) = Wx(i).

якомога ближчi (ми приймаємо конвенцiю, що термiни упередженостi включаються, маючи
iдентично одну особливiсть). Ця близькiсть на i-й вибiрцi вимiрюється функцiєю квадратних
втрат

L(W ,y(i),x(i)) =
1

2

∥∥∥y(i) −Wx(i)
∥∥∥2
l2
.

Градiєнт цiєї функцiї втрат задається формулою:

∂L(W ,y(i),x(i))

∂W
= −(x(i))T (y(i) −Wx(i))

Це означає, що, подивившись i-ту вибiрку на t-му кроцi спостереження, ми повиннi змiнити
матрицю ваги вiдповiдно до правила:

W (t+ 1) = W (t) + η(t)(x(i))T (y(i) −Wx(i)),

де, η(t) - вiдповiдним чином обраний розмiр кроку (швидкiсть навчання). Якщо ми виберемо
точку спостереження даних (x(i),y(i)), тодi цей алгоритм буде називатися Стохастичний
градiєнтний спуск (СГС) в дискретний час. Звичайно, якщо ми маємо обчислювальну здатнiсть
розглядати всi зразки перед оновленням, ми можемо врахувати загальну квадратну втрату:

L(W ,D) =

m∑
i=1

L(W ,y(i),x(i))

Якщо органiзуємо ввiд даних у виглядi матрицi

X =


x(1)

x(2)

...
x(m)


m×k

i аналогiчно органiзуємо прогнози як

Y =


y(1)

y(2)

...
y(m)


m×q

тодi зможемо записате це, як

L(W ,D) =
1

2

∥∥Y −XW T
∥∥2
F
,
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де, ∥A∥F =
√
TrATA - норма Фробенiуса. Тодi градiєент задається

∂L(W ,D)

∂W
= −XT (Y −XW T ). (2)

та алгоритм, що є результатом вiдповiдного оновленого правила

W (t+ 1) = W (t) + η(t)XT (Y −XW T )

називається Пакетний градiєнтний спуск (ПГС) чи просто Градiєнтний спуск. Звичайно,
можна пiти на компромiс мiж двома алгоритмами i використати частину навчальних дiлянок
для оновлення, i в цьому випадку алгоритм називається мiнiатюрний градiєнтний спуск.

У випадку ПГС iснує явне алгебраїчне рiвняння, яке називається нормальне рiвняння для
оптимальних ваг (мiнiмiзацiя L) встановивши праву сторону (2) в нуль:

WXTX = Y TX.

Якщо XTX є оборотним, це рiвняння має унiкальне рiшення

W = (XTX)−1Y TX.

1.2.2 Регуляризацiя лiнiйної регресiї

Iнодi бувають ситуацiї, коли ми навмисно збiльшуємо змiщенiсть моделi заради її стабiльностi,
тобто заради зменшення дисперсiї моделi Var

(
f̂
)
. Однiєю з умов теореми Маркова-Гаусса

є повний стовпчиковий ранг матрицi X. В iншому випадку рiшення w⃗ =
(
XTX

)−1
XT y⃗ не

iснує, тому що не iснуватиме зворотна матриця
(
XTX

)−1. Iншими словами, матриця XT буде
сингулярна, або виродження. Таке завдання називається некоректно поставленим. Завдання
потрiбно скорегувати, а саме, зробити матрицю XTX невиродженою, або регулярною (саме
тому цей процес називається регуляризацiєю). Найчастiше в даних ми можемо спостерiгати
так звану мультиколiнеарность - коли двi або декiлька ознак сильно корельованi, в матрицi
X це проявляється у виглядi «майже» лiнiйної залежностi стовпцiв. Наприклад, в задачi
прогнозування цiни квартири по її параметрам «майже» лiнiйна залежнiсть буде у ознак
«площа з урахуванням балкона» i «площа без урахування балкона». Формально для таких
даних матриця XT буде оборотна, але через мультиколлiнеарность у матрицi XT деякi власнi
значення будуть близькi до нуля, а у зворотнiй матрицi

(
XTX

)−1 з’являється екстремально
великi власнi значення, тому що власнi значення оберненої матрицi - це 1

λi
. Пiдсумком такого

хитання власних значень стане нестабiльна оцiнка параметрiв моделi, тобто додавання нового
спостереження в набiр тренувальних даних призведе до зовсiм iншого рiшення. Одним iз
способiв регуляризацiї є регуляризацiя Тихонова, яка в загальному виглядi виглядає як додавання
нового члена до середньоквадратичної помилки:

L (X, y⃗, w⃗) = 1
2n
∥y⃗ −Xw⃗∥22 + ∥Γw⃗∥

2

Часто матриця Тихонова виражається як добуток деякого числа на одиничну матрицю: Γ = λ
2

E. У цьому випадку завдання мiнiмiзацiї середньоквадратичної помилки стає завданням з
обмеженням на L2 норму. Якщо продиференцiювати нову функцiю вартостi за параметрами
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моделi, прирiвняти отриману функцiю до нуля i висловити w⃗, то ми отримаємо точне рiшення
задачi.

w⃗ =
(
XTX + λE

)−1
XT y⃗

Така регресiя називається гребеневою регресiєю (ridge regression). А гребенем є якраз
дiагональна матриця, яку ми додаємо до матрицi XT , в результатi виходить гарантовано
регулярна матриця.

Таке рiшення зменшує дисперсiю, але стає змiщеним, тому що мiнiмiзується також i норма
вектора параметрiв, що змушує рiшення зрушуватися в бiк нуля. На малюнку нижче на
перетинi бiлих пунктирних лiнiй знаходиться МНК-рiшення. Блакитними точками позначенi
рiзнi рiшення гребеневої регресiї. Видно, що при збiльшеннi параметра регуляризацiї λ рiшення
зсувається в бiк нуля.

1.2.3 Перцептрон

Для того, щоб використовувати алгоритми регресiї для багатокласової класифiкацiї, нам потрiбно
розглядати їх результати як значення, присвоєнi рiзним категорiям. Найпростiший спосiб
перетворити цi значення на оцiнки ймовiрностей - це встановити їх пороговою величиною за
допомогою якоїсь функцiї F , застосованої поступово: F (Wx(i)). Це означає, що ми оцiнюємо
ймовiрнiсть x(i), що належать до категорiї q за q-ою координатою функцiї F (Wx(i)). Для
цього завдання необхiдно кодувати основне значення y(i) як один вектор, що має значення:

(y(i))j = δij

де, δij = 1 якщо i = j та iншi дорiвнюють нулю. У цiй обстановцi наша мета - знайти такi
ваги, що задовольняють

y(i) ≈ F (Wx(i))

якомога точнiше. На i-iй вибiрцi близькiсть у цьому випадку вимiрюється за втратами перцептрону

L(W ,x(i),y(i)) = (F (Wx(i))− y(i))TWx(i)
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1.2.4 Логiстична регресiя

Для двiйкової класифiкацiї логiстична регресiя є популярною лiнiйною машиною. Ми кодуємо
двi категорiї як {0, 1} й використовуємо сигмоїдну функцiю

σ(x) =
1

1 + e−x
,

для порогового значення. Тобто, оцiнка ймовiрностi, яку ми призначаємо вибiрцi, що вiдноситься
до категорiї 1 визначається

P(yi = 1) = σ(wixi)

Функцiєю природних втрат, яку слiд використовувати в цьому випадку, є негативна вiрогiднiсть
вибiрки

L(w,x(i), yi) = − log σ(yiwxi).

Атрибут w може навчитися градiєнтним спуском.

1.2.5 Обмеження лiнiйних машин

Лiнiйнi класифiкатори дають хорошi результати лише тодi, коли данi приблизно лiнiйно вiдокремленi
(тобто межа мiж класами є гiперплощиною). На жаль, ймовiрнiсть цього для великої вибiрки
даних надзвичайно мала. Один iз пiдходiв полягає у використаннi результатiв попередньої
обробки для побудови нових функцiй, до яких застосовуються лiнiйнi методи, такi як логiстична
регресiя. Iнновацiя глибокого навчання полягає в тому, що цi особливостi також вивчаються
з даних.

1.3 Латентна змiнна модель
1.3.1 Вступ

Латентна модель змiнної — це статистична модель, яка вiдносить набiр спостережуваних
змiнних (так званих змiнних манiфесту) до набору латентних змiнних... Цi змiннi можуть бути
дихотомiальними, ординальними або номiнальними змiнними. Їх умовнi розподiли вважаються
бiномiальними або багатонацiональними.

1.3.2 Що можуть представляти латентнi змiннi?

Змiннi, якi б полегшили завдання, якби вони були вiдомi: Розпiзнавання облич: стать людини,
орiєнтацiя обличчя. Розпiзнавання об’єктiв: параметри пози об’єкта(розташування, орiєнтацiя,
масштаб), умови освiтлення. Частини позначення мовлення: сегментацiя речення на синтаксичнi
одиницi, дерево аналiзу. Розпiзнавання мовлення: сегментацiя речення на фонеми або телефони.
Розпiзнавання рукописного тексту: сегментацiя рядка на символи. Розпiзнавання об’єктiв/Аналiз
сцени: сегментацiя зображення на компоненти(об’єкти, частини,...)

1.3.3 Латентна змiнна модель

Латентна змiнна - це змiнна, яка безпосередньо не спостерiгається i передбачає вплив на змiннi
вiдповiдi (змiннi манiфесту) Латентнi змiннi, як правило, входять до економетричної/статистичної
модель (латентна змiнна модель) з рiзними цiлями: Представлення ефекту незаслужених
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коварiатiв/факторiв, а потiм облiк незаслуженої неоднорiдностi мiж суб’єктами (латентнi
змiннi використовуються для представлення ефекту цих незаслуженi фактори)
Облiк помилок вимiрювання (латентнi змiннi представляють «iстиннi» результати, а манiфестнi
змiннi являють собою їх «порушенi» версiї)
Узагальнення рiзних вимiрювань однакових (безпосередньо) незаслужених характеристик (наприклад,
якостi життя),так що зразки одиниць можуть бути легко замовленi / класифiкованi на основi
цих рис (представленi латентнi змiннi)
Цi моделi, як правило, класифiкуються вiдповiдно до:
характер змiнних вiдповiдi (дискретнi або безперервнi)
характер латентних змiнних (дискретних або безперервних)
включення чи нi окремих коварiатiв

1.3.4 Приклад латентної змiнної моделi

• Модель аналiзу факторiв: фундаментального iнструменту в багатоварiатної статистики
узагальнити кiлька (безперервних) вимiрювань через кiлькiсть (безперервних) латентних
рис; коварiати не включенi

• Моделi теорiї реагування на елементи: моделi для предметiв (категоричнi вiдповiдей)
вимiрювання загальної латентною рисою, яка передбачається (або рiдше дискретнi) i,
як правило, представляють здiбностi або психологiчне ставлення; найважливiша модель
IRT був запропонований Раш (1961); зазвичай коварiати не включенi

• Узагальненi лiнiйнi змiшанi моделi:(моделi випадкових ефектiв): розширення класу узагальнених
лiнiйних моделей (GLM) для безперервних або категоричнi вiдповiдi, якi прираховують
незаслужену неоднорiднiсть, поза дiєю спостережуваних коварiатiв

• Модель скiнченної сумiшi: модель, яка використовується навiть для однiєї змiнної вiдповiдi,в
яких суб’єкти, як передбачається, походять вiд субпопуляцiй, що мають рiзнi розподiли
змiнних вiдповiдi; зазвичай коварiати виключаються

• Латентна модель класу: модель для змiнних категоричної вiдповiдi на основi дискретної
латентної змiнної, рiвнi якої вiдповiдають латентним класи в населеннi; зазвичай коварiати
виключаються

• Модель регресiї скiнченної сумiшi (модель латентної регресiї): версiя скiнченної сумiшi
(або моделi латентного класу), яка включає коварiати, що впливають на умовний розподiл
вiдповiдi змiннi та/або розподiл латентних змiнних

1.4 Штучний загальний iнтелект
1.4.1 Iсторiя AI та AGI

Назва "Штучний iнтелект"була запропонована та прийнята на конференцiї в Дартмутi 1956 р.
[McCorduck [2009]], органiзована Марвiном Мiнським, Джоном Маккартi, Клодом Шенноном
та Натаном Рочестером. З моменту свого народження в 1956 роцi, Штучний iнтелект пережив
золотий вiк з 1956-1974 рр., "AI winter"з 1974-1980 рр., Бум у 1980-1987 рр. i другий "AI
winter"з 1987-1993 рр.
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У першi днi штучного iнтелекту, найбiльше зусиль, докладених у цiй галузi, було створити
машину, яка могла б подолати бар’єр мiж матерiєю та розумом. Порiвняно з сучасними
дослiдженнями, якi бiльше зосереджуються на конкретнiй галузi, першi дослiдження бiльше
зосереджуються на штучному загальному iнтелектi (Artificial General Intelligence).

«Теоретик логiки», створений Алленом Ньюеллом i Гербертом А. Саймоном був нацiлений
на досягнення рiвня людських навичок вирiшення проблем [McCorduck [2009]]. Ця програма
успiшно доводила деякi математичнi теореми, деякi докази були ще бiльш елегантними, нiж
людськi. Його автори стверджують, що вони «вирiшували проблему поважного розуму/тiла,
пояснюючи, як система складається з матерiї може мати властивiсть розуму.» [Crevier [1993]]

Тим не менш, деякi серйознi проблеми, такi як обмеження символiчного мислення i вiдсутнiсть
обчислювальної потужностi привели до провалу створення загального штучного iнтелекту.
Крiм того, люди почали сумнiватися, чи дiйсно система штучного iнтелекту є свiдомiстью.
Фiлософ Джон Серла представив уявний експеримент «Китайська кiмната» [Cole [2004]], який
стверджував, що така система не має людської свiдомiстi. У цьому уявному експериментi,
стоворено систему штучного iнтелекту, яка приймає китайськi символи в якостi вхiдних даних,
а потiм дає вивiд введеного, опрацьований за допомогою деяких правил програми, i це означає,
що ця система розумiє китайську мову?

Такi фiлософськi питання не заважали дослiдникам рухатися вперед, якщо система штучного
iнтелекту могла працювати так само, як людина, то чи є вона свiдомою, не так важливо.
Нарештi, у 1980-х роках Expert System [McCorduck [2009]], система штучного iнтелекту, що
фокусується на вирiшеннi проблем у певнiй галузi, досягла великих успiхiв у бiзнес-застосуваннi.
З цього моменту люди зрозумiли, що "Вузький штучний iнтелект"може стати бiльш практичним
об’єктом i почати докладати зусиль для розробки AI для конкретних доменiв.
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2 Набiр даних ImageNet
ImageNet вiдповiдає проекту комп’ютерного зору, щодо створення великої вiзуальної бази
даних, яка буде використана для розробки програмного забезпечення розпiзнавання вiзуальних
об’єктiв. У цьому проектi ImageNet вручну позначили понад 14 мiльйонiв зображень, щоб
вказати, якi об’єкти присутнi на зображеннi, i принаймнi в одному мiльйонi цих зображень
також передбачено обмежувальнi рамки. ImageNet мiстить понад 20 тисяч неоднозначних
категорiй. З 2010 року проект ImageNet проводить щорiчний конкурс програмного забезпечення
- ImageNet Large Scale Visual Recognition Challenge (ILSVRC), де програми змагаються за
правильну класифiкацiю та виявлення об’єктiв та сцен.

Цей набiр даних було вперше представлено Deng et al. [2009] в якостi афiшi на Конференцiї
з комп’ютерного зору та розпiзнавання образiв (CVPR) 2009 року у Флоридi .

Бiльш того, набiр даних ImageNet та змагання ILSVRC зiграли надзвичайно важливу роль
у недавнiй еволюцiї спiльноти машинного навчання, коли у 2012 роцi переможець змагання
досягнув рекордного на той час рiвня похибки - 16% (типово для перемоги команди досягли
рiвня помилок близько 25%), використовуючи глибокi згортковi нейроннi мережi. Ця видатна
продуктивнiсть розкриває потенцiал архiтектури глибоких нейронних мереж i часто розглядається,
як вiдправна точка сильно зростаючого iнтересу до машинного навчання загалом та глибокого
навчання, зокрема, яке ми спостерiгали протягом останнiх кiлькох рокiв.

Вiн був розроблений з використанням iєрархiчної структури WordNet, де кожне значуще
поняття (яке може бути описане кiлькома словами або словосполученнями) називається "набором
синонiмiв"або "синтаксисом". Структура ImageNet переходить вiд пiддерев (найбiльш загальних)
до синсетiв (точнiшi), забезпечуючи в середньому 500–1000 зображень для iлюстрацiї кожного
синсет. На малюнку 1, ми можемо побачити знiмок двох гiлок пiддерев, що стосуються «ссавцiв»
i «транспортних засобiв».

Рис. 1: Знiмок двох гiлок вiд кореня до листкiв ImageNet: верхнiй рядок пiддерево вiд
ссавця; нижнiй ряд - пiддерево автомобiля. Для кожного синсету представлено 9 зображень
iз довiльною вибiркою. Малюнок з сайту Deng et al. [2009]
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Властивостi ImageNet

• Мастштаб: Це найбiльший набiр даних чистих зображень, доступний для спiльноти
дослiдникiв зору, з точки зору загальної кiлькостi зображень, кiлькостi зображень в
категорiї (у середньому понад 600), а також кiлькостi категорiй (5247)

• Iєрархiя: Категорiї органiзованi у семантичну iєрархiю. Дiйсно, категорiї взаємопов’язанi
мiж собою семантичними вiдносинами, де найважливiшим є “is a”. Наприклад, iснує 147
рiзних категорiй собак.

• Точнiсть: оскiльки цей набiр даних має бути надiйним, вiн був розроблений таким чином,
щоб досягти середнього рiвня точностi 99,7%.

• Рiзноманiтнiсть: ImageNet також був розроблений з метою, щоб об’єкти на зображеннях
мали рiзне вигляд, положення, точки зору, пози, а також безлад i оклюзiї у фоновому
режимi.

Дизайн ImageNet

• Збiр зображень кандидатiв: Зображення кандидатiв були зiбранi з Iнтернету шляхом
запитiв зображень iз декiлькох пошукових систем. Оскiльки пошуковi системи, як правило,
обмежують кiлькiсть зображень, якi можна отримати, щоб отримати якомога бiльше
зображень, було розширено набiр запитiв, додавши запити iз словами з батькiвського
синсету. Щоб ще бiльше збiльшити та урiзноманiтнити образи кандидатiв, було також
перекладено запити iншими мовами, зокрема китайською, iспанською, голландською та
iталiйською.

• Очищення зображень кандидатiв: Використовуючи Amazon Mechanical Turk, вони перевiрили
кожне зображення кандидата, зiбране на попередньому кроцi для даного синсету. Для
кожного завдання маркування вони представили користувачам набiр зображень-кандидатiв
та визначення цiльового синтезу (включаючи посилання на Вiкiпедiю). Потiм користувачiв
попросили перевiрити, чи мiстить кожне зображення об’єкти синхронiзацiї. Для того,
щоб отримати високу точнiсть на цих ярликах, у них було декiлька користувачiв, якi
власноруч позначали одне i те ж зображення, i зображення вважається позитивним,
лише якщо воно отримало переконливу бiльшiсть голосiв. Крiм того, вони помiтили, що
рiзнi категорiї вимагають рiзних рiвнiв консенсусу серед користувачiв. Наприклад, для
отримання хорошого консенсусу щодо зображень “бiрманської кiшки” може знадобитися
п’ять користувачiв, для зображень “котiв” потрiбна набагато менша кiлькiсть.

Альтернативи ImageNet:

Хорошою альтернативою набору даних ImageNet є набiр даних CIFAR-10. Перевага цього
набору даних полягає в тому, що вiн мiстить зображення iз значно меншою роздiльною здатнiстю
(кольоровi зображення 32x32), роздiленi на 10 рiзних класiв. Оскiльки зображення мають
меншу роздiльну здатнiсть, а набiр даних - набагато менший (60 000 зображень, тобто 6000
зображень на клас), набагато швидше навчати мережi на них. Отже, гарною практикою є
початкова пiдготовка нашої мережi на наборi даних CIFAR-10 для виправлення помилок або
тестування рiзних iдей або архiтектур реалiзацiї. Крiм того, можна також використовувати
набiр даних CIFAR-100 (60 000 зображень, роздiлених на 100 класiв, тобто 600 зображень на
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клас).

Рис. 2: CIFAR-10 приклад фото

Open Images - це набiр даних iз майже 9 мiльйонiв URL-адрес для зображень. Цi зображення
були анотованi ярликами та обмежуючи рамки, що охоплюють тисячi класiв. Набiр даних
мiстить навчальний набiр з 9 011 219 зображень, набiр перевiрок з 41 260 зображень та
тестовий набiр iз 125 436 зображень.

Рис. 3: Open Images приклад фото

Wikimedia Commons є дочiрнiм сайтом Вiкiпедiї i мiстить понад 40 мiльйонiв безкоштовних
медiафайлiв, - з великою часткою фотографiй, якi ви можете використовувати як альтернативу
ImageNet. Медiа-файли у Вiкiсховищi, як правило, позначаються однiєю або кiлькома категорiями
з iєрархiчної системи категорiй Вiкiмедiа.
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3 Навчання шляхом зворотного поширення
Тут ми дiзнаємося про те, як отримати "хорошi можливостi"за допомогою зворотного поширення,
описане LeCun et al. [1998], для модульно-градiєнтного навчання машини.

Зворотне поширення вiдiграє основну роль в алгоритмi навчання нейронних мереж. Це
часто добро працює, але для того, щоб отримати гарнi результати, потрiбно налаштувати рiзнi
аспекти моделi, такi як кiлькiсть шарiв i вузлiв, швидкiсть навчання тощо. Хоча унiверсальних
рецептiв вибору немає, є деякi теорiї та хитрощi, що полегшують прийняття рiшень.

У автоматичному машинному навчаннi методи градiєнтного навчання є найбiльш вдалим
пiдходом. Дуже важливою у цих стратегiях є здатнiсть до узагальнення, тобто робити правильнi
прогнози, використовуючи данi, яких система ще нiколи не бачила. Зазвичай данi зашумленi,
оскiльки можуть бути помилки вимiрювання, що призведе до того, що мережi будуть вiдрiзнятися
одна вiд одної та вiд справжньої функцiї. Методи узагальнення намагаються виправити помилки
з кращою швидкiстю та якiстю.

3.1 Стандартне зворотне поширення
Найпростiша форма градiєнтного навчання передбачає набiр модулiв, кожен з яких реалiзує
певну функцiю

Xn = Fn(Wn, Xn−1)

, де Xn представляє вихiднi данi модуля, Wn - регульованi параметри, i Xn−1 - вхiднi данi
модуля. Частковi похiднi Ep можна обчислити, використовуючи зворотню рекурсiю

∂Ep

∂Wn
=
∂F (Wn, Xn−1)

∂Wn

∂Ep

∂Xn

∂Ep

∂Xn−1
=
∂F (Wn, Xn−1)

∂Xn−1

∂Ep

∂Xn

Коли рiвняння застосовуються до модулiв вiд рiвня N до рiвня 1, можна обчислити всi частковi
похiднi функцiї витрат на всi параметри. А процес обчислення градiєнтiв називається зворотнiм
поширенням. Класичними рiвняннями зворотнього поширення є

∂Ep

∂Yn
= F ′(Yn)

∂Ep

∂Xn

∂Ep

∂Wn
= Xn−1

∂Ep

∂Yn

∂Ep

∂Xn−1
= WT

n

∂Ep

∂Yn

Таким чином, найпростiший алгоритм градiєнтного спуску

W (t) = W (t− 1)− η ∂E
∂W

, де η - скалярна константа.
Зворотне поширення може бути дуже повiльним для багатошарових мереж, i немає жодних

гарантiй того, що мережа буде добре сходитися або взагалi сходитися. Однак є деякi хитрощi,
якi допомагають знайти хороше рiшення та одночасно пришвидшити конвергенцiю.

21



3.2 Загальнi класи модулiв
Класи станiв

Змiннi стану: Кожен вузол в архiтектурi глибокого навчання має клас стану, що мiстить двi
змiннi :

1. Поле стану: Зберiгає результуючi данi функцiї, обчисленi вiд входiв до вузла, який прямо
поширюється.

2. Похiдна: похiдна енергiї, що зворотньо поширюється вiдносно стану, що зворотньо поширюється.

Обидвi цi змiннi можуть бути скалярними, векторними або матричними. Нижче наведено
деякi загальновживанi класи модулiв разом iз полем класу стану, який вони мають.

3.2.1 Лiнiйний модуль

Вони становлять суть будь-якої глибокої архiтектури i використовуються для здiйснення всiляких
лiнiйних перетворень. Найпростiшим та найбiльш часто використовуваним лiнiйним модулем є
f(x) = Wx, де вхiдний множиться x вагою, яка навчається шляхом зворотного розповсюдження.

1. Стан : WXin прямо поширена до Xout

2. Похiдна :

• ∂E
∂Xout

W зворотньо поширена до Xin

• Xout
∂E
∂W зворотньо поширена до W

3.2.2 Евклiдова вiдстань

Це тип вимiрювання вiдстанi мiж двома векторами у просторi. Зазвичай використовується як
функцiя втрат для обчислення квадратичної помилки. Його змiннi:

1. Стан : 1
2∥Xin − Y ∥2 прямо поширена до Xout

2. Похiдна :

• Xin − Y зворотньо поширена до Xin

• Y −Xin зворотньо поширена до Yin

3.2.3 Y-з’єднувач та доповнення

Модуль розгалуження Y-Connector, вiдомий як дублiкат одного входу Xin у кiлька виходiв.
Модуль Додавання або Суматор поєднує кiлька входiв i робить арифметичну суму на виходi.
Цi два модулi доповнюють один одного, похiдним одного є поле стану iншого, i навпаки.

1. Y-з’єднувач клас стану :

(а) Стан : Xoutk = Xin ∀ k ∈ [1 . . .K] прямо поширена до кожного Xoutk

(б) Похiдна :
∑
k

∂E
∂Xoutk

зворотньо поширена до Xin
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2. Додане поле стану :

(а) Стан : Xout =
∑
k

Xink
прямо поширена до Xout.

(б) Похiдна : ∂E
∂Xout

зворотньо поширена до кожного Xink
.

3.2.4 Модуль комутатора

Вiн приймає k Xink
входiв Y виходiв. Вхiд Y дiє як перемикач, який вибирає один з k входiв

на основi його значення.

1. Стан : Xout =
∑
k

σ(Y − k)Xk прямо поширена до Xout.

2. Похiдна : σ(Y − k) ∂E
∂Xout

зворотньо поширена до кожного Xink
.

3.2.5 Soft(arg)max Модуль

Вiн використовується для перетворення оцiнки в дискретний розподiл ймовiрностей. Вiн приймає
k входiв i обчислює k виходiв, де сума виходiв складає 1 (i всi значення належать до iнтервалу
[0,1]), i, отже, це корисно для нормалiзацiї. Використовується у багатокласовiй класифiкацiї,
такi як багаточленна логiстична регресiя.

1. Стан : Xoutk =
exp(βXinj

)∑
i exp(βXini

) вппрямо поширена до k Xoutk виходiв.

2. Похiдна :

• Якщо i = j: βXouti(1−Xouti)

• Якщо i ̸= j : −βXoutjXouti

I те, i iнше поширюється до кожного k Xink
виводу.

Очевидно, Softmax оновлює всi входи, незалежно вiд того, i = j чи нi. Це β «коефiцiєнт
температури понад 1 кБ», запозичений безпосередньо з термодинамiки. Це просто константа
i не впливає на архiтектуру, окрiм лише змiни значень кроку градiєнта.

Softmax i Комбо перемикач

Перемикач має приємну властивiсть вибирати лише один вхiд, тодi як softmax має приємну
властивiсть "навчати"кожний вхiдXink

.Зазвичай вони поєднуються в остаточному шарi, особливо
в задачах класифiкацiї, результати Softmax надсилаються на рiвень перемикача.

4 Зворотне поширення та його хитрощi

4.1 Стохастичне навчання проти пакетного
На кожнiй iтерацiї iснує два способи обчислення градiєнта, стохастичне та пакетне навчання.
Для стохастичного навчання в кожнiй iтерацiї вибирається один приклад навчального набору,
тодi як для пакетного навчання передається весь набiр даних. Обидва пiдходи мають переваги.

Переваги стохастичного навчання:
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• Стохастичне навчання зазвичай набагато швидше.

• Часто призводить до кращих рiшень.

• Його можна використовувати для вiдстеження змiн.

Переваги пакетного навчання:

• Умови конвергенцiї добре зрозумiлi.

• Воно може використовувати багато методiв прискорення.

• Теоретичний аналiз простiший.

4.1.1 Перетасування прикладiв

Навчальний набiр для перетасовки допомагає мережам швидше вчитися, оскiльки мережа
стикається з новим i незнайомим зразком на кожнiй iтерацiї. Цей фокус стосується лише
стохастичного навчання.

4.1.2 Нормалiзацiя входiв

Коли середнє значення кожної вхiдної змiнної наближається до нуля, збiжнiсть досягається
швидше. Змiщення середнього вводу вiд нуля часто змiщує оновлення в певному напрямку, що
уповiльнює швидкiсть навчання. Деякi загальнi вказiвки щодо перетворення вхiдних даних:

• Середнє значення кожної змiнної у навчальному наборi має бути близьким до нуля.

• Масштабуйте вхiднi змiннi до однакових коварiантностей.

• Вхiднi змiннi повиннi бути некорельованими.

4.1.3 Сигмоїд

Нелiнiйнi функцiї активацiї є центральними для нейронних мереж, оскiльки вони дозволяють
мережам вивчати нелiнiйнi взаємозв’язки. Найбiльш поширеною функцiєю активацiї є сигмоїдна,
яка вiдображає значення [0,1]. Два найпоширенiшi приклади:

f(x) =
1

1 + exp(−x)

f(x) = tanh(x)

Деякi хитрощi щодо стигмоїди:

• tanh(x) часто сходяться швидше, нiж стандартна логiстична функцiя.

• Рекомендована сигмовидна: f(x) = 1.7159tanh( 2
3x).

• Iнодi корисно додати лiнiйний термiн до tanh(x), щоб уникнути плоских плям. Наприклад
f(x) = tanh(x) + ax.
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Рис. 4: Сигмоїд -1/1+exp(-x)

Рис. 5: Сигмоїд tanh(x)

4.2 Вибiр цiльових значень
Традицiйно проблеми класифiкацiї, як правило, визначають двiйковi цiльовi значення, такi
як {−1, 1}, але це має два основних недолiки.

По-перше, вага може перестати змiнюватися, коли похiдна сигмоподiбної залози дорiвнює
приблизно нулю. Незважаючи на те, що тодi ваги присвоюються бiльшим значенням, їх вiдповiднi
градiєнти все ще множаться на невелику похiдну сигмовидної форми, що призводить до
неоновлення ваги. По-друге, процес навчання неправильно класифiкує вхiднi данi, не вказуючи
на низьку довiру через насиченi результати та великi ваги.

Рiшення: встановiть цiльове значення в областi сигмовидної функцiї. Особливо, iдеально
оптимальним способом є присвоєння точки максимальної другої похiдної на сигмоїдi цiльовим
значенням.

4.3 Iнiцiалiзацiя ваг
Iнiцiалiзованi ваги переважно мають бути малими, оскiльки їх наступнi ваги можуть коливатися
в лiнiйнiй областi сигмоїди, що дозволяє навчальному процесу справдi вивчати закономiрностi.

Потрiбнi 3 кроки:

• Нормалiзуйте навчальнi набори.

• Розгортання сигмоподiбних функцiй.
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Рис. 6: Сигмоїд 1.7159*tanh(2*x/3)

• Призначаються ваги випадковим чином на основi розподiлу iз середнiм нулем та стандартним
вiдхиленням σw = m(1/2) (m - кiлькiсть входiв в одиницi).

4.4 Вибiр темпiв навчання
Пiдбiр персоналiзованого вiдношення ηi до Wi може покращити конвергенцiю. Для цього
для обчислення потрiбнi другi похiднi, оскiльки для деяких ваг потрiбна мала швидкiсть
навчання, щоб збiгатися, тодi як для iнших потрiбнi великi швидкостi навчання, щоб сходитися
з належною швидкiстю.

Потрiбнi 3 мiркування:

• Призначено рiзнi темпи навчання рiзнiй вазi.

• Забезпеченi темпи навчання пропорцiйнi квадратному кореню з числа введених даних.

• Передбачається, що ваги у вищих шарах будуть меншими, нiж у нижчих шарах.

Iншi методи включають:
Iмпульс:

∆w(t+ 1) = η
∂Et+1

∂w
+ µ∆w(t)

Допомогає бiльше в пакетному градiєнтi, нiж у стохастичному.
Адаптивнi темпи навчання:
Контролює швидкiсть конвергенцiї, регулюючи швидкiсть навчання на основi помилки.

4.5 Функцiї радiальної основи проти сигмоподiбних одиниць
Типовою альтернативою сигмоїдної функцiї є мережа радiальних базисних функцiй. Блок
RBF охоплює лише невелику локальну область вхiдного простору, яка пришвидшує процес
навчання. Однак мiсцезнаходження може спричинити проблеми у розмiрностi простору.
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4.6 Числення багатошарових систем
Числення - це роздiл математики, який займається швидкiстю змiни величин на вiдсотки.
У цьому роздiлi ми розглянемо основи диференцiального числення, матричного числення
та застосуємо їх для обчислення градiєнтiв багатошарових систем. Ефективне обчислення
цих градiєнтiв зверху вниз буде корисним в алгоритмi зворотного розповсюдження, як ми
побачимо далi.

4.6.1 Похiднi, частковi похiднi, Якобiан

Похiдна: Нехай y = f(x) є дiйсною функцiєю реальної змiнної такою, що x, y ∈ R, похiдна f
в точцi a задається формулою

f ′(a) = lim
h→0

f(a+ h)− f(a)

h
(3)

Вона позначається dy
dx i вимiрює швидкiсть змiни у щодо змiни х.

Часткова похiдна: Припустимо, функцiя y = f(x) приймає вектор x ∈ Rd як вхiд, а потiм
часткова похiдна f(x) вiдносно одного з елементiв вектора x задається ∂f

∂xi
. Вона вимiрює

швидкiсть змiни в y щодо невеликої змiни в xi, тодi як iншi елементи вектора залишаються
незмiнними.

Якобiан: Функцiя Якобiан y = f(x) , де x ∈ Rn and y ∈ Rm, - матриця, що мiстить усi
частковi похiднi елементiв у y з елементiв у x.
Припустимо, бiльш формально f : Rn → Rm беремо x ∈ Rn на введення i даємо y ∈ Rm як
виведення, Якобiан J задається як:

Jf =


∂f1
∂x1

· · · ∂f1
∂xn

...
. . .

...
∂fm
∂x1

· · · ∂fm
∂xn

 (4)

Якщо функцiя має дiйсне значення, то матриця Якобiана мiстить лише один рядок, який є
транспонуванням градiєнта дiйсної функцiї вiдносно вектора. Ми тут формально не визначатимемо
«Градiєнт», а використовуватимемо позначення Якобiана.

4.6.2 Правило ланцюга, правило ланцюга вищого розмiру

Припустимо, у нас є композицiя з двох диференцiйованих функцiй f i g така, що y = g(x) i
z = f(y) правило ланцюга допомагає нам обчислити похiдну складеної функцiї z = f ◦ g щодо
x. Це визначається як

dz

dx
=
dz

dy

dy

dx
(5)

Це можна поширити у композицiю функцiй у вищих вимiрах. Нехай f : Rn → Rm та g :
Rp → Rn такi, що y = g(x), z = f(y),x ∈ Rp,y ∈ Rn, z ∈ Rm, тодi ми можемо написати
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правило ланцюжка для складеної функцiї z = f ◦g наступним чином, використовуючи матрицi
Якобiана

Jf◦g(x) = Jf (y)Jg(x) (6)

4.6.3 Переглянуто матричне числення та правило ланцюга

Матричне числення дає нам узагальнену структуру для роботи з функцiями, якi працюють
з векторами або матрицями як вхiднi та вихiднi. Iснує два позначення для представлення
похiдних функцiй за допомогою матричного числення, заснованого на тому, чи слiд розглядати
вектори як вектори рядкiв або стовпцiв. Ми будемо використовувати позначення розмiтки
чисельника, де ми представляємо вектор як вектор стовпця. Ми будемо використовувати x
для позначення скаляра, x для позначення вектора стовпця, що мiстить елементи x1, · · · , xn,
X для позначення матриця, що мiстить xij у i-му рядку та j-му стовпцi. Похiднi рiзних
скалярних, векторних та матричних комбiнацiй наведенi нижче.

Похiдна y y

x ∂y
∂x

∂y
∂x =


∂y1

∂x
∂y2

∂x
...

∂ym

∂x



x ∂y
∂x =

[
∂y
∂x1

∂y
∂x2
· · · ∂y

∂xn

]
∂y
∂x =


∂y1

∂x1

∂y1

∂x2
· · · ∂y1

∂xn
∂y2

∂x1

∂y2

∂x2
· · · ∂y2

∂xn

...
...

. . .
...

∂ym

∂x1

∂ym

∂x2
· · · ∂ym

∂xn



∂y

∂X
=


∂y

∂x11

∂y
∂x21

· · · ∂y
∂xp1

∂y
∂x12

∂y
∂x22

· · · ∂y
∂xp2

...
...

. . .
...

∂y
∂x1q

∂y
∂x2q

· · · ∂y
∂xpq

 (7)

∂Y

∂x
=


∂y11

∂x
∂y12

∂x · · · ∂y1n

∂x
∂y21

∂x
∂y22

∂x · · · ∂y2n

∂x
...

...
. . .

...
∂ym1

∂x
∂ym2

∂x · · · ∂ymn

∂x

 (8)

Вiдтепер ми можемо використовувати наведенi вище позначення для представлення похiдних
як скаляр/вектор/матрицю вiдносно скаляру/вектору/матрицi. Ми також перепишемо правило
ланцюжка, використовуючи цi позначення. Припустимо, щоX, Y , Z є скалярними, векторними
або матричними, ми можемо записати правило ланцюжка для складеного вiдображення як

∂Z

∂X
=
∂Z

∂Y

∂Y

∂X
(9)
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Припустимо f : Rn → R i g : R → Rn як y = g(x), z = f(y), x ∈ R,y ∈ Rn, z ∈ R, ми можемо
обчислити похiдну z вiдносно x, використовуючи правило ланцюга матричного числення,

∂z

∂x
=
∂z

∂y

∂y

∂x
(10)

=

[
∂z

∂y1

∂z

∂y2
· · · ∂z

∂yn

]
∂y1

∂x
∂y2

∂x
...

∂yn

∂x

 (11)

=

n∑
i=0

∂z

∂yi

∂yi
∂x

(12)

Наведений вище результат можна також iнтерпретувати так, нiби ми хитаємо x на невелике
значення по усiх промiжних ysi , якi залежать вiд змiни x, що призводить до змiни остаточного
z. Отже, похiдну такого складеного вiдображення z можна записати, застосувавши правило
ланцюга щодо всiх незалежних промiжних змiнних, що з’єднують z i x, i беручи над ними
суму.

4.6.4 Обчислення градiєнтiв у багатошарових системах

Багатошарова або багатомодульна система - це мережа, що складається з декiлькох модулiв,
розташованих вертикально, де кожен модуль є функцiєю над своїми входами та виходами, як
показано на Риснку 7. Давайте будемо дотримуватися випадку, коли вихiд мережi є скалярною
змiнною, оскiльки нейроннi мережi можна розглядати як багаторiвневi системи зi скалярними
втратами як вихiд. Застосуємо ланцюгове правило для обчислення похiдних промiжних змiнних
щодо скалярного виходу таких систем.
Тепер розглянемо i -й модуль, i якщо ми знаємо похiдну виходу модуля щодо енергiї E, яку ми
хочемо мiнiмiзувати, ми можемо обчислити похiдну E щодо вхiдного модуля X та параметри
модуля W , використовуючи правило ланцюжка.

Xi = Fi(Xi−1,Wi) (13)

∂E

∂Wi
=

∂E

∂Xi

∂Xi

∂Wi
(14)

=
∂E

∂Xi

∂Fi(Xi−1,Wi)

∂Wi
(15)

∂E

∂Xi−1
=

∂E

∂Xi

∂Xi

∂Xi−1
(16)

=
∂E

∂Xi

∂Fi(Xi−1,Wi)

∂Xi−1
(17)

Розмiри цих похiдних можна легко обчислити, використовуючи позначення розмiтки чисельника
матричного числення. Звернiть увагу, що похiдна скаляра по вiдношенню до вектора є вектором
рядка в цьому позначеннi, де як градiєнт, який представляє те саме, позначається вектором
стовпця.
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Рис. 7: Багатошарова мережа, що вiдображає потiк входiв, виходiв i градiєнтiв

4.7 Оновлення ваги - Методи оптимiзацiї
Алгоритми машинного навчання оновлюють параметри за допомогою iтерацiйного процесу.
Процес передбачає мiнiмiзацiю функцiй витрат.У цьому роздiлi ми представимо деякi методи
оптимiзацiї, якi зазвичай використовуються в нейронних мережах.

4.7.1 Градiєнтний спуск

Градiєнтний спуск - це метод оптимiзацiї, який намагається знайти мiнiмум опуклої функцiї
витрат, беручи її похiдну першого порядку. У той час як похiднi в основному представленi
скалярами, градiєнти представленi векторами, компоненти яких є частковою похiдною функцiї
витрат за рiзними вимiрами. Хоча використання градiєнтного спуску та навчання з усiм
навчальним набором як однiєї партiї не є iдеальним у налаштуваннях нейронної мережi, це
оригiнальна iдея багатьох похiдних методiв оптимiзацiї, таких як мiнi-пакетний градiєнтний
спуск, стохастичний градiєнтний спуск (SGD) та стохастичний градiєнтний спуск з iмпульсом.

Припускаючи довiльну функцiю витрат (функцiя помилки) J(θ) з двома ознаками, є опуклою
функцiєю параметра θ. Алгоритм градiєнтного спуску розпочне процес iз випадкової точки
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Рис. 8: Знiмок анiмованого графiка з блогу Алiхана Тежанi, який чудово демонструє процес
градiєнтного спуску.

на графiку функцiї помилки та обчислить градiєнт у цiй точцi. Далi алгоритм зробить крок у
напрямку, протилежному градiєнту. Цей процес можна записати як θ = θ− η∆J(θ), де ∆ - це
градiєнт, а η - розмiр кроку або швидкiсть навчання. Оскiльки негативний градiєнт - це мiсце,
де графiку функцiї найшвидше зменшується, алгоритм буде продовжувати цей iтерацiйний
процес, поки не буде знайдений загальний (або локальний) мiнiмум. Звiдси походить назва
«градiєнтний спуск». Алiхан Тежанi 1 створив анiмований графiк, який точно iлюструє цей
процес.

Псевдокод реалiзацiї:

for i in num_of_iterations:
gradient = calculate_gradient(data, loss)
theta = theta - learning_rate * gradient

4.7.2 Стохастичний градiєнтний спуск (SGD)

Градiєнтний спуск iнодi також називають пакетним градiєнтним спуском, що означає, що
алгоритм використовує весь навчальний набiр для обчислення градiєнта на кожному кроцi.
Iнодi цей процес може бути неможливим. Впровадження SGD дозволяє розраховувати градiєнт,
використовуючи лише одну точку даних xi, yi за раз, поки не буде вичерпаний весь набiр
даних, а вибiр точки даних на кожному кроцi є випадковим. Цей процес можна записати як
θ = θ − η∆J(θ;xi, yi)

Псевдокод впровадження SGD:

for i in num_of_iterations:
random_shuffle(data)
for example in data:
1https://alykhantejani.github.io/a-brief-introduction-to-gradient-descent/
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gradient_sgd = calculate_gradient(example, loss)
theta = theta - learning_rate * gradient_sgd

SGD економить обчислювальну потужнiсть, використовуючи один приклад за раз. Однак
вiн втрачає перевагу векторизацiї, що сприяє прискоренню тренувального процесу. Коли ми
реалiзуємо нейронну мережу, кiлькiсть прикладiв, що використовуються для обчислення градiєнта,
знаходиться десь мiж 1 (SGD) i загальною кiлькiстю прикладiв (пакетний GD). Це називається
мiнi-пакетним градiєнтним спуском. Вiн поєднує в собi найкраще з обох свiтiв: процес навчання
можна пришвидшити за допомогою векторизацiї, i вiн менш iнтенсивний на обчисленнях на
кожному кроцi. Загальна кiлькiсть прикладiв у кожнiй партiї або розмiрi партiї становить 32,
64, 128, 256 або число, що має ступiнь 2.

4.7.3 RMSprop

RMSprop, що розшифровується як "середньоквадратична опора - ще один метод адаптивної
оптимiзацiї, запропонований Джеффом Хiнтоном. Iдея RMSprop полягає в згладжуваннi градiєнта
шляхом дiлення його значення на експоненцiально зважене середнє квадратичне градiєнтiв.
Порiвняно з SGD, це зменшує шум у крокових напрямках. Це дуже схоже на SGD з iмпульсом,
але з квадратичними градiєнтами. Ранiше J використовувалось для представлення функцiї
витрат. Цi позначення популярнi в умовах машинного навчання. Зокрема, до глибокого навчання,
тепер давайте трохи змiнимо позначення, використовуючи E для представлення функцiї помилки
(вартостi). З RMSprop функцiя оновлення параметрiв тепер стає

E(θ)t = βE(θ)t−1 − (1− β)[∆E(θt)]
2

θt+1 = θt −
η

[E(θt)]2
∆θt

Щоб краще зрозумiти концепцiю, може бути корисно подивитись блог Себастьяна2 на
“Adadelta”. Coursera3 має 7-хвилинне вiдео, спецiально присвячене цьому методу оптимiзацiї.

4.7.4 Iмпульс

Алгоритм SGD страждає вiд нестабiльностi. Iмпульс Qian [1999] - це проста спроба зменшити
цю нестабiльнiсть, використовуючи змiщений градiєнт, а не лише використовуючи оцiнювач
градiєнта для поточного кроку. Це зменшує коливання градiєнта i може прискорити процес
оптимiзацiї. Далi псевдокод Алгоритму.

4.7.5 Адам

Алгоритм оптимiзацiї Адама може бути найпопулярнiшим алгоритмом оптимiзацiї на сьогоднi.
Адам означає «Адаптивна оцiнка моменту» i вперше був представлений у 2014 роцi?. Оптимiзатор
Адама зазвичай вимагає незначного налаштування своїх гiперпараметрiв i добре працює на
практицi. Алгоритм вносить певну плавнiсть градiєнтного спуску, зменшуючи ефект стохастичностi
градiєнта та зменшуючи розмiр кроку, коли всерединi мiнi-партiї кроку є велика дисперсiя.
Оптимiзатор Адама дуже близький до RMSprop, рiзниця полягає в тому, що Адам використовує

2http://ruder.io/optimizing-gradient-descent/index.html#batchgradientdescent
3https://www.coursera.org/learn/deep-neural-network/lecture/BhJlm/rmsprop
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Algorithm 1 Momentum
α = learning rate γ = decay rate

1: procedure
2: θ0
3: m0 ← 0
4: while convergence condition do
5: gt ← grad(ft(θt−1))
6: mt ← γmt−1 + αgt
7: θt ← θt−1 −mt

return θt

змiщений градiєнт (використовуючи швидкiсть затухання для iмпульсу першого порядку)
замiсть неупередженого градiєнта.

Алгоритм можна описати за кiлька крокiв

• обчислити градiєнт партiї

• обчислити упереджену оцiнку градiєнта (перший момент). Як i в SGD з Iмпульсом, вiн
використовує градiєнт попереднього кроку зi швидкiстю затухання β1.

• обчислити упереджену оцiнку дисперсiї (момент другого порядку) зi швидкiстю затухання
β2.

• правильний перший та другий момент (щоб мати глобальнi спаднi норми)

• оновити градiєнт першим моментом, подiленим на квадратний корiнь другого моменту.

Далi псевдокод Алгоритму.

Algorithm 2 Adam
Запропонованими гiперпараметрами за замовчуванням є α = 0.001, β1 = 0.9, β2 = 0.999 i
ϵ = 10−8.

procedure
2: θ0

m0 ← 0
4: v0 ← 0

t← 0
6: while convergence condition do

gt ← grad(ft(θt−1))
8: t← t+ 1

mt ← β1mt−1 + (1− β1)gt
10: vt ← β2vt−2 + (1− β2)g2t

m̂t ← mt(1− βt
1)

12: v̂t ← vt(1− βt
2)

θt ← θt−1 − αm̂t/(
√
v̂t + ϵ)

return θt
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4.7.6 Еластичне усереднення SGD

• Вступ
Еластичне усереднення стохастичного градiєнтного спуску (EASGD) Zhang et al. [2015a]
- це метод оптимiзацiї, який значно пришвидшує паралелiзацiю обчислень для навчання
великих моделей глибокого навчання при роботi на декiлькох графiчних картах. Розгляньте
карту GPU як мiсцевого працiвника, який має власний вектор локальних параметрiв.
Комунiкацiя та координацiя роботи мiсцевих робiтникiв спирається на силу пружностi,
яка пов’язує вектори параметрiв, якi вони обчислюють, iз центральною змiнною, що
зберiгається майстром. Середнє значення часу та простору над векторами параметрiв,
обчислене мiсцевими робiтниками, розглядається як кориговане середнє для оновлення
центральної змiнної (глобальний середнiй параметр). Основна iдея цього алгоритму полягає
у тому, щоб дозволити кожному працiвниковi пiдтримувати власну якiсну роботу, одночасно
зменшуючи накладнi витрати на комунiкацiю мiж майстром та мiсцевими робiтниками.
Крiм того, цей алгоритм пропонує швидку конвергентну мiнiмiзацiю. EASGD може застосовуватися
до налаштувань глибокого навчання, таких як паралельне навчання згорткових нейронних
мереж.

Розглянемо F (x) як функцiю в паралельному обчислювальному середовищi з p ∈ N
працiвниками та майстром. Стохастична задача оптимiзацiї iлюструється наступним
чином

minxF (x) := E[f(x, ξ)]

де x - параметр моделi, який слiд оцiнити, а ξ - випадкове збурення. Наведене вище
рiвняння можна переформулювати у виглядi розподiленої форми нижче

minxi,x̃

p∑
i=1

E[f(xi, ξi)] +
ρ

2
||xi − x̃||2 s.t.xi = x̃, i = 1, 2, ....p,

Ми позначаємо xi як мiсцевi змiннi, а x̃ як центральну змiнну. Квадратичний термiн
покарання гарантує, що мiсцевi працiвники не потраплять в рiзнi локальнi оптимуми, якi
знаходяться далеко вiд центральної змiнної. Крiм того, EASGD передбачає, що кожен
працiвник має доступ до всього набору даних.

• EASGD
Як згадувалось у вступi, стаття зосереджена на стохастичному налаштуваннi. Запропонованi
в роботi алгоритми мають два типи: синхронне та асинхронне еластичне усереднення
SGD. Для обох типiв EASGD ми маємо позначення

Φ(xi, x̃) := E[f(xi, ξi)] +
p

2
||xi − x̃||2.

Шляхом лiнеаризацiї Φ(xi, x̃), ми отримуємо

Lρ
t (xi, x̃) =

[〈
git(x

i
t) + ρ(xit − x̃t), xi − xit

〉
+

1

2η
||xi − xit||2

]
+

[
ρ
〈
x̃t − xit, x̃− x̃t

〉
+

1

2η
||x̃− x̃t||2

]
щоб рiвняння можна було природним чином розкласти, щоб оновити xit+1 i x̃t+1. Перший
компонент, зафiксований у перших квадратних дужках, походить вiд лiнеаризацiї Φ(xi, x̃)
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Рис. 9: Порiвняння SGD та EASGD при 4 GPU на наборi даних MNIST.

щодо xi, а другий компонент - вiд лiнеаризацiї Φ(xi, x̃) щодо x̃t. t позначає iндекс iтерацiї,
git(x

i
t) позначає стохастичний градiєнт f вiдносно xi обчислений на iтерацiї t, i η швидкiсть

навчання. Тодi ми можемо виконати оновлення таким чином, що

xit+1 = xit − η(git(x
i
t) + ρ(xit − x̃t)),

x̃t+1 = x̃t + η

p∑
i=1

ρ(xit − x̃t).

Отримавши правило оновлення, їх можна легко реалiзувати в паралельному обчислювальному
середовищi з одним ведучим та p працiвниками, де мiсцевi працiвники виконують оновлення
xi незалежно вiд основного оновлення на x̃. Звернiть увагу, що в цьому налаштуваннi
ми оновлюємо xi i x̃ для кожної iтерацiї t. Кожен працiвник читає поточне значення
центральної змiнної x̃ i використовує її для оновлення локальної змiнної xi. Потiм майстер
чекає оновлення xi вiд усiх працiвникiв p перед оновленням центральної змiнної. Це
синхронна версiя алгоритму EASGD.

Натомiсть асинхронний варiант алгоритму дозволяє кожному працiвниковi мати власний
годинник ti для оновлення xi, а майстер потiм оновлює x̃щоразу, коли мiсцевi працiвники
закiнчують τ крокiв їх градiєнтних оновлень. Ми називаємо τ як перiод спiлкування.
Повний алгоритм показаний в Алгоритмi 1.

• Iмпульс EASGD

Iмпульс EASGD є варiантом Алгоритму 1.

Алгоритм 2 для EAMSGD.
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Algorithm 3 Asynchronous EASGD
α = moving rate, η = learning rate, τ = communication period, x̃ is initialised randomly

1: ti = 0
2: xi = x̃
3: Repeat
4: x← xi

5: if (τ divides ti) then
6: a)xi ← xi − α ∗ (x− x̃)
7: b)x̃← x̃+ α ∗ (x− x̃)
8: end
9: xi ← xi − η ∗ giti(x)

10: ti ← ti + 1
11: Untilforever

Algorithm 4 Asynchronous EAMSGD
α = moving rate, η = learning rate, τ = communication period, δ = momentum term,
x̃ is initialised randomly

1: ti = 0
2: vi = 0
3: xi = x̃
4: Repeat
5: x← xi

6: if (τ divides ti) then
7: a)xi ← xi − α ∗ (x− x̃)
8: b)x̃← x̃+ α ∗ (x− x̃)
9: end

10: vi ← δ ∗ vi − η ∗ giti(x+ δ ∗ vi)
11: xi ← xi + vi

12: ti ← ti + 1
13: Untilforever
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Вiн базується на схемi iмпульсу Нестерова.
Iмпульс Нестерова - це дещо iнша версiя методу оновлення iмпульсу, яка стала популярною
останнiм часом. Pathy [2018] Це можна визначити наступним чином:

Vt = βVt−1 + α∇wL(W − βVt−1, X, y)

W = W − Vt

Рис. 10: Оновлення iмпульсу Нестерова. Джерело: слайди класу Стенфорд CS231n Pathy [2018]

У цьому випадку оновлення мiсцевого працiвника буде змiнено наступним чином:

vit+1 = δvit − ηgit(xit + δvit)

xit+1 = xit + vit+1 − ηρ(xit − x̃t)

Де δ - iмпульсний термiн. Це оригiнальний алгоритм EASGD коли ми встановлюємо
δ = 0. Повний алгоритм наведений в Алгоритм 2.

4.8 Iнiцiалiзацiя ваги
Ми вивчили загальнi архiтектури того, як побудувати нейронну мережу, зокрема, згортковi
нейроннi мережi. Однак у глибоких архiтектурах НМ, щоб корисно та ефективно навчати
мережу, нам доведеться спочатку iнiцiалiзувати її параметри належним чином. Вибiр початкових
ваг насправдi може мати глибокий вплив як на швидкiсть конвергенцiї, так i на кiнцеву якiсть
мережi.

Щоб зрозумiти, чому стандартний градiєнтний спуск так сильно вiдрiзняється вiд глибоких
нейронних мереж з рiзною вагою iнiцiалiзацiї, давайте зробимо простий розрахунок. Правило
ланцюга стверджує, що для обчислення швидкостi змiни функцiї L щодо однiєї зi змiнних
W

(i)
jk (часткова похiдна вiд L щодо W

(i)
jk , ми можемо обчислити похiдну вiдносно змiнної

вищого рiвня vectx
(i+1)
k , що залежить вiд W

(i)
jk спочатку, а потiм помножте його на похiдну вiд

x
(i+1)
k щодо W

(i)
jk . Математично для приватного випадку нейронної мережi, як багатошаровий

37



персептрон, це можна записати як:

∂L

∂W
(i)
jk

=
∂L

∂x
(i+1)
k

∂x
(i+1)
k

∂W
(i)
jk

Перший доданок справа може бути обчислений рекурсивно, як ми побачимо нижче. Другий
член праворуч - це єдине мiсце, яке безпосередньо стосується ваги W

(i)
jk i може бути розбито

на:

∂x
(i+1)
k

∂W
(i)
jk

=
∂f(s

(i)
j )

∂s
(i)
j

∂s
(i)
j

∂W
(i)
jk

= f ′(s
(i)
j )x

(i)
j .

З цього ви можете бачити, що якщо вихiднi данi мають тенденцiю до нуля, градiєнти також
роблять це, що призводить до того, що ваги припиняють оновлення. З iншого боку, якщо s

(i)
j

виявиться занадто екстремальним, активацiї f можуть мати нульовi похiднi i знову заважати
вагам оновлюватись, коли ви з використанням нелiнiйностi сигмоїдної або гiперлiнiйної нелiнiйностi
тангенса

Далi ми коротко обговоримо загальнi способи iнiцiалiзацiї ваги на практицi, а також їх
мiнуси та плюси.

Iнiцiалiзацiя всiх нулiв. У класичному алгоритмi машинного навчання нормально та
iнтуїтивно зрозумiло, що ми можемо встановити всi ваги w1, w2, . . . , wn рiвними нулю, оскiльки
доцiльно вважати, що приблизно половина ваг буде позитивною, а половина - негативною
пiсля вiдповiдної попередньої обробки та нормалiзацiї даних. Однак нульова iнiцiалiзацiя була
б проблематичною в архiтектурi НМ, оскiльки, якщо кожен нейрон мережi видає однаковi
результати, тодi всi вони обчислюють однаковi градiєнти пiд час зворотного розповсюдження
i зазнають однакових оновлень параметрiв. Зрештою, кожен нейрон вивчить однаковi ваги.

Iнiцiалiзацiя випадкового числа. Досить прямо, замiсть iнiцiалiзацiї всiх нулiв, ми все
ще хочемо встановити всi ваги нейронiв, близьких до нуля. Тож ми могли випадковим чином
призначити невелике число кожнiй вазi. Iдея полягає в тому, що замiсть 0, усi нейрони на
початку випадково присвоєнi та унiкальнi, тому вони будуть обчислювати рiзнi градiєнти пiд
час зворотного розповсюдження та отримувати чiткi оновлення. Типова реалiзацiя на практицi
для однiєї вагової матрицi може виглядати приблизно так: W = 0, 01∗np.random.randn(D,M),
де в Numpy, функцiя randn з нульового середнього, до одиничного стандартного вiдхилення
вiд гауссового розподiлу. Звернiть увагу, що, як правило, не обов’язково, що меншi цифри
працюватимуть краще. Наприклад, шар НМ, що має дуже малi ваги, пiд час зворотного
розповсюдження обчислюватиме дуже малi градiєнти для своїх даних (оскiльки цей градiєнт
пропорцiйний значенню ваг). Це може рiзко прибрати “ градiєнтний сигнал ”, що тече назад
через мережу, i може стати проблемою для глибоких мереж.

З цiєї причини ця стратегiя працює на практицi для малих мереж, але спричинить проблеми
з дедалi глибшими мережами. Iнтуїцiя полягає в тому, що уявiть, що ми iнiцiалiзуємо всi ваги
до невеликої кiлькостi, i при глибокiй мережi пiд час пересилання, коли ми множимо маленькi
W на кожному шарi, це швидко стискається i згортається всi цi значення, коли ми множимо
ваги знову i знову. Врештi-решт, ми отримуємо всi активацiї нульовими, а це не те, що ми
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хочемо.

Iнiцiалiзацiя з калiбруванням дисперсiї. Однiєю з проблем, наведених вище, є що
розподiл виходiв з випадково iнiцiалiзованого нейрона має дисперсiю, яка буде зростати iз
збiльшенням кiлькостi входiв. Iнiцiалiзацiя Ксав’єра полягає в тому, щоб полегшити цю проблему,
нормалiзуючи дисперсiю вихiдного сигналу кожного нейрона до 1, масштабуючи його вектор
ваги за квадратним коренем його In-вимiрностi (тобто за кiлькiстю входiв). Бiльш конкретно,
рекомендацiя полягає у iнiцiалiзацiї вектора ваги кожного нейрона як w = np.random.randn(n)/np.sqrt(n),
де n - кiлькiсть його входiв. Ескiз виведення такий: Розглянемо внутрiшнiй добуток s =∑n

i wixi, мiж вагами w та введенням x, що дає вихiдну активацiю нейрона перед нелiнiйнiстю.
Ми можемо вивчити дисперсiю s:

V ar(s) = V ar(

n∑
i

wixi)

=

n∑
i

V ar(wixi)

=

n∑
i

[E(wi)]
2V ar(wi) + E[(xi)]

2V ar(wi) + V ar(xi)V ar(wi)

=

n∑
i

V ar(xi)V ar(wi)

= (nV ar(w))V ar(x)

На третьому кроцi ми припускаємо, що данi нормалiзувались iз нульовим середнiм значенням
входiв та ваг, тому E[xi] = E[wi] = 0. З наведеного вище рiвняння це означає, що нам слiд
взяти з одиницi Гаусса, а потiм масштабувати її на a =

√
1/n, щоб зробити її дисперсiю 1/n.

Це дає iнiцiалiзацiю w = np.random.randn(n)/np.sqrt(n).

Iнiцiалiзацiя Ксав’є. Iнiцiалiзацiя Ксав’є є ефективним методом iнiцiалiзацiї ваг, якi,
як було доведено, мають ефективнi результати на практицi, що пропонується Ксав’є Глоро
та Йошуа Бенджо в Glorot and Bengio [2010]. У статтi автор стверджував, що коефiцiєнт
нормалiзацiї може бути важливим при iнiцiалiзацiї глибинних мереж через мультиплiкативний
ефект через шари, i вони пропонують процедуру iнiцiалiзацiї, щоб приблизно задовольнити
цiлi збереження дисперсiй активацiї та дисперсiї градiєнтiв, що розповсюджуються назад при
русi вгору або вниз по мережi, що полягає у пiдтримцi сигналу в розумному дiапазонi значень
через багато шарiв. Вага iнiцiалiзується розподiлом Гауса:

W ∼ N
[
0,

2

nin + nout
]

що дає вагу з нульовим середнiм значенням та дисперсiєю 2
nin+nout

. Бiльше того, у статтi автор
також представив нормалiзовану версiю iнiцiалiзацiї з рiвномiрного розподiлу наступним чином:
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W ∼ U
[
−

√
6√

nin + nout
,

√
6√

nin + nout

]
Звернiть увагу, що оскiльки iнiцiалiзацiя Xavier спрямована на вирiшення проблем зникнення
або вибуху градiєнта, якщо ви використовуєте ReLU як функцiю активацiї (що не призводить
до зникнення чи вибуху градiєнтiв), зазвичай iнiцiалiзацiя Xavier не використовується з функцiєю
активацiї ReLU.

Ще одна iнiцiалiзацiя на практицi. Недавня стаття на цю тему, Delving Deep into
Rectifiers: Surpassing Human-Level Performance on ImageNet Classification вiд He et al. [2015],
отримує iнiцiалiзацiю спецiально для нейронiв ReLU, дiйшовши висновку, що дисперсiя нейронiв
у мережi повинна становити 2, 0/n. Це дає iнiцiалiзацiю w = np.random.randn(n)∗np.sqrt(2.0/n),
i є поточною рекомендацiєю для використання на практицi в конкретному випадоку нейронних
мереж з нейронами ReLU. На практицi метод продемонстрував свою надiйнiсть та ефективнiсть
для пiдроздiлiв ReLU. Можна уважно поглянути на папiр, щоб докопатися до деталей.

Iнiцiалiзацiя зсувiв. Iнiцiалiзувати зсуви, що рiвнi нулю, можливо i поширено на практицi,
оскiльки порушення асиметрiї забезпечується малими випадковими числами у вагах. Що
стосується нелiнiйностi ReLU, деякi люди люблять використовувати невелике постiйне значення,
таке як 0,01, для всiх зсувiв, оскiльки це гарантує, що всi одиницi ReLU спрацьовують на
початку i, отже, отримують i поширюють певний градiєнт. Однак незрозумiло, чи це забезпечує
постiйне вдосконалення (насправдi деякi результати, здається, вказують на те, що це працює
гiрше), i частiше просто використовувати iнiцiалiзацiю зсуву 0.

4.9 Функцiї нелiнiйної активацiї
Для введення нелiнiйностi в нейроннi мережi використовуються рiзнi функцiї активацiї. Це
часто необхiдно, оскiльки без нелiнiйностi в багатошаровiй мережi пiдсумовування всiх лiнiйних
функцiй на кожному рiвнi просто дасть iншу лiнiйну функцiю, яка змушує мережу поводитися
так само, як одношарова мережа. Це також має значення з бiологiчної точки зору. Активацiйнi
функцiї - це абстракцiї, що представляють швидкiсть потенцiйної роботи в клiтинах, iншими
словами, накiльки довго ми повиннi передавати сигнал наступному нейрону.

Щоб додати нелiнiйнiсть, функцiї активацiї беруть виходи з попереднього рiвня i виконують
певну нелiнiйну математичну операцiю над ним. Ось деякi загальновживанi функцiї активацiї.

4.9.1 Сигмоїдальна

Сигмоїдальна функцiя, також вiдома як функцiя логiстичної активацiї. Функцiя приймає на
вхiд справжнє значення та перетворює його на значення вiд 0 до 1.

σ(x) =
1(

1 + exp(−x)
) =

exp(x)(
1 + exp(x)

)
Зокрема, вона перетворює великi вiд’ємнi числа в 0, а великi додатнi числа в 1. Iсторично

вважалося, що сигмоїдальна функцiя має хорошу iнтерпретацiю, оскiльки її перетворення має

40

https://arxiv.org/abs/1502.01852
https://arxiv.org/abs/1502.01852


Рис. 11: Дiлянка сигмоїдальної функцiї

дiапазон вiд 0 до 1, що добре вiдповiдає показникам. Це також корисно на вихiдному рiвнi,
якщо метою є передбачення ймовiрностi.

However, the function does have some drawbacks in practice. The output is not zero-centered,
which lead to inefficient gradient update. It will encounter vanishing gradients for values near 1 and
0. It is also computationally expensive by taking exponentials.

Zero-centering

Zero-centering is the process of subtracting the mean from the data along all dimensions. Thus the
new mean becomes zero. This ensures that there are both positive and negative values.

L = Loss function
x = Output of sigmoid unit

y = w⊤x + b

∂L

∂w
=
∂L

∂y

∂y

∂w
=
∂L

∂y
x (x > 0)

In sigmoid, the output is always positive and hence the gradient on the weights w will during
backpropagation become either all be positive, or all negative depending on the sign of the gradient
of the loss w.r.t y. This will have undesirable zig-zag path during optimization as all weights must
be updated in the same direction and cannot be manipulated independently. The algorithm will
take a lot more steps to converge.

Vanishing Gradients Problem

Sigmoid suffers from the problem of vanishing gradients, i.e., it has close to zero gradients almost
everywhere. Since it squashes the entire number line into the interval [0,1], it starts from increasing
from zero but then starts decreasing to zero again shortly, and so the gradients are quite small and
would be even smaller after the stacking of multiple layers. The result of the gradients saturating
is that our weights stop getting updated, and hence our network stops learning. This is one of
the main reasons why "deep"architectures were only popular "in theory"in the early days – it was
proposed that they could solve any problem in theory, but in practice it was very difficult to achieve
this.
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4.9.2 Hyperbolic Tangent (tanh)

The tanh function is very similar to Sigmoid except it takes a real-valued number but convert it
into a range between -1 and 1. Or it can also be seen as a combination of 2 sigmoid functions. After
the conversion, the negative inputs will still be negative, zero inputs are mapped near zero, and the
positive inputs are still positive.

tanh(x) =
sinh(x)

cosh(x)
=

exp(x)− exp(−x)

exp(x) + exp(−x)
=

exp(2x)− 1

exp(2x) + 1
= 2σ(2x)− 1

Рис. 12: Plot of the Hyperbolic Tangent Function

Unlike Sigmoid, the outputs of tanh are zero-centered, which makes it a more preferable choice
in practice. But it still suffers from the same vanishing gradient problem described earlier as in
Sigmoid; the following activations aim at getting rid of this issue.

4.9.3 ReLU

Рис. 13: Plot of ReLU Function

ReLU function (Rectified Linear Unit), takes a simple expression. It is just thresholding at 0.
When the input is negative, the output is 0, and when input is positive, the output is just the input
itself.

f(x) = max(0, x)

ReLU is very computationally efficient as it is just thresholding without calculating exponentials,
it also solves the vanishing gradient issue when inputs are positive. However, ReLU outputs are not
zero-centered, and the gradient vanishes when input is negative. The thresholding also makes from a
biological perspective, wherein neurons fire only when the input signal is above a certain threshold.
In this case of a positive input, we simply propagate it as-is, and hence it doesn’t suffer from the
vanishing gradient problem.
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4.9.4 Leaky ReLU

This is used to fix the vanishing gradient problem of ReLU for negative numbers. Instead of bringing
the negative value to zero, we allow a small, non-zero gradient when the unit is not active.

f(x) = max(x, αx),where α is a constant, say 0.01

In parameterized ReLU, we can also replace the constant gradient with a variable gradient which
can be learnt along with other parameters of the network.

Рис. 14: Plot of Leaky ReLU and PrReLU Function

4.9.5 ELU

ELU (Exponential Linear Unit) is a new attempt to fix the vanishing gradient and not zero-centering
issues of ReLU. It is the same as ReLU when the inputs are positive and it takes exponential when
inputs are negative. By doing this, the mean will be pushed toward zero and also it will have a
small gradient when inputs are negative. Note that ELU has an extra α constant which should be
a positive number in practice.

f(x) =

{
x for x ≥ 0

α(ex − 1) for x < 0.

Рис. 15: Plot of ELU and ReLU Function
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4.10 Функцiї втрат
4.10.1 Евклiдова функцiя втрат

Рис. 16: Графiк функцiї втрат L2

Спершу поговоримо про звичайнi функцiї втрат для вирiшення проблем регресiї, що безпосередньо
прогнозують цiльовi значеня замiсть прогнозування цiльових мiток. Для цих цiлей найчастiше
застосовуються Евклiдова функцiя втрат i функцiя втрат L2. Що є квадратичними рiзницями
мiж розрахунковими значеннями та цiльовими значеннями, або l2-нормами помилки:

L =
∑
i

(ŷi − yi)2 = ∥ŷ − y∥22

Слiд зазначити, що квадратична складова функцiя втрат L2 робить її особливо вразливою до
неординарностей. Щоб уникнути цiєї чутливостi, часто використовується середньоквадратичне
вiдхилення, яке є квадратним коренем стандартної функцiя втрат L2:

L =

√∑
i

(ŷi − yi)2 = ∥ŷ − y∥2

Iншим поширеним варiантом є використання середньоквадратичної логарифмiчної функцiї
втрати, яка використовується, щоб уникнути чутливостi до неординарностей за умови, що i
справжнi цiльовi значення, i оцiночнi значення є великими числами. Iще однiєю особлиiстю
є вище покарання за заниження оцiнки, нiж за завищення оцiнки, у порiвняннi з функцiєю
втрат L2.

L =
∑
i

(log(ŷi + 1)− log(yi + 1))2
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4.10.2 Функцiя втрат L1

Рис. 17: Функцiя втрат L1, L2 та згладжена L1

Функцiя втрат L1 - це абсолютна рiзниця мiж розрахунковими значеннями та iснуючими
цiльовими значеннями. Iншими словами, це l1-норма помилки. Пiдсумовуючи кожне цiльове
значення yi та вiдповiдну оцiнку ŷi, функцiя втрат L1 виражається як

L =
∑
i

|ŷi − yi| = ∥ŷ − y∥1

Функцiї втрат L1 iнодi надають перевагу у порiвняннi з функцiєю втрат L2, особливо коли
ознака має великi розмiри. Це пов’язано з тим, що функцiї втрат L1 є бiльш стiйкою до
неординарностей i дає бiльш розрiджене рiшення, нiж функцiї втрат L2, що дозволяє спростити
вибiр ознак i пришвидшити обчислення. Однак звернiть увагу, що похiдна функцiї втрат L1
не iснує при 0, тому часто використовується її згладжена версiя:

L =
∑
i

{
1
2 (ŷi − yi)2, if |ŷi − yi| < 1
|ŷi − yi| − 1

2 , otherwise

Ця версiя функцiї втрат L1 також усуває чутливiсть до вибухових градiєнтiв (див. Girshick
2015).

Варто варто запамятати, що функцiї втрат L1 та L2 при застосуваннi для оцiнки ймовiрностей
при використаннi функцiї активацiї sigmoid (або softmax) матимуть немонотоннi частковi
похiднi вiдносно виходу останього шару (див. пiдтвердження у Janocha & Czarnecki, 2017). А
у випадку сильно помикової класифiкацiї прикладiв, навчання буде значно сповiльнено через
плоский градiєнт на кiнцях сигмоїдної функцiї. Ось чому функцiї втрат L1 та L2 зазвичай не
використовуються разом iз функцiєю активацiї sigmoid або softmax, а частiше використовують
з ReLU.

4.10.3 Розходження Кульбака — Лейблера

В той час як вiдстань l2 вимiрює природну вiдстань мiж двома точками в евклiдовому просторi,
розходження Кульбака — Лейблера вимiрює рiзницю мiж двома розподiлами ймовiрностей
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p(x), q(x):

KL(p||q) =
∑
i

p(xi) log
p(xi)

q(xi)

Звернiть увагу, що розходження Кульбака — Лейблера є невiдємною, але асиметричною мiрою
вiдстанi, тобто KL(q||p) ̸= KL(p||q). Розбiжнiсть Кульбака — Лейблера випливає з теорiї
iнформацiї та поняття ентропiї. Ентропiя розподiлу ймовiрностей,

H = −
∑
i

p(xi) log p(xi)

є оцiнкою кiлькостi iнформацiї, що мiститься в даних. Використовуючи поняття ентропiї, ми
можемо визначити кiлькiсть iнформацiї, що буде втрачено, якщо замiнити наш початковий
розподiл параметризованим наближенням, просто подивившись рiзницю значень журналу для
кожного розподiлу, вимiрюючи тим самим, наскiльки згадане наближення вiдрiзняється вiд
очiкуваного розподiл ймовiрностей.

4.10.4 Функцiя втрат на основi перехресної ентропiї - Двiйкова

Розглянемо випадок коли ми маємо набiр даних для навчання з q(x), який є дискретним
розподiлом ймовiрностi спостережуваних мiток y ∈ {0, 1}. Якщо наша модель вибере p(x) як
розподiл прогнозу, тобто, p(y = 1|x) = ŷ(x), ми можемо розрахувати розходження Кульбака
— Лейблера мiж p(x) i q(x) як

KL(q||p) =
∑

q(y | x) log
q(y | x)

p(y | x)
(18)

= −
∑

q(y | x) log p(y | x) +
∑

q(y | x) log q(y | x) (19)

= −q(y = 1 | x) log p(y = 1 | x)− q(y = 0 | x) log p(y = 0 | x) (20)
= −y log ŷ − (1− y) log(1− ŷ) (21)

Це також є перехресною ентропiєю. Тому значення втрати з використанням перехресної
ентропiї визначають вiдстань мiж емпiричним розподiлом даних та прогнознозованим розподiлом
за моделлю. На практицi, виконуючи двiйковi класифiкацiї з використанням нейронних мереж,
ми зазвичай додаємо сигмоїдний або логiстичний шар в кiнцi, щоб отримати оцiнку ймовiрностi
для кожного класу як p i 1−p, перед тим, як розрахувати втрату на основi перехресної ентропiї.

4.10.5 Функцiя втрат на основi перехресної ентропiї — Багатокласова

Функцiя втрат на основi перехресної ентропiї можна легко узагальнити до багатокласових
класифiкацiйних задач, де серед усiх можливих класiв iснує лише один справжнiй клас. Коли
є мiтки класу k, для кожного класу c цiльовi значення все ще виражаються e двiйковому
виглядi:

yi =

{
1, if i = c
0, otherwise

Нехай pi є ймовiрнiстю кожного класу, тодi
∑
pi = 1. Для отримання таких iмовiрнiсних

оцiнок для багатокласної задачi замiсть сигмопоїдного шару в попередньому випадку використовується
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шар softmax:
p(y = c|x) =

exp zc∑
j exp zj

Отже, багатокласова функцiя втрат на основi перехресної ентропiї має наступний вигляд

L = −
k∑
i

yi log ŷi

4.10.6 Багатомiткова функцiя втрат на основi перехресної ентропiї

Подiбним чином iснує також варiант функцiї втрат на основi перехресної ентропiї, який можна
застосувати до типу багатокласових класифiкацiй, де кiлька мiток можуть мати значення 1
одночасно, i в цьому випадку функцiя softmax бiльше не застосовується. Типовою практикою
є повернення до використання сигмоїдної функцiї активацiї на вихiдному шарi мережi, так
що оцiнюванi ймовiрностi кожного класу не залежать вiд ймовiрностей iнших класiв. У цьому
випадку наша функцiї втрат на основi перехресної ентропiї приймає вигляд:

L = −
k∑
i

yi log ŷi + (1− yi) log(1− ŷi)

4.10.7 Завiснi втрати та їх варiанти

Рис. 18: Графiк завiсних втрат

Завiсна втрата використовуються для роздiлення позитивних та негативних прикладiв, найчастiше
у методi опорних векторiв. Для кожного прикладу xi з двiйковою мiткою yi ∈ {−1, 1} завiснi
втрата передбачення ŷi визначається як

L = max(0, 1− y ∗ ŷ)

У цьому формулюваннi, щоб мiнiмiзувати втрати, в усiх позитивних прикладах має виконуватись
спiввiдношення ŷ > 1, а у всих негативних ŷ < −1.
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Звернiть увагу, що завiсна втрата не усюди диференцiйована, тому її часто згладжують
шляхом пiджесення до квадрату:

L = (max(0, 1− y ∗ ŷ))2

Для багатокласових задач з k-класами доступний iнший варiант завiсної втрати:

L =

k∑
c

max(0, 1− 1y,c ∗ ŷ)

де 1y,c =

{
1, if y = c
−1, otherwise

4.10.8 Об’єднанi включеня

Для вирiшення багатьох завдань у галузi глибокого навчання данi часто надходять з багатьох
джерел. При використаннi даних з двох рiзних джерел (наприклад, тексту та зображення)
для спiльного прогнозування, функцiї втрат, як правило, формулюються так щоб враховувати
включення (багатовимiрний простiр ознак) з обох джерел даних, а також мiри подiбностi для
тренування двох включень одночасно.

Зокрема, функцiя f вiдображає x1, данi з джерела 1 на включення z1 у багатовимiрний
простiр, з вагами w1; функцiя g вiдображає x2 на включення z2 з вагами w2. Функцiя подiбностi
вiдображає z1, z2 до z⊤1 w3z2, з iншим набором ваг w3. Тодi оптимiзацiя спiльного вкладення
еквiвалентна максимiзацiї (log) ймовiрностi

pw1,w2,w3(s1,2|x1, x2) =

∫
pw1(z1|x1)pw2(z2|x2)pw3(s1,2|z1, z2)dz1dz2 (22)

≥ max
z1,z2

pw1
(z1|x1)pw2

(z2|x2)pw3
(s1,2|z1, z2) (23)

де s1,2 = [y1 == y2], ступiнь подiбностi.
Звiдси втрата вiд спiльного вбудовування приймає вигляд

L = max
z1,z2

log pw1
(z1|x1) + pw2

(z2|x2) + pw3
(s1,2|z1, z2) (24)

(25)
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4.11 Геометрiя функцiї втрат

Рис. 19: Глибока мережа з ReLU

Питання, на яке ми намагаємося вiдповiсти, полягає в тому, чи можемо ми охарактеризувати
геометрiю функцiї втрат у глибоких нейронних мережах. Вiзьмемо повнозв’язну нейронну
мережу з функцiєю активацiї ReLU. Внесок окремого шляху, P , мережi у вихiдний результат
- це добуток входу, Wij та ваг вздовж шляху, Wij i двiйкової iндикаторної змiнної δP (W ,X),
що приймає значення True, якщо ReLU активовано у всiх шарах, або False в iнших випадках.

Ŷ =
∑
P

δP (W ,X)
∏
ij∈P

WijXPstart

Ми використаємо завiснi втрати, щоб зробити двiйкову змiнну залежною вiд бажаного результату.
Таким чином, коефiцiєнт, CP , буде включати вхiд X, вихiд Y i вагу W .

L(W ) =
∑
P

CP (X,Y ,W )
∏
ij∈P

Wij

Будь-яка змiна в W вирiшить, активний чи неактивний шлях, i, отже, вплине на CP . Функцiя
втрат - це полiном у W , а градус - це кiлькiсть шарiв. Даний полiном є поштучно безперервним
з "перемиканням"(тобто, вiн може бути увiмкнутим або вимкнутим залежно вiд значення W )
та має частково випадковi коефiцiєнти.

Згiдно з Теорiєю випадкових матриць, для нормованого W iснує велика кiлькiсть мiнiмумiв,
якi майже повнiстю еквiвалентнi, тобто значення функцiї втрат буде подiбним. Крiм того,
кiлькiсть мiсцевих мiнiмумiв, що мають високу енергiю, дуже мала.

Щоб краще це зрозумiти, давайте припустимо, що ми починаємо випадково в просторi пошуку.
Тодi немає шансiв, що ми потрапимо в мiсцевi мiнiмуми з високою енергiєю, оскiльки їх дуже
важко знайти. Однак ми також не досягнемо глобальних мiнiмумiв, оскiльки застрягмо на
попередньому рiвнi через величезну кiлькiсть таких точок у вузькому дiапазонi. Експериментально
це вiрно, якщо ми тренуємо дуже велику нейронну мережу з правильним налаштуванням
гiперпараметрiв, ми досягаємо тiєї ж помилки в межах щiльного розмаху.
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4.12 Заповнення
Пiд час процесу згортки те, що ми робимо, фактично є зменшенням розмiру вхiдної матрицi.
Розмiр вихiдної матрицi пiсля одного шару згортки визначається кроком та розмiром встановленого
вами фiльтра. Крок - це гiперпараметр, за допомогою якого ми зсуваємо фiльтр. Коли крок
рiвний 1, ми перемiщуємо фiльтри по одному пiкселю за раз. Але коли крок будь-яке число
бiльше за 1, результат буде меншим. Тому нам потрiбно "збiльшити"нашу вхiдну матрицю
перед розрахунком. Процес називається "заповненням".

В деяких ситуацiях зручно заповнювати вхiд нулем навколо межi, що ми називаємо "нульовим
заповненням". Розмiр "нульового заповнення це гiперпараметр. Заповнення нулем дозволяє
нам легко контролювати розмiр нашої вихiдної матрицi.

Наприклад на входi ми маємо матрицю розiром 7 × 7, i фiльтр 3 × 3. Припустимо, наш крок
становить 1, пiсля одного рiвня згортки вихiдна матриця має розмiр 5×5. Коли крок дорiвнює
2, розмiр вихiдної матрицi становить 3 × 3. Таким чином, ми можемо отримати формулу з
допомогою iндукцiї:

Коли stride = 1,
(7− 3)

1
+ 1 = 5

Коли stride = 2,
(7− 3)

2
+ 1 = 3

Коли stride = 3 (не працює у цьому випадку),

(7− 3)

3
+ 1 = 2.33

Нарештi ми маємо,
N − F
stride

+ 1 = output size.

Виходячи з наведеної вище формули, ми можемо зробити припущення, скiльки нулiв нам
потрiбно заповнити.

Припустимо, у нас все ще є вхiдна матриця 7 × 7 та фiльтр 3 × 3, якщо ми заповнимо 0
на 1 пiкселiв (двостороннi) межу, вихiдний розмiр буде знову 7× 7.
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Рис. 20: Заповнення

Рис. 21: параметри

В загальному випадку, якщо ми хочемо зберегти розмiр вхiдної матрицi, формула має мати
вигляд

W =
W − F + 2P

S
+ 1,

Тут розмiр фiльтра - F, W - розмiр входу, P - розмiр заповнення, S - крок.

P =
(W − 1) ∗ S − (W − F )

2

В Tensorflow iснує два методи заповнення: SAME i V ALID. SAME означає, що вихiдна
карта ознак має такi ж просторовi розмiри, що i вхiдна карта ознак. Нульове заповнення
вводиться для того, щоб форма збiгалася з необхiдною, однаковою з усiх бокiв вхiдної карти.
V ALID означає вiдсутнiсть заповнення.
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У Pytorch iснує три методи заповнення:Reflection pad, Zero pad, подiбний до методу заповнення
SAME в Tensorflow, Constant pad. Reflection pad - це метод, який накладає вхiдний тензор,
використовуючи вiдображення вхiдної межi. Constant pad встановлює границi вхiдного тензора
з постiйним значенням.

5 Цiльове розповсюдження

5.1 Введення
Останнiм часом глибокi нейроннi мережi досягли великих успiхiв у складних задачiх штучного
iнтелекту4,в основному покладаючись на зворотне поширення в якостi основного режиму
для кожного шару з глибокими рiвнями. Пов’язанi з цим рiзнi набори параметрiв виконують
розподiл кредитiв.

Однак, коли ми розглядаємо бiльш глибокi мережi, наприклад, останнi кращi конкуренти
ImageNet увiйшли на 19й або 22й рiвень, покладаючись на довгострокову або сильнiшу нелiнiйнiсть,
склад багатьох нелiнiйних операцiй стає бiльш нелiнiйним. Конкретизуюємо, розглянувши
склад багатьох гiперболiчних тангенцiальних одиниць. В цiлому, це означає, що похiднi, отриманi
в результатi зворотної торгiвлi, стають дуже малими або надто великими.

Це обмеження спiвпрацi з точними похiдними i гладкими мережами є основною мотивацiєю
машинного навчання для вивчення розподiлу кредитiв в глибоких мережах. Основна iдея тут
полягає в обчисленнi цiлей, а не градiєнтiв на кожному шарi, якi можуть бути ефективно
застосованi, коли одиницi обмiнюються стохастичними бiтами.

5.2 Реалiзацiя
Основна iдея розповсюдження цiлi полягає в тому, щоб замiсть втрати градiєнта пов’язати
значення активацiї кожної одиницi перенаправлення з цiльовим значенням. Цiльове значення
означає близьке до активацiї значення i яке наносить менше шкоди.

5.2.1 Формулювання цiлей

Розглянувши процес навчання звичайного глибокої нейронної мережi, ми могли б визначити
структуру як5:

hi = fi(hi−1) = si(Wihi−1), i = 1, ...,M

в якому hi - прихований шар, у той час як hM - останнiй шар, тобто вивiд мережi, i h0 - це
те, що вводимо, x, si - функцiя активацiї, Wi - вага i-го шару, а fi є вiдображенням прямого

4Bengio, 2009; Hinton et al., 2012; Krizhevsky et al., 2012; Sutskever et al., 2014
5Lee, Dong-Hyun, et al. “Difference Target Propagation.” Difference Target Propagation, ArXiv, 25 Nov. 2015,

arxiv.org/abs/1412.7525.
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подання зазначеного шару.

Навчання мережi iз зворотним розповсюдженням вiдповiдає поширенню сигналiв помилок
по мережi. У дуже глибоких мережах iз сильною нелiнiйнiстю поширення помилок може
стати марним у нижчих шарах через труднощi, пов’язанi з сильною нелiнiйнiстю. Одним iз
можливих способiв вирiшення цих помилок може бути призначення "цiльового"ĥ, який мiг би
задовольнити умовi:

loss(hM (ĥi; θ
i,M
W ), y) < loss(hM (hi(x; θ0,iW ); θi,MW ), y)

З втратою MSE ми маємо:

 Li(ĥi, hi) = ||ĥi − hi(x; θ0,iW )||22
Розглянемо функцiю втрат, ми можемо отримати правило оновлення для Wi з градiєнтом,

розглядаючи ĥ як константу:

W
(t+1)
i = W

(t)
i − ηfi

∂Li(ĥi, hi)

∂Wi
= W

(t)
i − ηfi

∂Li(ĥi, hi)

∂hi

∂hi(x; θ0,iW )

∂Wi

За допомогою цього виразу ми можемо використовувати похiднi в якомусь локальному
шарi, оскiльки бiльшiсть обчислювальних робiт виконуються в нейронах. Оскiльки при застосуваннi
зворотного розповсюдження через багато шарiв завжди виникає нелiнiйнiсть, це вирiшить
бiльшiсть цих проблем. Для розповсюдження цiлi нам потрiбно знайти ĥi−1 з задачi вищого
рiвня ĥi та з hi. Тож, швидше за все, буде задоволено слабше припущення:

L(ĥi, fi(ĥi−1)) < Li(ĥi, fi(hi−1))

Рис. 22: (лiворуч) Як обчислити цiль у нижньому шарi за допомогою поширення цiлi рiзницi.
fi(hi−1) має бути ближче до hi, нiж fi(hi−1). (праворуч) Дiаграма зворотного розмноження
автокодер за допомогою розповсюдження цiльової рiзницi
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5.2.2 Правильне призначення цiлей кожному шару

Питання про присвоєння кредиту, яке ми повиннi розглянути, полягає в тому, як призначити
належну цiль кожному шару, щоб забезпечити збiльшення ймовiрностi глобального зменшення
збиткiв.
Згадаймо зворотне розповсюдження, яке дозволяє обчислювати градiєнт втрат w.r.t на виходi
кожного шару, використовуючи правило ланцюга. Обчислюваний нами градiєнт можна розглядати
як сигнал помилки, який поширюється рекурсивно вiд вихiдного шару до вхiдного шару.
Виразок обчислення такий:

δhi−1 =
∂L

∂hi−1
=

∂L

∂hi

∂hi

∂hi−1
= δhi

∂hi

∂hi−1

коли в налаштуваннях цiльової пiдтримки рiзниця мiж ĥ i h визначає напрямок оновлень.
Таким чином, ми можемо замiнити δhi−1 i δhi попереднього рiвняння рiзницею наступним
чином:

ĥi−1 − hi−1 = (ĥi − hi)
∂hi

∂hi−1
=

1

2

∂||ĥi − hi||22
∂hi−1

Оновлення параметрiв на кожному шарi в налаштуваннях цiльової пiдтримки можна отримати
за допомогою кроку стохастичного градiєнтного спуску та записати наступним чином:

W
(t+1)
i = W

(t)
i − η ∂||ĥi − hi||22

∂Wi

Вiдповiдно до рiвняння, ми можемо переписати як

Li(ĥi, fi(ĥi−1) < Li(ĥi, fi(hi−1)

З наведеного вище виразу розповсюдження цiлi можна розглядати, оскiльки цiль нижнього
шару обчислюється з цiлi верхнього шару так, нiби градiєнти зниження застосованi до шару.
шарiв, iснує iнший метод, розроблений Бенджо 6 щоб використати «приблизний зворот».
Наприклад, припустимо, що ми маємо функцiю gi яка

fi(gi(ĥi)) ≈ ĥi

Замiна ĥi−1 = gi(ĥi) який є ванiллю поширення цiлi, представлене Бенджо. Одне, на що
варто звернути увагу, це те, що gi iнвертує fi лише поблизу цiлей. Якщо ми маємо gi = f−1

i ,
це означає, що вiдображення зворотного зв’язку було якраз оберненим до прямої передачi, то
ми отримуємо iдеальне розповсюдження цiлi наступним чином:

Li(ĥi), fi(ĥi−1)) = Li(ĥi, gi(ĥi)) = Li(ĥi, ĥi) = 0

Як тiльки ми знаємо, як призначити правильнi цiлi для кожного шару, тодi єдине, що нам
потрiбно зробити, це мiнiмiзувати локальнi цiльовi втрати на рiвнi для мiнiмiзацiї глобальних
втрат.

6Bengio, Y., Thibodeau-Laufer, E., and Yosinski, J. (2014). Deep generative stochastic networks trainable by
backprop. In ICML’2014.
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6 Чи завжди “глибше” краще?
Якщо коротко, нi. Наприклад, є три рiзнi випадки, коли неглибокi мережi працюють краще,
тому що їх можна навчити краще завдяки їхнiй низькiй обчислювальнiй вартостi.

“Простi моделi можуть бути дуже потужними, оскiльки вони набагато швидшi, i їх можна
навчити на набагато бiльшiй кiлькостi даних”, роблячи модель менш складною та змушуючи
її навчатися на бiльшiй кiлькостi даних, часто можна отримати кращi результати.

6.1 Вбудовування слiв
Що таке моделювання мови? В основному, враховуючи оточуючi слова, передбачення слова.
Отже, в основному вам необхiдний розподiл. Традицiйно ми використовуємо n-грамнi моделi.
Функцiя втрат: виконує функцiю Softmax (нормована експоненцiйна функцiя) над усiма словами
означає, що потрiбно пiдсумувати всi слова, що дiйсно дорого.

6.2 word2vec

Mikolov et al. [2013b] представив моделi Continuous Bag of Words (CBOW) та Skip-gram як
обчислювально ефективнi методи для розробки високоякiсного векторного представлення слiв
та словосполучень iз неструктурованого тексту. Обидвi моделi використовують гiпотезу розподiлу
- iдею в лiнгвiстицi, згiдно з якою слова, що трапляються в подiбному контекстi, матимуть
схоже значення.7 У контекстi вбудовування слiв це означає, що гарне векторне представлення
слiв повинно мати слова, якi з’являються в подiбному контекстi “близько” один до одного у
просторi вбудовування. I модель CBOW, i Skip-gram використовують архiтектуру нейронної
мережi з єдиним прихованим шаром, щоб вiдповiдати вбудованим словам вiдповiдно до розподiльчої
гiпотези. Однак цiльовi функцiї моделей рiзнi.
CBOW навчається передбачати цiльове слово, враховуючи контекстне вiкно перед словом та

Рис. 23: CBOW та Skip-Gram моделi

7Дивись Distributional approaches to words meanings
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контекстне вiкно, що слiдує за словом. Вхiдними даними для моделi є набiр навчальних речень,
де кожне слово представлено у виглядi унiтарного вектора. Нехай V ∈ Rd×|V | буде матрицею
контекстних слiв i U ∈ R|V |×d буде матрицею цiльових слiв де |V | - розмiр словникового запасу
та d - розмiрнiсть вбудованого векторного простору. Нехай vk = Vw(k) де w(k) є унiтарним
вектором. vk - вектор, який є поданням w(k) в контекстнiй матрицi. Нехай uk = UTw(k). uk

- вектор, який є поданням w(k) у матрицi цiльового слова. Нехай w(i) буде унiтарним вектором
для поточного цiльового слова та w(i−c),w(i−(c−1)), . . . ,w(c+1),w(c+n) будуть унiтарними векторами
для контекстних слiв для прикладу для моделi CBOW iз контекстним вiкном розмiру c. Нехай
wCi позначає набiр контекстних слiв для w(i). Оцiнка слова, даного набору контекстних слiв,
є скалярним добутком мiж середнiм значенням векторiв контексту та даним словом:

score(w(k),wCi) = u⊤
k

 1

2c

∑
j∈Ci

vj

 .

Функцiя softmax використовується для прогнозування ймовiрностi слова з набором контекстних
слiв:

softmax(wCi)k =
exp

(
score(w(k),wCi)

)∑|V |
k=1 exp

(
score(w(k),wCi)

) .
Модель CBOW тренується з використанням перехресних ентропiйних втрат, що вказує на

вiдстань мiж передбачуваним розподiлом ймовiрностей softmax(wCi) i справжнiм розподiлом,
що заданий унiтарним вектором вiдповiдно до цiльового слова. Повна функцiя для цiльового
слова w(i) та контекстнi слова wCi is

J(U ,V) = −score(w(i),wCi) + log

|V |∑
k=1

exp
(

score(w(k),wCi)
)
.

Останнiми вбудованими словами є рядки навченої матрицi U .
На вiдмiну вiд CBOW, Skip-gram навчається передбачати попереднi та майбутнi слова з

урахуванням “поточного” слова. Тепер цiльовi слова - це слова у вiкнi, що оточує поточне слово,
i поточне слово тепер є контекстним. Нехай V,U ,vk, та uk будуть матричними та векторними
представленнями для контекстного слова та цiльових слiв, як визначено вище для CBOW.
Нехай wTi позначимо набiр цiльових слiв для контекстного слова w(i). Тодi оцiнка даного
слова з урахуванням контекстного слова є скалярним добутком вiдповiдних векторних подань:

score(w(j),w(k)) = u⊤
k vj .

Зауважте, що 2c бали потрiбно обчислювати для кожного контекстного слова. Знову ж таки,
функцiя softmax використовується для перетворення оцiнок у ймовiрностi:

softmax(w(j))k =
exp

(
score(w(j),w(k))

)∑|V |
k=1 exp

(
score(w(j),w(k))

) .
Тепер 2c - розрахованi вектори ймовiрностi. Потрiбно зробити умовне припущення про незалежнiсть,
щоб розкласти на фактори спiльну ймовiрнiсть цiльових слiв як добуток їх умовних ймовiрностей
з урахуванням контекстного слова. Отже, передбачається умовна незалежнiсть цiльових слiв,
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враховуючи контекстнi слова. Використовуючи перехресну ентропiю, цiльову функцiю для
моделi Skip-gram для контекстного слова w(j)

J(U ,V) = −
2c∑

k=0,k ̸=j

score(w(j),w(j−c+k)) + 2c log

|V |∑
l=1

exp
(

score(w(j),w(k))
)
.

Останнiми вбудованими словами є рядки навченої матрицi U .
Звернiть увагу, що друге пiдсумовування в цiлi Skip-gram надзвичайно дороге з точки зору

обчислень. У наступнiй статтi, Mikolov et al. [2013a] впроваджує вдосконалення цiєї моделi,
щоб зробити її бiльш обчислювально ефективною. Мiколов запропонував два методи для
апроксимацiї другого пiдсумовування за всiма словами в словниковому запасi. Hierarchical
Softmax - це обчислювально ефективний метод апроксимацiї повного softmax за допомогою
двiйкового дерева.

Бiльш популярне альтернативне наближення здiйснюється за допомогою Negative Sampling.
Iдея, яка стоїть за негативною вибiркою (Negative Sampling), полягає в тому, що подiбнi
слова повиннi бути близькими один до одного у просторi вбудовування та далекими вiд слiв,
що вiдрiзняються. Перший крок цiльової функцiї Skip-gram змушує слова, якi знаходяться
близько один до одного, також бути близькими у просторi вбудовування. Другий крок змушує
слова, якi не з’являються в одному контекстi, бути вбудованими далеко одне вiд одного у
просторi вбудовування. Без цього другого кроку цiль можна було б звести до мiнiмуму, зiставивши
всi слова в один i той же вбудований вектор. Знаючи це, другий крок можна пiддати апроксимацiї,
витягуючи слова з розподiлу шуму, де цiльовi слова виключаються. Отже, цiльова функцiя
зведена до мiнiмуму, коли контекстне слово вбудовано близько до цiльових слiв, але далеко
вiд слiв, отриманих iз розподiлу шуму. Цiльовою функцiєю при skip-gram негативнiй вибiрцi є

J(U ,V) = −
2c∑

k=0,k ̸=j

log σ
(

score(w(j),w(j−c+k))
)

+

K∑
k=1

log σ
(

score
(
w(j), w̃(k)

))
де кожен w̃(k) випливає з розподiлу шуму слiв, якi не є цiльовими словами поточного контекстного
слова.

6.2.1 doc2vec

doc2vec(Quoc Le [2014]) далi розширює концепцiю word2vec для вбудовування рiвня документа/абзацу.
Версiя розподiленої пам’ятi моделi абзацу вектора (PV-DM) - це невелике розширення до
моделi CBOW у word2vec. Замiсть навчання лише векторiв слiв, додається та навчається
вектор унiкальної функцiї документа. У моделi конкатенацiя або середнє значення цього
вектора документа з контекстом iз трьох слiв використовується для прогнозування четвертого
слова. Вектор абзацу представляє вiдсутню iнформацiю з поточного контексту i може дiяти
як пам’ять про тему абзацу.

doc2vec можна застосувати до класифiкацiї тексту на рiвнi документа. Є також приклади
застосувань у тематичному моделюваннi та додаваннi тегiв до документiв.
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Рис. 24: Фреймворк для вивчення абзацу вектора.(Джерело:Quoc Le [2014])

6.3 GloVe
Обмеження word2vec полягає в тому, що модель використовує лише локальну лiнiйну контекстну
iнформацiю. GloVe (Pennington et al. [2014]) є ще одним пiдходом до вирiшення проблеми, що
поєднує в собi глобальну матрицю факторизацiї та методи вiконного локального контексту.
Модель ефктивно використовує статистичну iнформацiю шляхом навчання лише на ненульовиих
елементах у матрицi спiвiснування слово-слово, а не на всiй розрiдженiй матрицi або на
окремих контекстних вiкнах у великому корпусi.

Завдання - мiнiмiзувати витрати

J =

V∑
i,j=1

f(Xij)(w
⊤
i w

′
j + bi + b′j − logXij)

2

де Xij - матриця спiвiснування для кожної пари слiв у корпусi, wi є вектором слова для
слова i та bi - вiдповiдний термiн змiщення.

6.3.1 Матриця спiвiснування

Матриця спiвiснування слово-слово враховує X, записи яких Xij позначає кiлькiсть разiв
слова j, що трапляються в контекстi слова i. Наприклад, записи на дiагоналi матрицi спiльних
випадкiв представляють кiлькiсть спiвучасностей тих самих слiв у контекстному вiкнi. Одне
речення "Допоможи менi, допоможи тобi"мало б матрицю (3, 3), а дiагональ була б кiлькiстю
спiвучасностей (допомога, допомога), (менi, менi) та (ти, ти). У цьому випадку першим пiдрахунком
буде 2 з урахуванням розмiру вiкна 4.

Потiм ми визначаємо Xi = ΣkXik - кiлькiсть випадкiв, коли якесь слово з’являється в
контекстi слова i. I тодi ми маємо Pij = P (j|i) = Xij/Xi як ймовiрнiсть того, що слово j
з’являється в контекстi слова i.

Наведений нижче приклад iз статтi про походження показує, як певнi аспекти значення
можуть бути вилученi безпосередньо з цих ймовiрностей спiвiснування.
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На закiнчення, приклад показує, що вiдповiдною вiдправною точкою для вивчення векторiв
слiв має бути спiввiдношення ймовiрностей спiвiснування. Тому ми хотiли б, щоб нашi вектори
наближались

w⊤
i w

′
j + bi + b′j − logXij (26)

6.3.2 Функцiя зважування

Додавання функцiї ваги, визначеної вище, може допомогти масштабувати кiлькiсть необроблених
випадкiв повторення, з неперевантаженням.

Починаючи з початкової статтi, продуктивнiсть моделi слабко залежить вiд вiдсiкання,
яке вони фiксують xmax = 100. Для значення α, що виявляється, що α = 3/4 дає скромне
вдосконалення в порiвняннi з лiнiйною версiєю α = 1.

6.3.3 Складнiсть моделi

Оскiльки Glove - це модель, що базується на пiдрахунку, легше перевiрити складнiсть моделi.
Складнiсть просто пов’язана з кiлькiстю невiд’ємних записiв у матрицi спiвiснування, ∥X∥. I
це доводить ∥X∥ ≥ O(C), де С - розмiр корпусу, що означає, що модель Glove не споживає
занадто багато обчислювальних ресурсiв.
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6.3.4 Продуктивнiсть моделi

Модель Glove тестували за трьома завданнями: аналогiя слiв, подiбнiсть слiв та розпiзнавання
iменованих сутностей. Завдання аналогiї слiв вимагають вiд алгоритму передбачити слово,
якому вiдповiдне дане слово та iншу пару, наприклад: «Понедiлок до вiвторок - це як субота до
_?”. Завдання подiбностi слiв використовує кореляцiю рангу Спiрмена для оцiнки подiбностi,
наданої рiзними алгоритмами. Завдання «Розпiзнавання iменованої сутностi» вимагає вiд
алгоритму iдентифiкувати особу, мiсцезнаходження, органiзацiю та рiзне в текстi. Модель
Glove була протестована на iнших моделях, включаючи SVD, CBOW та Skip-gram на багатьох
наборах даних, i вона перевершує iншi моделi у всiх завданнях. Дослiдники також виявили,
що модель Glove працює ефективнiше з меншим розмiром вiкна та бiльшим розмiром для
задач аналогiї синтаксичних слiв.

6.3.5 Порiвняння з word2vec

Порiвняння мiж Glove та моделлю Word2Vec у завданнi аналогiї слова. Дослiдники порiвняли
точнiсть прогнозування двох моделей протягом однакового часу тренувань, вони збiльшили
час тренувань Glove, додавши iтерацiї, i збiльшили час тренування CBOW/Skip-gram за допомогою
негативної вибiрки. Знову ж таки, модель рукавички перевершила CBOW та Skip-gram. Зi
збiльшенням часу тренувань точнiсть рукавичок постiйно зростає, але точнiсть моделi Word2Vec
постiйно коливається, навiть зменшується. Однак у тестi дослiдники використовували параметри
за замовчуванням для CBOW та Skip-gram, але оптимальне налаштування для моделi Glove.

Рис. 25: Порiвняння Glove та word2vec Pennington et al. [2014]

6.3.6 Висновок

Як алгоритм вбудовування, заснований на пiдрахунку, Glove має свою перевагу в економiї
обчислювальних ресурсiв i можливостi обчислювати паралельно. Однак це не означає, що це
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абсолютно кращий алгоритм вбудовування в будь-яких сценарiях. Алгоритми прогнозування,
такi як CBOW та Skip-gram, також мають свої власнi сценарiї, такi як завдання прогнозування.
Люди повиннi ретельно продумати, вибираючи алгоритми вбудовування.

6.4 Класифiкацiя тексту
Класифiкацiя тексту широко використовується для розумiння вiдгукiв користувачiв (так званий
сентимент-аналiз або аналiз тональностi тексту), категоризацiї документiв та виявлення спаму.
Iснує кiлька способiв пiдходу до цiєї задачi класифiкацiї, наприклад, використання лiнiйного
класифiкатора: SVM(машини опорних векторiв), iмовiрнiсний класифiкатор: наївний баєсiвський
та глибока нейронна мережа: CNN. У цьому роздiлi ми зосередимося на знайомствi iз такими
поняттями як наївний баєсiв класифiкатор та символьно-рiвневi нейроннi мережi.

6.4.1 Наївний баєсiв класифiкатор

Перш за все, нам потрiбно описати текст у числовому видi, якi можна розглядати як функцiї
вводу для алгоритмiв машинного навчання. Iснує добре вiдомий прийом, який називається
«мiшок слiв», який полягає у обчисленнi частоти кожного слова в текстi як гiстограми. Однак
у цiй технiцi слiд мати на увазi, що ми лише використовуємо лише частоту слiв в текстi й
iгноруємо їх позицiї в документi.

Наївний баєсiв класифiкатор належить до ймовiрностних класифiкаторiв. Для деякого
документу d, класифiкатор повертає передбачений клас ĉ який дає максимальну апостерiорну
ймовiрнiсть.

ĉ = argmin
c∈C

P(c|d) (27)

де, C - всi можливi класи в документi d. Суть наївного баєсiвського класифiкатора полягає
у використаннi теореми Байєса для перетворення виразу (27) до такого виду,

ĉ = argmin
c∈C

P(d|c)P(c)

P(d)
≈ P(d|c)P(c) (28)

де ми вважаємо P(d|c) i P(c) як апрiорнi ймовiрностi. Пiсля цього, ми розглядаємо документ
d як множину ознак "мiшкiв слiв"f1, f2, ...., fn,

ĉ = argmin
c∈C

P(f1, f2, ...., fn|c)P(c) (29)

Як було сказано ранiше, ми iгноруємо позицiю слiв в текстi. Крiм цього, ми вважаємо умовно-незалежними
кожен з P(fi|c). Звiдси,

P(f1, f2, ...., fn|c) = P(f1|c)P(f2|c)...P(fn|c) (30)

Отже, ми отримуємо наївний баєсiв класифiкатор,

Classifier = argmin
c∈C

P(c)
∏
f

P(fi|c) (31)

Проте, щоб використати наївний баєсiв класифiкатор до текстового документу, нам потрiбно
знати позицiю слiв в текстi. Тому ми просто додаємо iндекс кожного слова по порядку.

Classifier = argmin
c∈C

P(c)
∑

i∈position

P(wi|c) (32)
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Для обчислення P(wi|c), нам потрiбно обчислити частоту слова wi серед всiх текстових документiв
з певним класом c,

P̂(wi|c) =
count(wi, c)∑
w∈V count(w, c)

(33)

де V це словник, що мiстить сi слова, що коли-небудь з’являлися в навчальних документах.
Пiсля, ми тренуємо класифiкатор, максимiзуючи ймовiрнiсть кожного слова, заданого класом
теми, описаного вище.

6.4.2 Символьно-рiвневi згортковi нейроннi мережi

З самого початку використання згорткових нейронних мережей, вони чудово себе зарекомендували
у задачах комп’ютерного зору, тому люди почали пробувати використати їх у обробцi природної
мови. Натхненнi успiшностю навчання згорткових мереж на пiксельному рiвнi зображень,
Чжан та ЛеКун та iн. дослiджували, як застосувати згорковi нейроннi мережi до текстiв
на рiвнi символiв для завдання класифiкацiї тексту.Було виявлено, що цi нейромережi не
потребують знань щодо синтаксичних або семантичних структур речень, фраз чи навiть слiв
[Zhang et al., 2015b].

Модель приймає послiдовнiсть кодованих символiв як вхiднi данi, i кожен символ базується
на одному iз гарячих кодуваннь. Вхiднi функцiї подаються у двi згортковi нейромережi з
рiзними прихованими шарами. Обидвi згортковi нейромережi мають глибину в 9 шарiв - 6
згорткових шарiв та 3 повнiстю зв’язаних шари, як показано на малюнку 26. В докладi [Zhang
et al., 2015b], Чжан та ЛеКун та iн. показують як вхiднi данi з 1014 ознак зменшуються до
34 пiсля 6 шарiв згортки та операцiй ’max-pool’. Зокрема, на модельному рiвнi 3, 4 та 5 iснують
лише операцiї згортки без операцiй ’max-pool’.Головний компонент цiєї моделi вичисляє одновимiрну
згортку.Для бiльш детальної iнформацiї, припустимо що є функцiя введення g(x), функцiя
ядра f(x) та функцiя згортки h(y) якi визначенi як зображено нижче,

g(x) ∈ [1, l]→ R (34)

f(x) ∈ [1, k]→ R (35)

h(y) ∈ [1,

⌊
l − k
d

⌋
+ 1]→ R (36)

згортка h(y) мiж f(x) i g(x) з вiкном d задається наступним чином,

h(y) =

k∑
x=1

f(x)g(yd− x+ c) (37)

операцiя ’max-pool’ h(y) функцiї g(x) задається наступним чином,

h(y) =
k

max
x=1

g(yd− x+ c) (38)

де c = k − d+ 1 є константою змiщення.

Порiвнюючи з ’мiшком’ з n-грамаммми моделлю, яка дозволяє використовувати часткову
iнформацiю про текст та рекурентнi нейроннi мережi, такi як довга короткочасна пам’ять
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(LSTM), яка може фiксувати залежнiсть слiв у довгому реченнi, згортковi мережi на рiвнi
символiв може успiшно працювати над завданням класифiкацiї тексту без слiв. Застосовуючи
згортковi мережi на рiвнi символiв до рiзних текстових даних, автори також роблять висновок,
що їх модель краще працює на випадкових даних, створених користувачами, таких як огляд
Amazon, оскiльки, схоже, згортковi мережi добре виявляють орфографiчнi помилки та смайлики.

Рис. 26: Згорткова мережа на рiвнi сиволiв, прийнята [Zhang et al., 2015b]

6.5 FastText
Iдея FastText близька до безперервного ’мiшка’ слiв (CBOW), а основна вiдмiннiсть FastText
i CBOW полягає в наступному: FastText використовує слова даного тексту, щоб передбачити
мiтку цього тексту, а мета CBOW передбачає ймовiрнiсть середнього слова, поданого словами
у сусiдiв. Структури двох моделей досить схожi. FastText знову можна вважати неглибокою
нейронною мережею: вiн має один прихований шар i один вихiдний рiвень. Прихований шар
є текстовим поданням i генерується шляхом взяття середнього значення всiх векторiв слiв у
текстi, а потiм нелiнiйний шар активацiї (SoftMax) використовується для обчислення ймовiрностi
iншого класу, до якого даний текст повинен бути позначений як . FastText - це модель навчання
з вчителем, а CBOW - це навчання без вчителя. Для FastText також слiд розглянути обчислювальну
складнiсть, подiбну до CBOW: Якщо занадто багато рiзних класiв, нелiнiйному шару активацiї
знадобиться багато часу, щоб обчислити ймовiрнiсть належностi тексту до рiзних класiв.
Тож iєрархiя softmax знову використовується у FastText для вирiшення складної проблеми, i
складнiсть зменшилася з O (hlog2 (k)) до O (log (T)) за допомогою SoftMax, де h - розмiрнiсть
подання тексту, а k - кiлькiсть класiв, а Т - найвищi цiльовi показники Т.[Joulin et al., 2016]

6.5.1 Цiльова функцiя the FastText

Цiльова функцiя FastText показана нижче[Joulin et al., 2016], i це є вiд’ємний логарифм
функцiї втрат. Стандартною функцiєю втрат є мультикласова логiстична втрата.[Maaten,
2018] Об’єктна функцiя має меншi втрати, якщо ймовiрнiсть даного тексту, позначеного як
коректний клас, висока, i має бiльшi втрати, якщо ймовiрнiсть даного тексту, позначеного як
коректний клас, низька.Вiдповiдно до [Joulin et al., 2016], стохастичний градiєнтнийс спуск i
асинхронна паралель використовуються для оптимiзацiї функцiї втрат. Про це буде розказуватись
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пiзнiше.

− 1

N

N∑
n=1

yblog(f(BAXn)) (39)

l(x, y) = log(
exp(yTx)∑K
k=1 exp(xk)

) (40)

6.5.2 N-грам для FastText

Оскiльки FastText бере тiльки середнє значення векторiв усiх слiв у текстi, може бути велика
ймовiрнiсть втратити синтаксис речення (граматика) або структуру речення. Причиною цього
є те, що просте додавання всiх векторiв слiв втратить порядок слiв у реченнi. Наприклад, "Її
собака переслiдує мою собаку"не має рiзницi вiд "Моя собака переслiдує її собаку якщо просто
пiдсумувати всi 1 грам, i в результатi вийде той самий текстовий вектор, який представлятиме
два тексти, використанi в попереднiх прикладах . Це не має сенсу, оскiльки два речення у
попереднiх прикладах, очевидно, мають протилежне значення. Це розглядається як слабкiсть
FastText, i тому одним iз можливих рiшень є введення поняття n грам у FastText. Знову ж таки,
з моїми попереднiми прикладами, якщо використовується бi-грам, "переслiдує мою"у першому
прикладi та "переслiдує її"у наступному прикладi все одно збереже значення речення. Це одна
з основних причин, чому n-грам корисний для FastText. У [Joulin et al., 2016] показано,що
FastText може мати найкращу продуктивнiсть використовуючи до 5 n-грам на тестових даних.

Може бути зрозумiлiше ,якщо подивитися на документ https://arxiv.org/pdf/1607.01759.pdf

6.5.3 HOGWILD! Паралелiзацiя стохастичного градiєнтного спуску

HOGWILD! є реалiзацiєю стохастичного градiєнтного спуску(SGD) що паралелiзує оновлення
цiльової функцiї. Оновлення SGD має послiдовний характер, оскiльки потрiбнi iнкрементальнi
iтерацiї, щоб мiнiмiзувати помилку в цiльовiй функцiї.Було сказано, що мотивацiя використання
HOGWILD! особливо сильна, коли набори даних надзвичайно великi,так як це має мiсце
в багатьох випадках проблемної класифiкацiї тексту. Найбiльша перешкода у впровадженнi
HOGWILD! це те , що ранiше паралельнi обчислення мали можливiсть блокувати ( запобiгати
появi одного обчислення, що перезаписує iнше) пiд час обробки. HOGWILD! - це стратегiя,
яка виключає необхiднiсть блокування, щоб можна було проводити паралельнi обчислення.

У HOGWILD! дiлиться всiма системними процесорами, якi повторюються через обчислення
та записують у пам’ять без блокування. Твердження полягає в тому, що коли данi мають
розрiджений характер (як у випадку з текстовими даними), iтерацiї через SGD оновлюють
параметр цiльової функцiї настiльки мiзерно, що перезапис пам’ятi надзвичайно рiдкiсний.
Крiм того, якщо вiдбудеться перезапис, друга проблема полягає в тому, що помилка, внесена
перезаписом, є незначною.

HOGWILD! має на метi мiнiмiзувати наступну функцiюf : X ⊆ Rn → R:

f(x) =
∑
e∈E

fe(xe) (41)

Тут, e це мала пiдмножина {1, . . . , n} i xe позначає значення вектора x (наш цiльовий
вектор параметрiв) на координатах, iндексованих e. (Примiтка: процедура передбачає "гаряче
кодування".)
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Для HOGWILD! алгоритму, загальнодоступна модель має p процесорiв. Змiнна рiшеннь x
зберiгається у спiльнiй пам’ятi, щоб кожен процесор мiг читати та оновлювати x. bv позначає
один iз стандартних базових елементiв у Rn, з v яке знаходиться у межi 1, . . . , n. Тобто, bv
дорiвнює вiд 1 д v-го компоненту i 0 в iншом випадку. γ фiксована константа кроку. Ge(x)
позначає градiєнт або субградiєнт функцiї fe помножений на |E| так, що feрозширюється вiд
координат e до всiх iз Rn. Це по сутi справедливо, враховуючи, що Ge(x) = 0 на будь-яких
координатах, не в e.

Потiм кожен процесор дотримується процедури: вибiрково додає терм e ∈ E рiвномiрно
обчислює градiєнт fe на xe, обирає v ∈ e рiвномiрно, потiм онволює xv i запису в пам’ять.
Згодом оновлення здiйснюються лише до змiнних, проiндексованих e (а всi iншi змiннi залишаються
недоторканими в e ).

Algorithm 5 HOGWILD!
1: loop
2: Обираємо разок e рiвномiрно-випадково з E
3: Читаємо нинiшнiй стан xe i обчислюємо Ge(x)
4: for v ∈ e do xv ← xv − γbTvGe(x)

5: end loop

6.6 Вбудовування всiх речей - StarSpace
6.6.1 Введення

Вбудовування слiв (embedening words) привернуло велику увагу суспiльства, але те, що варто
зауважити для тих, хто щойно почав знайомитись з цiєю областю, iдея полягає в тому, що
вбудовування слiв не обмежується лише свiтом слiв, тобто це не лише технiка представлення
слiв. Хорошим прикладом є модель TagSpace, вироблена в 2014 роцi 8

По сутi, вбудовування слiв - це векторнi подання слiв або документiв. Використовуючи такi
моделi, як word2vec, який є одним iз методiв нейронної мережi для генерацiї подання слiв.
Для бiльш загальних цiлей Facebook запропонував модель пiд назвою StarSpace 9 10, який
вiдображає рiзнi сутностi в одному векторному просторi вбудовування. Порiвнюючи подiбнiсть
у векторному просторi, ми можемо вирiшити такi проблеми, як передбачення найкращої мiтки
для введення та найбiльш можливої вiдповiдi на запит у пошуковiй системi, яка насправдi є
завданням пошуку подiбного вводу пара-мiтка/речення-речення. Вiн досягає досить хорошої
продуктивностi (яка подається в рiзних роздiлах) для рiзних завдань, але це загальнiсть, тобто
застосовується для порiвняння рiзних об’єктiв, що робить її унiкальною.

6.6.2 Позначення

Використовуючи опис "вбудованого слова простiр об’єктiв (словник) D позначається як FD×d

матриця, де ith рядок Fi - вектор розмiрностi d представлення для функцiї ith. Тодi вбудовуванням
8http://emnlp2014.org/papers/pdf/EMNLP2014194.pdf
9https://arxiv.org/pdf/1709.03856.pdf

10Це також проект з вiдкритим кодом на https://github.com/facebookresearch/Starspace
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для сутностi α є
∑

i∈α Fi

6.6.3 Тренування

Iдея моделi полягає в тому, що проблему, яку ми хочемо вирiшити, можна розглядати як
"завдання подiбностi". Отже, навчальний процес полягає у порiвняннi сутностей: ми хочемо,
щоб векторне представлення для "подiбної"сутностi вiдображалося якомога ближче у векторному
просторi d розмiрностi, вiдкидуючи вектори, що представляють рiзнi сутностi. Отже, формат
функцiї збиткiв тут досить подiбний до того, що ми бачили в word2vec. Протягом епохи вiн
намагається звести до мiнiмуму:∑

(a,b)∈E+,b−∈E−

Lbatch(sim(a, b), sim(a, b−1 ),
. . . , sim(a, b−k )

Правильна пара походить вiд E+, а вiд’ємнi пари - вiд E−. Компоненти обох наборiв залежать
вiд завдань. Як i модель пропуску грамiв, автор прийняв k-негативну стратегiю вибiрки.
Наприклад, для завдань маркування тексту α - це документи, b+ - правильна мiтка, b− -
зразки з набору мiток (крiм правої).

Функцiя подiбностi та форма специфiкацiї функцiї втрат - це гiперпараметри. У поточному
проектi з вiдкритим кодом для функцiї подiбностi реалiзовано як подiбнiсть косинусiв, так i
внутрiшнiй продукт; для функцiї збиткiв - граничнi ранговi втрати (max(0, µ−sim(a, b)), де µ -

параметр маржi та негативна втрата журналу softmax− 1

N

∑N
i=1

∑M
j=1 yij logpij є реалiзованою.

6.6.4 Тестування

Пiд час тестування, залежно вiд завдання, яке ви намагаєтеся вирiшити, ви можете або
використовувати представлення для випадкiв, що знаходяться нижче, або для прогнозування
ви використовуєте функцiю подiбностi sim(·, ·) для ранжирування всiх можливих мiток для
заданого α.

6.6.5 Ефективнiсть

Автори демонструють ефективнiсть моделi у шести завданнях,

• Завдання класифiкацiї/маркування тексту, такi як аналiз настроїв: ефективнiсть перевiряється
на наборах даних AG, DBpedia, Yelp. StarSpace перевершує низку методiв i працює
аналогiчно fastText.

• Проблема рейтингу, наприклад ранжування веб-документiв за запитом: StarSpace значно
перевершує TFIDF та fastText, це тому, що StarSpace може виконувати вбудовування
рiвня речення та документа, тодi як iншi не можуть.

• Завдання рекомендацiї, включаючи рекомендацiї на основi спiльної фiльтрацiї та рекомендацiї
на основi вмiсту, де вмiст визначається окремими функцiями, такими як слова документiв:
для рекомендацiй на основi вмiсту для рекомендацiй до статтi StarSpace перевершує
низку методiв i працює аналогiчно fastText.
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• Вбудовування графiкiв: для TransE та StarSpace з однаковим розмiром вбудовування
надають однакову продуктивнiсть.

• Вивчення вкладених слiв, речень або документiв: протестовано на SentVal i показало
хорошу ефективнiсть, особливо у завданнi STS (семантична текстова подiбнiсть).

6.7 Згортковi Нейронi Мережi для текстових даних
Згортковi Нейронi Мережi (Convolutional Neural Networks, ConvNet) допомагають отримати
вражаючi результати при обробцi зображень та розпiзнавання голосу. Операцiя згортки допомагає
комп’ютеру знайти приховану iнформацiю серед пiкселiв та звукових сигналiв. Однак, ми
також хочемо побачити чи здатна ConvNet виконувати Обробку Природної Мови (Natural
Language Processing, NLP).

Деякi нейронi мережi вже здатнi давати вражаючi результати з обробки мовних даних.
Рекурентна Нейрона Мережа (Recurrent Neural Network, RNN) доволi гарно пiдходить для
обробки текстових даних. У додаток до цього, Довга Короткочасна Пам’ять (Long Short-Term
Memory, LSTM), яка є модифiкацiєю RNN, широко використовується для обробки природних
мов. TreeRNN є одним iз варiантiв Рекурсивної Нейроної Мережi (Recursive Neural Network)
i може генерувати дерева розбору, якi легче iнтерпретувати. ConvNet може використовуватися
як напряму для отримання результатiв NLP аналiзу, так i для обробки даних перед їх використанням
у iнших моделях нейроних мереж для отримання кращих результатiв.

За допомогою ConvNet з налаштуванням невеликої кiлькостi параметрiв можна отримати
чудовi результати для деяких задач класифiкацiї речень Kim [2014]. Першим кроком при
обробцi речень є створення вектору для кожного слова за допомогою технологiї вкладання
слiв (word embedding), наприклад word2vec. Пiсля чого речення перетворюється у матрицю,
де кожний рядок - k-мiрний вектор слова. Так само, як кольоровi зображення мають три
RGB-канали, ця модель може також використовувати рiзнi методи вкладання слiв для отримання
декiлькох каналiв. На рис.27 можна побачити як автор використовує два канали при згортцi:
статичний та динамiчний. Обидва канали отримуються за допомогою word2vec, але тiльки
динамiчний змiнюється пiд час навчання моделi методом зворотного поширення помилки
(backpropagation), тодi як статичний залишається незмiнним. Операцiя згортки використовує
фiльтри (їх також називають ядрами), якi застосовують h слiв для створення нових ознак.
Пiсля чого застосовується операцiя об’єднання по максимуму за весь час (max-over-time pooling)
до отриманих ознак, де пiд “часом” мається на увазi позицiя у реченнi Collobert et al. [2011].
Ця операцiя виконується для того, щоб видiлити найбiльш важливi ознаки - тi, якi мають
найбiльше значення.

Дана модель використовує декiлька фiльтрiв (з рiзними розмiрами вiкон) для отримання
декiлькох ознак. Цi ознаки утворюють передостаннiй шар i передаються повнiстю зв’язаним
шарам softmax, вихiдними даними яких є розподiл вiрогiдностi мiж мiтками. Також застосовується
фiльтрацiя для того, щоб запобiгти появi ознак, мiж якими є кореляцiя Srivastava et al. [2014].
На деяких добре вiдомих наборах даних, таких як MR, SST-2, CR, MPQA, вона показує
кращi результати у порiвняннi з iншими алгоритмами машинного навчання, такими як RAE,
MV-RNN, Tree-CRF. Недавнє дослiдження, яке порiвнює ConvNet з GRU та LSTM, показує, що
на деяких наборах даних ConvNet може досягти кращих результатiв для деяких завдань NLP
Yin et al. [2017]. Дослiдники також пропонують комбiнований метод з ConvNet та LSTM Wang
et al. [2016] для аналiзу тональностi тексту. На рис.28 показано як цей метод використовує
шари згортки для обробки окремих речень, пiсля чого слiдує шар об’єднання по максимуму
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Рис. 27: ConvNet для класифiкацiї речень Kim [2014]

для фiльтрацiї найважливiших ознак з операцiї згортки. Далi виходи шарiв об’єднання подаються
на послiдовний шар LSTM, результат якого подається на лiнiйний декодер для отримання
фiнального результату. Експерименти на деяких англiйских та китайських наборах даних
показали, що дана модель працює краще, нiж ConvNet, RNN або LSTM.

6.8 Згортковi Нейронi Мережi для Комп’ютерного Зору
6.8.1 Основнi поняття про зображення

Що таке зображення?
Зображення представлено в комп’ютерi в трьох окремих матрицях, якi вiдповiдають червоному,
зеленому та синьому каналам. Пiксель - це одна з багатьох маленьких зон свiтла на екранi
дисплея, з яких складається зображення. Припустимо, що зображення має 64 на 64 пiкселi,
це означає, що воно має три матрицi 64 на 64, що вiдповiдають значенням iнтенсивностi
червоного, зеленого та синього пiкселiв. Значення варiюються вiд 0 до 255 Pritchard et al.
[1994]. Математично кажучи, зображення представлене матрицею значень iнтенсивностi, тобто
зображення можна розглядати як дискретну функцiю f вiд R2 → R. Ця 2D-функцiя виводить
значення iнтенсивностi пiкселя для кожної координати (x, y). Тобто зображення може бути
трансформоване за допомогою змiни пiкселiв на вiдповiдних координатах.

Для чого потрiбна обробка зображень?
Є двi основнi причини чому люди виконують трансформацiю зображень. По-перше, вона
використовується для вдосконалення/зменшення iнформацiї на зображеннi для людських намiрiв
та iнтерпретацiї. По-друге, вона використовується для автономного сприйняття комп’ютером.
Наприклад: для iдентифiкацiї людського обличчя, покращення рентгенiвських знiмкiв, виявлення
номерного знаку, тощо.

Трансформацiя зображень
При обробцi зображень ядро, яке також називають маскою, є матрицею згортки. Воно використовується
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Рис. 28: Архiтектура запропонованої CNN-LSTM моделi Wang et al. [2016]

для копiювання, розмиття, загострення та виявлення границь зображень.
Для реалiзацiї перетворення зображення використовується метод фiльтрацiї, який називають

згорткою мiж зображенням i фiльтром ядра як показано на рис. 29.

Рис. 29: Операцiя трансформацiї зображення

Як показано на рис. 30, беремо фiльтр 5×5×3, проходимо ним по всьому зображенню та
обчислюємо скалярний добуток кожного положення фiльтру. Позначимо параметри фiльтру
w. Позначимо захоплену 5×5×3 частину зображення як x. Вихiднi данi для цiєї частини
зображення можна обчислити, взявши скалярний добуток мiж фiльтром та даною частиною
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Рис. 30: Приклад фiльтру

зображення.
y = w⊤x+ b

Використовуємо вихiднi значення скалярних добуткiв кожної частини зображення для створення
вихiдної карти активацiї. Кожен фiльтр вiдповiдає однiй вихiднiй картi активацiї. Вихiдна
карта активацiї є вхiдними даними для наступного шару мережi.

6.8.2 Лiнiйна фiльтрацiя

Згортка та перехресна кореляцiя
Iснує два поширених методи лiнiйної фiльтрацiї: перший - це перехресна кореляцiя, а другий
- згортка (ми не розглядаємо нелiнiйну фiльтрацiю в цьому роздiлi). Загальна iдея полягає в
замiнi кожного пiкселя лiнiйними комбiнацiями сусiднiх пiкселiв. Структура лiнiйних комбiнацiй
називається ядром. Перехресна кореляцiя досить схожа на згортку, єдина вiдмiннiсть полягає в
тому, що ядро згортки - це горизонтально та вертикально “перевернута” версiя ядра перехресної
кореляцiї. Математично, згортку можна описати так:

G(i, j) =

k∑
u=−k

k∑
v=−k

F (i− u, j − v)H(u, v) (42)

або

G = H ∗ F (43)
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перехресну кореляцiю можна описати як:

G(i, j) =

k∑
u=−k

k∑
v=−k

F (i+ u, j + v)H(u, v) (44)

або

G = H
⊗

F (45)

F - матриця вхiдного зображення, H - матриця ядра, G - вихiдне зображення. Згортка має
комутативнi та асоцiативнi властивостi. Причина, чому згортцi надають перевагу порiвняно з
кореляцiєю, полягає в тому, що вона має кращi математичнi властивостi. Зокрема, згортка є
асоцiативною, тодi як кореляцiя, в загальному випадку, - нi. Отже, згортку можна обчислювати
за допомогою перетворення Фур’є. Зокрема, перетворення Фур’є згортки f ∗g двох функцiй f i
g дорiвнює добутку перетворень Фур’є двох функцiй. Використовуючi математичнi позначення:

F (f ∗ g) = kF (f)F (g) (46)

Типи лiнiйної фiльтрацiї
В основному видiляють чотири типи лiнiйної фiльтрацiї: тотожнiсть (identity), виявлення
країв (edge detection), загострення (sharpen) та розмиття (blur) MatlabTricks, якi вiдображено
нижче. Згортка може бути реалiзована за допомогою безлiчi рiзних лiнiйних ядер для досягнення
рiзних намiрiв людини.

Identity :

0 0 0
0 1 0
0 0 0

 Edge Detection :

 1 0 −1
0 1 0
−1 0 1

 or
0 1 0

1 −10 1
0 1 0

 (47)

Sharpen :

 0 −1 0
−1 5 −1
0 −1 0

 Gaussian blur :
1

16

1 2 1
2 4 2
1 2 1

 Box blur :
1

9

1 1 1
1 1 1
1 1 1

 (48)

6.8.3 Гiперпараметри для фiльтрацiї

Три гiперпараметри регулюють розмiр вихiдних даних: глибина, крок i нульове заповнення.

1. Глибина вiдповiдає кiлькостi фiльтрiв, якi ми хотiли б використовувати. Кожен фiльтр
навчається шукати рiзнi властивостi у вхiдних даних.

2. Крок фiльтра визначає на яку вiдстань перемiщується фiльтр. Коли крок дорiвнює
1, фiльтри перемiщуються по одному пiкселю за раз. Коли крок дорiвнює 2, фiльтри
стрибають через пiксель кожний раз, коли вони перемiщаються. Тодi ми отримуємо
менший розмiр вихiдних даних.

3. Як показано у статтi, iнодi корисно використовувати нульове заповнення для управлiння
розмiром вихiдних даних. Розмiр нульового заповнення - це ще один гiперпараметр.
Найбiльш часто вiн використовується для того, щоб вихiдне зображення мало такий
самий розмiр, як i вхiдне зображеня Pathy [2018].
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Розмiр вихiдних даних W2 ×H2 ×D2 можна обчислити, використовуючи початковий розмiр
(W та H), розмiр фiльтрiв (F), кiлькiсть фiльтрiв (K), крок (S), а також розмiр нульового
заповнення (P). Формула вихiдного розмiру наступна:

W2 = (W − F + 2P )/S + 1 (49)

H2 = (H − F + 2P )/S + 1 (50)

D2 = K (51)

На рис. 31 можна побачити приклад використання двох фiльтрiв розмiром 3×3 iз кроком
2 та розмiром нульового заповнення 1. Вхiдний розмiр дорiвнює 5×5×3. При обчисленi за
формулами вище, отримуємо вихiдний розмiр 3×3×2.

W2 = (5− 3 + 2 ∗ 1)/2 + 1 = 3 (52)

H2 = (5− 3 + 2 ∗ 1)/2 + 1 = 3 (53)

D2 = 2 (54)

Синi квадрати показують одну iз частин, де застосовується перший фiльтр. Вихiд для цього
конкретного мiсця обчислюється через скалярний добуток фiльтра та частини вхiдних даних в
синьому квадратi, а потiм додається зсув. Кожен елемент вихiдних даних обчислюється таким
чином. Pathy [2018]
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Рис. 31: Приклад шару згортки

6.9 Вiзуалiзацiя даних
У даному роздiлi ми побачимо, як дослiдити багатовимiрний набiр даних iз сотнями ознак чи
змiнних, отримаємо невелике представлення про домен даних, i побачимо як знайти прихованi
шаблони в наборi даних, для кращого розумiння датасету шляхом зменшення розмiрностi
набору даних з довiльного числа до двох або трьох, щоб можна було вiзуалiзувати їх на екранi.
Перше, що спадає нам на думку, коли запитують про зменшення розмiрностi - Метод Головних
Компонент (Principle Component Analysis, PCA; Hotelling [1933]). На жаль, PCA - це лiнiйний
алгоритм, i вiн не зможе iнтерпретувати складний полiномiальний зв’язок мiж ознаками.
Основною проблемою алгоритмiв лiнiйного зменшення розмiрностi є те, що вони зосередженi
на розмiщеннi несхожих точок якомого далi один вiд одної у просторi з меншою розмiрнiстю.
Але для того, щоб представити данi високої розмiрностi на низькорозмiрному нелiнiйному
многовидi, важливо, щоб подiбнi точки даних були представленi близько один до одного, що
зазвичай неможливо за допомогою алгоритмiв лiнiйного зменшення розмiрностi. З iншого
боку, t-розподiлене вкладення стохастичної близькостi (t-Distributed Stochastic Neighbour Embedding,
t-SNE; van der Maaten and Hinton [2008]) - це алгоритм нелiнiйного зменшення розмiрностi,
який вiдображає кожну точку багатовимiрного простору в двох- або трьох-вимiрну точку
евклiдового простору таким чином, що подiбнi об’єкти розташовуються поруч, а несхожi
об’єкти вiдповiдають вiддаленим точкам з високою ймовiрнiстю. Цей алгоритм надзвичайно

73



добре працює на багатьох реальних наборах даних.

6.9.1 t-SNE алгоритм:

Вкладення стохастичної близькостi (Stochastic Neighbour Embedding, SNE; Hinton and Roweis
[2002]) перетворює багатовимiрнi евклiдовi вiдстанi мiж точками даних в умовнi ймовiрностi,
якi вiдображають подiбнiсть. Подiбнiсть точки даних xi точцi xj -це умовна ймовiрнiсть pj|i,
що xi вибрав би xj як свого сусiда, якби сусiди були обранi пропорцiйно їх гаусовiй густинi
ймовiрностi з центром в xi. Тобто алгоритм перетворює найкоротшу вiдстань мiж точками у
ймовiрнiсть подiбностi точок. Математичне рiвняння умовної ймовiрностi pj|i подано наступним
чином.

pj|i =
exp(−∥xi − xj∥2/2σ2

i )∑
k ̸=i exp(−∥xi − xk∥2/2σ2

i )

pj|i є вiдносно високою для сусiднiх точок даних i буде близькою до нуля для далеко вiддалених
точок даних для резонних значень дисперсiї (σi) гаусiвського розподiлу. Нехай yi i yj є низьковимiрними
аналогами високовимiрних даних xi та xj вiдповiдно, i можливо обчислити аналогiчну умовну
ймовiрнiсть в цьому низьковимiрному просторi з обмеженням, яке ми задаємо дисперсiєю
Гауса, яка використовується при обчисленнi умовних ймовiрностей qi|i рiвною 1/

√
2. Оскiльки

нас цiкавить тiльки моделювання попарних подiбностей, ми встановлюємо значення pi|i i qi|i
рiвними нулю. Математичне рiвняння умовної ймовiрностi qj|i задається наступним чином.

qj|i =
exp(−∥yi − yj∥2)∑
k ̸=i exp(−∥yi − yk∥2)

Те, що ми порахували до цих пiр, - це ймовiрнiсть подiбностi точок у високовимiрному просторi
i ймовiрнiсть подiбностi точок у вiдповiдному просторi низької розмiрностi. Тому тут SNE
намагається мiнiмiзувати рiзницю мiж цими двома умовними ймовiрностями. Щоб обчислити
мiнiмiзацiю суми рiзниць умовних ймовiрностей SNE мiнiмiзує суму розбiжностей Кульбака-Лейблера
(КЛ) серед усiх точок даних за допомогою методу градiєнтного спуску. А оскiльки розбiжностi
КЛ асиметричнi за своєю природою i дуже неефективнi з обчислювальної точки зору, для
оптимiзацiї функцiї витрат t-SNE намагається мiнiмiзувати суму рiзницi умовних ймовiрностей.
Це робиться шляхом симетризацiї функцiї витрат SNE. Крiм того, t-SNE використовує розподiл
iз повiльно спадним хвостом у низьковимiрному просторi, щоб полегшити як проблеми скупченостi,
так i проблеми оптимiзацiї SNE. Cиметризацiя SNE здiйснюється шляхом мiнiмiзацiї розбiжностi
КЛ мiж спiльним розподiлом ймовiрностей P у високовимiрому просторi i спiльним розподiлом
ймовiрностей Q в просторi низької розмiрностi в порiвняннi з умовним розподiлом, яке робить
SNE.

C = KL(P ||Q) =
∑
i

∑
j

pij log
pij
qij

де, pij =
pj|i+pi|j

2n та

qij =
(1 + ∥yi − yj∥2)−1∑
k ̸=l(1 + ∥yk − yl∥2)−1
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Ми можемо iнтерпретувати функцiю втрат наступним чином:
Велика pij , змодельована малою qij , матиме великий штраф, а мала pij , змодельована великою
qij , не призведе до такого великого штрафу, оскiльки ми бiльше дбаємо про точнiсть результату
вiдносно сильно пов’язаних вузлiв у просторi з великою розмiрнiстю.
Градiєнт для цiєї функцiї витрат задається наступним чином:

∂C

∂yi
= 4

∑
j

(pij − qij)(yi − yj)(1 + ∥yi − yj∥2)−1

6.9.2 Фiзична iнтерпретацiя t-SNE:

Мiнiмiзацiя функцiї витрат здiйснюється за допомогою градiєнтного спуску. I фiзично градiєнт
можна iнтерпретувати як результуючу силу, створювану набором пружин мiж конкретною
точкою вiдображення та всiма iншими точками цього вiдображення. Всi пружини прикладають
силу в напрямку yi i yj . Пружина мiж двома точками вiдштовхує або притягує цi двi точки
залежно вiд того, чи вiдстань мiж ними у вiдображеннi занадто мала або занадто велика для
представлення подiбностi мiж двома точками у високовимiрних даних. Сила, яку пружина
застосовує, пропорцiйна її довжинi та жорсткостi, яка визначається рiзницею (pij − qij) мiж
схожiстю точок даних та точок вiдображення. Оптимiзацiя t-SNE в данiй iнтерпретацiї еквiвалентна
пошуку положення точок, в якому буде спостерiгатися рiвновага сил.

6.9.3 Оптимiзацiї t-SNE:

В t-SNE використовуються двi основнi оптимiзацiї:
Перша оптимiзацiя називається “раннє стиснення”. У данiй оптимiзацiї на раннiх iтерацiях
оптимiзацiї до цiльової функцiї додається L2-штраф на вiдстанi в просторi низької розмiрностi,
що тягне за собою стиснення всiх точок в нулi. У зв’язку з цим, кластерам буде легше
переходити один через одного, щоб правильно розташуватися в просторi.
Друга оптимiзацiя називається “раннє перебiльшення”. У данiй оптимiзацiї на раннiх iтерацiях
pij множаться на деяке позитивне число, наприклад на 4. Так як qij залишаються тими ж
самими, вони занадто маленькi, щоб моделювати вiдповiднi pij . Як наслiдок, утворюються
дуже щiльнi кластери, якi широко розкиданi в просторi низької розмiрностi. Це створює багато
пустого простору, який використовується кластерами, щоб легко мiняти i знаходити найкраще
взаємне розташування.

6.9.4 Кориснi посилання з методами вiзуалiзацiї даних:

Ось посилання на код, якщо ви хочете випробувати цей алгоритм Laurens Van Der Maaten:
t-SNE. Ось хороша стаття про те, як ефективно використовувати t-SNE, пояснена на кiлькох
чудових прикладах, опублiкована за адресою distill.pub.

6.9.5 Порiвняння з iншими методами

Вiзуалiзацiя даних важлива для машинного навчання, оскiльки вона може розкрити структуру
даних i може бути використана для отримання iнформацiї безпосередньо або в якостi дослiдницького
аналiзу, який використовується в подальшому моделюваннi. У багатьох випадках розмiрнiсть
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даних висока, i їх структура не може бути легко вiзуалiзована або зрозумiла. Було розроблено
кiлька пiдходiв до вiзуалiзацiї даних з високими розмiрами за рахунок зменшення розмiрностi,
включаючи проекцiю Саммона (Sammon Mapping, Sammon) [Sammon, 1969], метод криволiнiйних
компонент (curvilinear components analysis, CCA) [Demartines and Herault, 1997], вкладення
стохастичної близькостi (Stochastic Neighbor Embedding, SNE) [Hinton and Roweis, 2002], Isomap
[Tenenbaum and Langford, 2000], лiнiйне вкладання (Linear Embedding, LLE) [Roweis and Saul,
2000], та Laplacian Eigenmaps [Belkin and Niyogi, 2002].

Цi методи генерують нелiнiйне вiдображення даних високої розмiрностi у представлення
меншої розмiрностi, i тому вiдрiзняються вiд класичних методiв лiнiйного зменшення розмiрностей,
таких як Метод говних компонент (Principle Component Analysis, PCA) [Hotelling, 1933] та
Багатовимiрне шкалювання (classical multidimensional scaling, MDS) [Torgerson, 1952]. При
застосуваннi до реальних даних бiльшiсть описаних вище методiв не здатнi представити як
локальну, так i глобальну структуру вихiдного набору на вiдображенi меншої розмiрностi, що
є недолiком, який усувається в t-SNE [van der Maaten and Hinton, 2008].

Проблема скупчення i її вирiшення в t-SNE

“Проблема скупчення” є однiєю з причин того, що вже вiдомi методи, такi як SNE та
Sammon Mapping, не можуть точно представляти як локальну, так i глобальну структуру
даних великих розмiрiв у низьковимiрному поданнi [van der Maaten and Hinton, 2008]. Щоб
обгрунтувати цю проблему, припустимо, що справжнiй вимiр наших даних - це десятивимiрний
простiр, а данi, до яких ми маємо доступ, у набагато вищому вимiрi. Наша мета - створити
двовимiрне представлення групи точок, приблизно рiвномiрно розподiлених на десятивимiрнiй
множинi та зосереджених навколо точки i. Об’єм опуклої оболонки цих точок може бути
апроксимований гiперсферою i масштабується як rm, де r - радiус сфери, а m - розмiрнiсть. Як
результат, якщо ми хочемо точно представити вiдстань мiж точками близькими до i на нашому
двовимiрному вiдображеннi, то бiльшiсть помiрно вiддалених точок потрiбно буде розмiстити
дуже далеко вiд i. Крiм того, якщо ми хочемо точно представити вiдстань мiж точками,
помiрно близькими до i, бiльшiсть точок з невеликою вiдстанню до i будуть розмiщенi занадто
близько до i на двовимiрному вiдображеннi. Ця проблема вiдома як “проблема скупчення”
[van der Maaten and Hinton, 2008]. Градiєнт розбiжностi Кульбака-Лейблера мiж P i спiльним
розподiлом ймовiрностей Q на основi t-розподiлу Стьюдента, який є цiльовою функцiєю, що
використовується при оптимiзацiї t-SNE, має властивостi, якi долають проблему скупчення i
дозволяють t-SNE представляти як локальну так i глобальну структуру високовимiрних даних
на низьковимiрному вiдображеннi.

∂C

∂yi
= 4

∑
j

(pij − qij)(yi − yj)(1 + ∥yi − yj∥2)−1 (55)

Зокрема, градiєнт t-SNE дiє так, щоб розсовувати точки даних, якi мають велику попарну
вiдстань в багатовимiрному просторi, але моделюються малими попарними вiдстанями в низьковимiрному
представленнi. Градiєнт t-SNE також зближує точки даних, якi мають невелику попарну
вiдстань в просторi високої розмiрностi, але велику попарну вiдстань у низьковимiрному
представленнi. Нарештi, на тi точки, якi потрапляють мiж цими двома випадками, не впливає
градiєнт t-SNE, оскiльки вiн приймає значення нуля, коли точки мають «подiбну» попарну
вiдстань як у низьких, так i у великих розмiрностях. Це, наприклад, вiдрiзняється вiд градiєнта
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SNE, який лише створює тяжiння мiж точками даних з низькою попарною вiдстанню у великому
розмiрному просторi та великою попарною вiдстанню при низьковимiрному вiдображеннi, але
нiчого не робить в iншому випадку [van der Maaten and Hinton, 2008].

Експерименти з iншими методами:

[van der Maaten and Hinton, 2008] провiв кiлька експериментiв на рiзних наборах даних,
порiвнюючи якiсть вiзуалiзацiї мiж t-SNE i Sammon mapping, Isomap, LLE, CCA, SNE, MVU i
Laplacian Eigenmaps. Прекрасним прикладом збереження t-SNE як локальної, так i глобальної
структури вихiдних даних є набiр даних MNIST. Представлення t-SNE цих даних утворює
десять чiтких кластерiв, що вiдповiдають цифрам 0-9 причому такi цифри, як 3 i 8 вiзуалiзуються
вiдносно близько один до одного, але також вiдносно далеко вiд 7 i 4. Це демонструє вiдображення
t-SNE глобальної структури набору даних MNIST. Крiм того, вивчення даних всерединi кожного
кластера показує, що t-SNE також фiксує локальну структуру, таку як орiєнтацiя рукописних
цифр. На вiдмiну вiд цього, Sammon mapping створює те, що виглядає як однорiдна сфера
точок даних iз перекриттям вiдображень класiв цифр. Лише шiсть iз десяти класiв добре
видно. Isomap та LLE також створюють вiдображення, в яких класи мають значне перекриття
[van der Maaten and Hinton, 2008].

Цi методи були застосованi до iнших наборiв даних з дещо подiбними результатами. Чiтка
вiдмiннiсть мiж t-SNE та iншими методами нелiнiйного зменшення розмiрностi заключається
в можливостi t-SNE створювати кластери з подiбними точками, та ефективно вiдокремлювати
рiзнорiднi кластери один вiд одного. Результатом iнших методiв, як правило, є локальнi
кластери, якi суттєво перетинаються зi своїми сусiдами у низьковимiрному представленнi.

Рекомендацiї щодо використання:

На вiдмiну вiд традицiйних методiв зменшення лiнiйної розмiрностi (PCA, MDS), t-SNE
використовує навчання для представлення даних велокої розмiрностi у меншу розмiрнiсть.
Тому конкретне вiдображення, яке буле створено за допомогою t-SNE, залежить вiд декiлькох
гiперпараметрiв, а саме вiд складностi та швидкостi навчання. Бiльше того, вибiр значень
гiперпараметрiв iнодi може призвести до вiдображень, якi не чiтко або не правильно представляють
справжню базову структуру даних. Тому iнтерпретацiя результатiв, отриманих за допомогою
t-SNE, є бiльш складною у порiвняннi з PCA або MDS i вимагає бiльшої кiлькостi експериментiв
та уважностi. Наприклад, вiдстань мiж кластерами сильно залежить вiд вибору перплексiї, i
деякi варiанти можуть не дати правильної глобальної структури [Wattenberg et al., 2017]. Вибiр
перплексiї також може суттєво вплинути на форми кластерiв, породжених вiдображенням
t-SNE, якi знову ж таки не завжди точно вiдображають вихiднi данi [Wattenberg et al., 2017].
Тому важливо отримати iнтуїтивне уявлення про те, як перплексiя i швидкiсть навчання
можуть впливати на вiдображення, породженi t-SNE для рiзних базових даних, щоб ефективно
використовувати t-SNE на практицi.

7 Шаблони природних сигналiв
Нейроннi мережi можна використовувати для моделювання аудiо, зображень, тексту чи iнших
сигналiв. Сигнали представляються у виглядi послiдовностi скалярiв. Аудiо часто представляється
як хвильовi висоти, а зображення як значення пiкселiв, а текст часто представляється у
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виглядi векторiв унiтарного коду.

Природнi сигнали (не штучнi чи синтетичнi), як правило, демонструють двi важливi закономiрностi,
якi обидвi мають вирiшальне значення для згорткових нейронних мереж.
1. Стацiонарнiсть - Шаблони всерединi сигналу повторюються в багатьох мiсцях протягом
сигналу. Тип функцiй, що зустрiчаються в сигналi, не залежить вiд мiсця розташування
всерединi сигналу. Статистика однiєї частини сигналу така ж, як i будь-якої iншої частини.
Деякi джерела також зазначають, що стацiонарнiсть передбачає, що “функцiї, кориснi в однiй
дiлянцi, також можуть бути корисними для iнших дiлянок."[UFLDL]

2. Локальнiсть - Кореляцiя мiж близькими точками даних є високою, проте зменшуться
чим далi знаходяться точки даних мiж собою.

Приклад для аудiо
Стацiонарнiсть - Частота хвилi звукових сигналiв утворює синусоїдальний малюнок iз

подiбними пiдсегментами пiкiв та долин, що неодноразово трапляються протягом сигналу.
Локальнiсть - Кореляцiя висока мiж двома пiками звукової хвилi в сусiднi моменти часу,

але кореляцiя низька мiж вiддаленими пiками. Звуки мають “ локальнi "властивостi, такi як
тимчасовiшi або плавнiшi в частотно-часовому iнтервалi. [Espi et al.]. If an audio signal were
shuffled, so that the index of the data no longer represented a position in time, the audio signal
would no longer adhere to the stationarity and locality assumptions.

Приклад для зображення
Стацiонарнiсть - Значення пiкселiв частини зображення можуть повторюватися в декiлькох

мiсцях зображення. Наприклад, об’єкти на зображеннi можуть утворювати тiнь iз сiрих пiкселiв.
Дiлянки тiнi можуть виникати багато разiв у декiлькох мiсцях на зображеннi.

Локальнiсть - - Пiкселi, якi дуже близькi один до одного на зображеннi, можуть мати
однаковi або подiбнi кольоровi значення, але при порiвняннi пiкселiв, що знаходяться все далi
та далi, стає менш iмовiрним, що значення пiкселiв спiввiдносяться мiж собою.

7.1 Як щодо довгого вхiдного сигналу?
Розглянемо повнiстю пiдключену лiнiйну мережу. Коли данi передаються через лiнiйний шар,
кожен сигнал множиться на матрицю ваг W щоб отримати наступний прихований шар (h =
W x⃗). Розмiри матрицi вагiв повиннi вiдповiдати довжинi вектора сигналу. За дуже довгих
векторiв сигналу розмiр цiєї матрицi вагiв та кiлькiсть ваг, якi можна засвоїти шляхом зворотного
розповсюдження, можуть стати неможливими. Це викликає потребу в операторi згортки.
Нейроннi мережi iз згортковими шарами є обчислювально ефективними.

Для побудови оператора згортки ми почнемо з розгляду множення матрицi на вектор.
Помноживши матрицю на вектор, вийде ненормована вiдстань з косинусом мiж рядками
матрицi та вектором, або вирiвнювання кожного рядка з вектором. Натомiсть ми можемо
використовувати властивостi стацiонарностi та локальностi даних для створення обчислювально
ефективного обчислення, яке зберiгає найважливiшу iнформацiю.
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7.2 Побудова оператора згортки
Нехай в нас є матриця A i вектор x (наш вхiдний сигнал) представленi як:

A =


a1,1 a1,2 · · · a1,k
a2,1 a2,2 · · · a2,k

...
...

. . .
...

am,1 am,2 · · · am,k

 =


a(1)

a(2)

...
a(m)


m×k

, x =


x1
x2
...
xn


n×1

так що n ≫ k. Очевидно, що вони не пiддаються безпосередньому множенню. Тому ми
використаємо припущення локальностi, i розширимо рядки A щоб охопити n стовпцi, заповнивши
n−2 стовпцi нулями. Заповнення здiйснюється нулями, оскiльки ми припускаємо, що елементи
в сигналi, якi знаходяться далеко один вiд одного, не впливають один на одного. Таким чином
наша модифiкована матриця Â має вигляд:

Â =


a1,1 a1,2 · · · a1,k 0 0 . . . 0
a2,1 a2,2 · · · a2,k 0 0 . . . 0

...
...

. . .
... 0 0

. . . 0
am,1 am,2 · · · am,k 0 0 . . . 0


m×n

Тому,

Âx =


a1,1 a1,2 · · · a1,k 0 0 . . . 0
a2,1 a2,2 · · · a2,k 0 0 . . . 0

...
...

. . .
... 0 0

. . . 0
am,1 am,2 · · · am,k 0 0 . . . 0



x1
x2
...
xn

 =

=


â(1)

â(2)

...
â(m)


x

 =


â(1)x
â(2)x

...
â(m)x


m×1

Далi ми хочемо створити функцiю будування згортки. Iншими словами ми хочемо використати
припущення стацiонарностi i побачити ефект (проекцiю) деякого заданого вектора a(i) на
пiдвектори x довжини k, рухаючись по одному (або бiльше) кроку за раз по вектору x. Отже
ми хочемо, щоб j-им елементом i-ї карти особливостi був a(i)xj:j+k−1, де xj:j+k−1 пiдвектор
вiд xj до xj+k−1 (включно).

Очевидно, таких функцiональних карт буде m ; побудуємо один для a(1). Для цього
побудуємо (n − k + 1) × n матрицю, взявши k елементiв a(1), повторюючи їх по головнiй
дiагоналi, i доповнивши решту нулями, наступним чином:

T (1) =


a1,1 a1,2 . . . a1,k 0 0 . . . 0

0 a1,1 a1,2 . . . a1,k 0 . . . 0
0 0 a1,1 a1,2 . . . a1,k . . . 0
...

...
...

. . . . . . . . . . . .
...

0 . . . 0 0 a1,1 a1,2 . . . a1,k


(n−k+1)×n
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Така матриця називається матриця Теплiца. Подiбним чином можна створити m таких
матриць Теплiца для кожного a(i) where i ∈ {1, 2, · · · ,m}, якi вiдповiдають m функцiональним
картам об’єктiв. Нижще зображено для k = 3:

T (1)x =


a(1)x1:1+k−1

a(1)x2:2+k−1

...
a(1)xn−k+1:n


(n−k+1)×1

=


a(1)x1:3

a(1)x2:4

...
a(1)xn−2:n


(n−2)×1

Матриця побудована таким чином, щоб ми могли отримати такий тип згортки, i.e. це
дозволяє нам розглядати лише k сумiжних елементiв одночасно, тим самим використовуючи
припущення локальностi про вiдсутнiсть залежностi мiж елементами розташованими далеко
(в цьому випадку, далi нiж k − 1 елементiв) один вiд одного.

Тепер, коли ми розумiємо, як виводяться згортки, важливо пов’язати їх iз традицiйним
поняттям згорткових нейронних мереж. Проводячи аналогiї, з тим, що ми бачили вище,
вiдповiдає ConvNet, який:

• є одновимiрним: i x i a(1) вектори а не матрицi
• має ядро розмiром k (= 3 в прикладi вище). Ми використали припущення локальностi,

обмежившись k−1-ми сусiдами певної комiрки. Вiдповiдно, ядра мають
←−−
a(i), враховуючи,

що коли ми виконуємо згортку, ми її перевертаємо.
• має крок s = 1: Ми перемiщуємось лише на один елемент у x на кожному кроцi (e.g.
x1:3 → x1+s:3+s = x2:4).

Для подальшого читання читачевi рекомендується звернутися до щоденника Крiстофера
Олаха про згортки, Dumoulin and Visin [2016] та їх вiдповiднiсть GitHub репозиторiй про
згорткову арифметику, i слайди Андрiя Карпатi по ConvNets (cs231n).

8 Згортки
Свiт композицiйний. У згортковiй мережi об’єкти високого рiвня - це композицiї об’єктiв
низького рiвня. Ось чому ми, як правило, бачимо кiлька згорнутих шарiв.

8.1 Згортки еквiварiантнi змiнам
Тут еквiварiант до змiни означає, що змiна функцiй введення призводить до еквiвалентної
змiни результатiв. Отже якщо вхiд 1,2,3,0,0 приводить до 1,0,0 в результатi згортки, то вхiд
0,0,1,2,3, де вхiднi значення змiщенi на 2 вправо, може привести до 0,0,1 де попереднi вхiднi
значення змiщенi на 2 вправо. Ця характеристика має сенс, оскiльки згортковий шар по сутi
є детектором ознак. Наприклад, на двох зображеннях рiзних граней згортковий фiльтр, який
виявляє око, виявлятиме їх у вiдповiдних мiсцях, як показано на figure 32.

Навпаки, iнварiантнiсть перетвореньозначає, що результат буде абсолютно однаковим
для перетворень вхiдних функцiй. Отже, якщо вхiд 1,2,3,0,0 перетворюється в 1,0,0 в результатi
операцiї, яка є iнварiантною до трансляцiї, тодi вхiд 0,0,1,2,3, де вхiднi значення змiщенi на 2
в бiк вправо, призведе до точно таких же результатiв 1,0,0, як i ранiше. Наприклад, якщо на
зображеннi є собака, то модель, яка класифiкує тварин, передбачатиме собаку незалежно вiд
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Рис. 32: Злiва на право:зображення лiвого ока, який виявляє згортковий фiльтр, i 2 пари
(його вихiд та вiдповiдне виявлення ока). Створено тренуванням згорткового автокодера
переможець забирає все, на даних Olivetti Face Data. (Рисунки з Park and Ni [2017])

того, де вона знаходиться на зображеннi. Класифiкатор CNN приблизно досягає незмiнностi
трансляцiї за допомогою шарiв об’єднання. Об’єднуючий шар повертає лише максимальне
значення у своєму полi введення, тому вихiд мережi стає толерантним до невеликих, неважливих
збурень. Оскiльки розмiр подання зменшується до 1х1, мережа стає толерантною до бiльших
перекладiв.

Iнварiантнiсть перекладу CNN може бути проблемою, якщо CNN будується спецiально,
коли кiнцевий згортковий шар iз розмiром репрезентацiї 1х1 навчається виявляти дрiбнi частини
об’єктiв, таких як колеса, фари та дверi. В такому випадку, навiть якщо частини вхiдного
зображення будуть розмiщенi на випадкових неправильних позицiях, мережа все ще може
класифiкувати це як зображення автомобiля, оскiльки просторова iнформацiя про те, де
особливостi з’являються у вхiдному зображеннi, втрачається. У такому випадку бiльш глибока
архiтектура, яка виявляє особливостi вищого рiвня на остаточному згортковому шарi, повинна
iгнорувати особливостi низького рiвня, щоб мати ненавмиснi прогнози, хоча вона все одно не
буде розрiзняти невеликi розбiжностi. Бiльше того, для CNN важко бути толерантним до
iнших перетворень, таких як обертання та розтягування, через його конструкцiю, якщо ми не
будуємо дуже глибоку та широку мережу та / або не використовуємо експоненцiйно бiльше
маркованих даних [Canziani, 2017].

Капсульна мережа [Sabour et al., 2017] намагається вирiшити цю проблему будучи iнварiантною
до точки зору : це приводить до вихiдної сутностi, для якої вхiдними даними є проекцiї i
трансформацiї. Бiльше того, вона виявляє трансформацiї iнформацiї вхiдних данних, такi
якобертання, розтягування та зсув вiд початкової сутностi, роблячи мережу еквiварiнтною до
трансляцiї в той же час.

8.2 Одновимiрна згортка
Традицiйно

Yi =
∑

j∈[0,k−1]

WjXi+j

Градiєнти:
∂C

∂xk
=

∑
j∈[0,k−1]

Wk−jyk

∂C

∂Wk
=

∑
i

∂C

∂yi
xi+k
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8.3 Одновимiрна згортка векторiв
x = (x1x2 . . . xn)⊤

w = (w1w2 . . . wk)⊤

Тодi,

(x ∗w)i =

min(i,n)∑
max(1,i−k+1)

xjwi−j+1

8.4 Похiдна одновимiрної згортки
y = x ⋆w = Wx

де x i y стовпцi, i W - матриця Теплiца, пов’язана з w

∂C

∂x
=
∂C

∂y

∂y

∂x
=
∂C

∂y
W

де ∂C
∂x i ∂C

∂y - рядки

∇xC
.
=

(
∂C

∂x

)⊤
=

(
∂C

∂y
W

)⊤
= W⊤∇yC = ∇yC ⋆←−w

Звернiть увагу:

1. Якщо x =
(
x1x2 . . . xn

)⊤, (∇xC)
⊤ .

= JxC
.
= ∂C

∂x як

∇xC
.
=


∂C
∂x1
∂C
∂x2

...
∂C
∂xn


n×1

i
JxC

.
=

(
∂C
∂x1

∂C
∂x2

. . . ∂C
∂xn

)
1×n

2. Щоб краще проiлюструвати чому виконується остання еквiвалентнiсть, розглянемо випадок,
коли k = 3

w = (w1w2w3)
⊤ (56)

W =


w1 0 0 0 . . . 0 0
w2 w1 0 0 . . . 0 0
w3 w2 w1 0 . . . 0 0
...

...
...

...
...

. . .
...

0 . . . 0 0 . . . 0 w3


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W⊤ =


w1 w2 w3 0 0 . . . 0
0 w1 w2 w3 0 . . . 0
0 0 w1 w2 w3 . . . 0
...

...
...

...
...

. . .
...

0 . . . 0 0 w1 w2 w3


Оскiльки ←−w = (w3w2w1)

⊤, ми можемо побачити, що, насправдi, ми виконуємо згортку
←−wоскiльки порядок ненульових елементiв у кожному рядку перевертається, незалежно
вiд змiщення.

Чисельний приклад такий. Враховуючи що

∇yC =

4
5
6


i

w =

1
2
3


Тодi

∇yC ⋆←−w =


4 · 3

4 · 2 + 5 · 3
4 · 1 + 5 · 2 + 6 · 3

...



W⊤∇yC =


1 2 3
0 1 2
0 0 1
0 0 0
0 0 0


4

5
6



Ви можете помiтити, що третiй елемент iдентичний.

8.5 Двовимiрна згортка
Двовимiрна згортка — це розширення попередньої одновимiрної згортки шляхом згортання
горизонтального i вертикального напрямкiв в двовимiрнiй просторовiй областi, зазвичай застосовується
для таких завдань обробки зображень, як пiдвищення рiзкостi, розмиття, виявлення країв.

Наступний приклад показує як працює операцiя двовимiрної згортки. Спочатку, перевернiть
ядро по горизонталi i вертикалi. Потiм помiстiть перший елемент ядра в кожен пiксель зображення
(елемент матрицi зображення).Тодi кожен елемент ядра буде стояти поверх елемента матрицi
зображення. Математичне вираження наведено в рiвняннi 42

8.5.1 Рiзнi варiанти

• Варiант «такий само» ("same") виводить масив того ж розмiру, що i було отримано на
введення.
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• Варiант «повний» ("full") повертає весь результат.

• Варiант «дiйсний» ("valid") повертає тiльки тi елементи, якi повнiстю покритi ядром.

9 Методи регуляризацiї та нормалiзацiї
Завжди малюйте нейроннi мережi вiд низу до верху, знизу - ваш введення, зверху - висновок.

Пакетна нормалiзацiя творить дива. «Я навiть бiльше не використовую вiдсiв».

По сутi, вiд кожного пакета ви вiднiмаєте пакетне середнє, а потiм дiлите на пакет стандарт.

Як ви оцiнюєте цi моделi? Точнiсть не єдине. Також потрiбно враховувати iншi фактори,
такi як використання пам’ятi i енергоспоживання.

Бiльший пакет робить повнозв’язний шар швидше при тому ж обсязi обчислень, оскiльки
повнозв’язнi шари використовують матричне множення.

Залишкове (що пропускається) з’єднання.
Коли ви вводите обхiднi з’єднання, все стає справдi добре.
Воно перетворює ваш графiк втрат в бiльш опуклий.

1x1 перетворити в 1x1: дуже хороший трюк, який використовується InceptionNet.

9.1 Загальнi методи регуляризацiї
Регуляризацiя - одна з найважливiших тем у глибокому навчаннi (та машинному навчаннi).
Було виявлено та застосовано багато технiк, що дозволяють алгоритмам краще працювати на
нових вхiдних даних, покращуючи узагальнюючу здiбнiсть. Iснує декiлька форм регуляризацiї,
але ми зосередимося на двох основних технiках, широко вживаних у глибокому навчаннi:

9.1.1 Пакетна нормалiзацiя

Виходячи з назви можна зрозумiти, що ця технiка використовується для нормалiзацiї даних
у дiапазонi вiд 0 до 1. Зазвичай дана процедура виконується пiд час передачi вхiдних даних
для того, щоб уникнути фактору масштабностi, що базується на тренувальних даних. Однак
розповсюдження цiєї процедури на прихованi шари допомагає нам пiдвищити продуктивнiсть,
подiбно до того, як це роблять iншi технiки регуляризацiї [Ioffe and Szegedy, 2015a]

Як працює пакетна нормалiзацiя? Пакетна нормалiзацiя нормалiзує входи кожного шару
таким чином, що вони мають середнє значення вихiдної активацiї нуль та стандартне вiдхилення
одиницю. Це аналогiчно тому, як стандартизованi входи в мережi. Основна причина цього -
зробити навчання наступного рiвня бiльш ефективним. Однак у суспiльствi глибокого навчання
лишається тема для дискусiї - слiд нормалiзовувати значення до чи пiсля застосування функцiї
активацiї? Наразi на практицi, як правило, краще працює та ширше застосовується нормалiзацiя
значень перед застосуванням активацiї.
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Рис. 33: Приклад коварiантного зсуву

Практичнi переваги пакетної нормалiзацiї:

Усунення коварiантного зсуву: Коварiантний зсув обумовлений розподiлом навчальних
даних. Для розумiння розгляннемо приклад: тренувальнi данi складаються iз зображень чорних
котiв, тодi як тестовi данi також мiстять зображення котiв рiзного кольору. Нейронна мережа,
що навчалася на цьому незбалансованому наборi даних не зможе правильно спрогнозувати
результат. Ця невiдповiднiсть мiж тренувальними та тестовими даними має назву "коварiантний
зсув". Пакетна нормалiзацiя ефективно усуває цей недолiк, нормалiзуючи всi значення на
тренувальному i прихованих шарах та рiвномiрно розподiляє значення i ваги по усiх шарах
нейронної архiтектури. Коротку дискусiю на цю тему можна переглянути на даному вiдео.

Зберагiє функцiї активацiй: Розглянемо ситуацiю, коли лише деякi з початкових вагiв
мають вищi значення та бiльшою мiрою сприяють класифiкацiї чи прогнозуванню результату.
Цей дисбаланс призвiв би до того, що деякi з активацiй мiстили б вагомi значення, що каскадно
передавалися б до iнших шарiв мережi. Це призводить до незбалансованих значень градiєнта
пiд час зворотнього розповсюдження, що спричиняє затухання градiєнту. Пакетна нормалiзацiя
усуває це шляхом нормалiзацiї кожного значення активацiї та результує потiк рiвномiрно
розподiлених значень.

Робить навчання швидшим: Це одна з найвагомiших переваг використання пакетної
нормалiзацiї. Незважаючи на додатковi нормалiзацiйнi обчислення, мережа навчається швидше
за рахунок швидшої конвергенцiї.

Виконує певну регуляризацiю: Пакетна нормалiзацiя додає невеликий шум до мережi i,
в деяких випадках, (наприклад, початковi модулi) було показано, що вона працює так само,
як i вiдсiвання.
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9.1.2 Вiдсiвання

Ви можете спитати, яке це вiдношення має до нейронної мережi? Давайте розглянемо приклад.

Рис. 34: Приклад простої нейронної мережi

Уявiмо, що вхiдний рiвень (зелений) - це певне запитання вiд лектора, кожен нейрон у
прихованому шарi (синiй) - одна особа з аудиторiї, а вихiдний шар (червоний) - вiдповiдь на
задане запитання. Якщо вихiдний нейрон виявить, що конкретний нейрон з прихованого шару
завжди дає найкращу вiдповiдь, вiн може знехтувати iншими i надати найбiльшу вагу цьому
нейрону. Припустимо, що ми вирiшили заборонити вiдповiдати одним нейронам i дали шанс
iншим. Таким чином ми досягнемо рiвноваги i змусимо вчитися усi нейрони з прихованого
шару. Це точно описує концепцiю вiдсiвання, технiчно вона працює наступним чином:

Визначається коефiцiєнт вiдключення нейронiв, який являє собою певну частку усiх нейронiв
(наприклад, 0.2). На кожному етапi вiдключаються випадково обранi нейрони вiдповiдно до
заздалегiдь визначеної частки. Кiнцевий результат обчислюється вiдповiдно до комбiнацiї
результатiв решти нейронiв. З цiєю технiкою усi нейрони матимуть шанс внести свiй вклад у
вiдповiдь i будуть зобов’язанi вiдповiдати правильно, щоб зменшити функцiю втрат моделi.

Отже, вiдсiвання вiдноситься до iгнорування певного випадково обраного набору нейронiв
протягом тренувальної фази. В загалому, дана процедура вiдключає деякi нейрони та допомагає
зменшити перенавчання. [Srivastava et al., 2014] Чому це важливо? Причина полягає в тому,
що повнiстю зв’язаний шар мережi займає бiльшiсть параметрiв, тому нейрони розвивають
взаємозалежнiсть мiж собою, що, в свою чергу, зменшує iндивiдуальну важливiсть кожного з
нейронiв та може призвести до надмiрного пристосування до тренувальних даних. Значення
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можливостi вимкнення нейронiв зазвичай встановлюється 0.5, хоча можна використовувати i
значення 0.3 або 1.0. Коли значення прорiджування встановлено в 1.0, ми просто не вiдключаємо
жоден з нейронiв. Але спiльнота глибокого навчання стверджує, що 0.5 зазвичай є найкращим
вибором.
Пiсля закiнчення навчання сважливо вiдключити фазу вiдсiву на етапах розробки та тестування.
В iншому випадку прогнози цiєї моделi не будуть стабiльними, так як вiдсiв додає певну частку
невизначеностi. Для наглядностi нижче наведена схема нейронної мережi з вiдсiвом.

Рис. 35: Приклад нейронної мережi до i пiсля застосування вiдсiювання

9.1.3 Порiвняння вiдсiвання та пакетної нормалiзацiї

Вiдсiвання - здебiльшого спосiб регуляризацiї нейронної мережi, тодi як пакетна нормалiзацiя
забезпечує загальну стабiльнсть мережi. Iншими словами, можна зрозумiти, що пакетна нормалiзацiя
- технiка для полiпшення оптимiзацiї. Коли маємо великий набiр даних, бiльш важливим
фактором є оптимiзацiя, нiж регуляризацiя, тому пакетна нормалiзацiя кориснiша для великих
даних. Звiсно, є можливiсть одночасного використання технiки вiдсiювання та пакетної нормалiзацiї,
але виявляється, що в бiльшостi випадкiв це контрпродуктивно - може виявитись, що бiльшу
частину часу працює тiльки пакетна нормалiзацiя.

Ключем до розумiння несумiсностi вiдсiювання та пакетної нормалiзацiї є непослiдовнiсть
поведiнки нейронних дисперсiй пiд час перемикання стану мережi. Враховуючи одну реакцiю
нейрону, коли стан змiнюється з тренувального на тестовий, прорiджування масштабуватиме
вiдповiдь враховуючи власний коефiцiєнт вiдсiву, що фактично змiнює дисперсiю, в той час як
пакетна нормалiзацi все ще зберiгає свою статистичну дисперсiю. Ця невiдповiднiсть дисперсiй
може призвести до чисельної нестабiльностi. По мiрi того, як заглиблюється сигнал, числове
вiдхиленння кiнцевих прогнозiв може посилюватися, що знижує продуктивнiсть системи. Ця
концепцiя вiдома як "зсув дисперсiї"для простоти. Натомiсть без прорiджування реальнi
нейроннi дисперсiї результату виявлялися б дуже близькими до рухомих, накопичених пакетною
нормалiзацiєю, що також вiдповiдає вищiй точностi при тестуваннi. Стаття "Understanding the
disharmony between batch normalization and dropout"вiд Li et al. [2018] допоможе заглибитись
у подробицi.
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9.1.4 L1 регуляризацiя

Доки L2 регуляризацiя є найбiльш широко вживаною, L1 також може бути використано для
штрафування параметрiв моделi. Порiвняно з L2 регуляриацiєю ,L1 регуляризацiя призводить
до розрiдженого розв’язку, внаслiдок чого пiдмножина ваг стає нульовою. Завдяки цiй властивостi
L1 широко використовується як iнструмент для вибору ознак.

За допомогою L1 регуляризацiї, проблему оптимiзацiї квадратичної помилки можна сформуювати
як:

minimize
w

1

N
(Xw − y)T (Xw − y)

subject to |w| ≤ C

Як описано в роздiлi 7.1.1, проблема стає:

minimize
w

1

N
(Xw − y)T (Xw − y) +

λ

N
|w|

minimize
w

E(w) +
λ

N
|w|

9.1.5 Розширення даних

Одним iз найефективнiших способiв покращити узагальнюючу здiбнiсть моделi є тренування
на бiльшiй кiлькостi даних. У бiльшостi випадкiв ми обмеженi наявним обсягом даних, але
для деяких задач можливо виконати розширення. Цей метод особливо ефективний для задачi
розпiзнавання об’єктiв, де данi мають великi розмiрностi з великою варiативнiстю ознак. Ця
варiативнiсть може бути просто змодельована, наприклад, виконуючи переклад зображення зi
зсувом, або навiть просте обертання чи масштабування є потужними методами для покращення
узагальнюючої здiбностi моделi навiть пiсля використання таких методiв, як згортка та об’єднання.
Розпiзнавання мовлення - ще одне поле, де розширення даних часто використовується; у
наслiдок пертурбацiї можна видiлити такi ознаки як висота тону або швидкiсть.

Додавання шуму до сигналу також можна вважати як тип технiки розширення даних.
Навчання з додаванням випадкових шумiв пiдвищує стiйкiсть моделi до рiзного роду шуму.
Окрiм того, iнжекцiйний шум у цiльових змiнних допомагає узагальненню навчання у випадках,
коли мiтки не дуже точнi.

Де ми можемо розширювати данi у конвеєрi машинного навчання? Вiдповiдь може
здатися цiлком очевидною; ми проводимо збiльшення, перш нiж подавати данi в модель, чи не
так? Так, але тут маємо два варiанти. Один iз варiантiв - виконати всi необхiднi перетворення
заздалегiдь, iстотно збiльшивши розмiр вашого набору даних. Iнший варiант - виконати цi
перетворення у мiнi-пакетi, безпосередньо перед тим, як подати його до моделi машинного
навчання.

Перший варiант вiдомий як автономне збiльшення. Цей метод є кращим для порiвняно
менших наборiв даних, оскiльки в реультатi ви збiльшите розмiр набору даних в таку кiлькiсть
раз, що рiвна кiлькостi виконаних перетворень (наприклад, використавши усi зображення,
розмiр даних збiльшиться у 2 рази).

Другий варiант вiдомий як онлайн-розширення або "розширення на льоту". Цей метод є
кращим для бiльших наборiв даних, оскiльки ми не можемо дозволити суттєве збiльшення
розмiру. Натомiсть виконується перетворення у мiнi-пакетах, якi подаються на моделi. Деякi
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фреймворки машинного навчання мають пiдтримку онлайн-розширення, яке можна прискорити
на графiчному процесорi.

Рис. 36: Приклад розширення даних на наборi даних MNIST

9.1.6 Рання зупинка

При тренуваннi нейронної мережi з великими наборами даних змiщення зменшувалося, дисперсiя
зростала, а помилка навчання зменшувалася на кожнiй iтерацiї навчання.Однак пiсля певного
моменту ми починаємо спостерiгати збiльшення помилки перевiрки, тобто збiльшення помилки
узагальнення (див. малюнок 37 нижче для прикладу такої поведiнки).

Рис. 37: Кривi тренування, що показують вiдношення валiдацiйної i тренувальної втрат, де
iснує U-подiбна крива ефективностi валiдацiйного набору (source)

Знаючи цю особливiсть, ми можемо вибрати тi параметри, при яких помилка на валiдацiйних
даних була мiнiмальною. На кожнiй iтерацiї, якщо помилка на валiдацiйному наборi покращується,
ми зберiгаємо параметри моделi доти, доки значення помилки не починають зростати. Цей
метод вiдомий як "Рання Зупинка"Early Stopping i це один iз найбiльш вживаних методiв
через свою простоту та ефективнiсть. Це також може бути розглянуто як алгоритм налаштування
гiперпараметрiв, де ми контролюємо проблему перенавчання.
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9.1.7 Зниження ваги (L2 регуляризацiя параметрiв)

Внаслiдок втрат квадратичної помилки ми маємо необмежену проблему оптимiзацiї:

E(w) =
1

N
(Xw − y)T (Xw − y)

де X - вхiднi данi, y - вихiднi та w ваговий параметр, який ми хочемо знайти за допомогою
рiвняння w∗ = arg minw E(w). Без додаткових доказiв ми знаємо, що вищезазначена цiльова
функцiя має наступне рiшення замкнутої форми: w∗ = (XTX)−1XT y. Апроксимацiю легко
вирiшити, але конфiгурацiя, що повертається, може призвети до проблеми перестановки,
коли кiлькiсть вхiдних даних у моделi велика, а сама модель - складна. Одним iз пiдходiв
до вирiшення цiєї проблеми є регулювання можедi шляхом обмеження wTw через ваговий
простiр. Тодi задача оптимiзацiї може бути сформульована наступним чином:

minimize
w

1

N
(Xw − y)T (Xw − y)

subject to wTw ≤ C

де C - певна константа. Позначимо обмежену вагу як wreg. Базуючись на основах лiнiйної
алгебри, ми знаємо, що градiєнт вiд E(wreg) є ортогональним до E(w) i спрямований у зворотньому
напрямку вiд wreg з метою мiнiмiзацiї E(w). Тодi градiєнт вiд E(wreg) пропорцiйний до −wreg

який можна записати як −2 λ
Nwreg для майбутньої зручностi використання. Це означає, що:

▽E(wreg) ∝ −wweg

= −2
λ

N
wreg

▽E(wreg) + 2
λ

N
wreg = 0

де λ є певною константою, що залежить вiд C. Бiльша C вказує на меншу λ, i навпаки.
Помiтимо, що лiва частина цього рiвняння є диференцiацiєю 1

N (Xw − y)T (Xw − y) + λ
Nw

Tw.
Тодi обмежена задача оптимiзацiї може бути сформульована як:

minimize
w

1

N
(Xw − y)T (Xw − y) +

λ

N
wTw

⇒minimize
w

E(w) +
λ

N
wTw

що набагато простiше вирiшити. Тепер для оновлення параметра ваги з урахуванням наведеного
вище формулювання ми можемо використовувати алгоритм градiєнтного спуску, як зазвичай,
за допомогою:

w(t+ 1) = w(t)− η▽E(w(t))− 2η
λ

N
w(t)

= w(t)(1− 2η
λ

N
)− η▽E(w(t))

де η - швидкiсть навчання. Наведене вище правило оновлення називається зниженням ваги
(або L2 регуляризацiєю параметрiв −2η λ

N , що змушує вагу експоненцiйно прямувати до нуля,
якщо планується жодних оновлень. На практицi цей спосiб штрафує великi ваги i ефективно
обмежує гнучкiсть нашої моделi.
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9.1.8 Прорiджування

Iншим популярним способом регуляризацiї є прорiджування, запропонованее G.E.Hinton у
2012. Це прямий алгортм: на кожному навчальному кроцi кожен нейрон (включаючи вхiднi
нейрони, але за вийнятком вхiдних нейронiв) має ймовiрнiсть p тимчасово "iгноруватись але
вiн може бути активним наступного кроку. Гiперпараметр p називаєтьсякоефiцiєнт прорiджування,
(1− p) називається ймовiрнiстю збереження. Нейрони бiльше не падають пiсля навчання.

Вiдповiдно до Géron [2017], одним з способiв зрозумiти потужнiсть концепцiї прорiджування
є той факт, що на кожному етапi навчання генерується унiкальна нейронна мережа. Припустимо,
що мережа має N нейронiв, якi допустимо проiгнорувати, тодi в загалому iснує 2N можливих
мереж, оскiльки кожен з нейронiв може бути або проiгнорованим, або нi. Це настiльки велика
мережа, що для однiєї i тiєї ж нейронної мережi стає практично неможливо взяти одну й
ту саму вибiрку двiчi, а отриману мережу можна розглядати як усереднений ансамбль усiх
менших нейронних (пiд)мереж.

9.2 Пакетна нормалiзацiя та нормалiзацiя шару
9.2.1 Мотивацiя

При навчаннi глибоких нейронних мереж необхiднi методи нормалiзацiї. Iдея нормалiзацiї
полягає в тому, щоб нормалiзувати кожну скалярну ознаку окремо, досягнувши нульового
середнього значення та одиничної дисперсiї. Оскiльки розподiл вхiдних даних кожного шару
змiнюється пiд час навчання, так як i параметри попереднiх шарiв, це уповiльнює навчання.
Цей ефект посилюється iз збiльшенням глибини мережi.
Таке явище називається Внутрiшнiй Коварiантний Зсув: змiна розподiлу активацiй мережi
через змiну параметрiв мережi пiд час навчання. Мотивацiя пакетної нормалiзацiї (Batch
Normalization) полягає в згладжуваннi цього проблемного зсуву у вхiдних розподiлах.

9.2.2 Основна iдея та алгоритм BN перетворення

Основна iдея полягає в нормалiзацiї за допомогою мiнi-пакетної статистики. Входи, що подаються
в кожен наступний шар, будуть нормалiзованi, використовуючи середню дисперсiю активацiй
для всього мiнi-пакету. Показано як операцiя нижче.

x̂(k) =
x(k) − E[x(k)]√

V[x(k)] + ϵ

(де ϵ це невеликий випадковий шум для забезпечення стабiльностi)
Просте використання цiєї операцiї змiнює здатнiсть представлення шару, оскiльки нормалiзацiя
спотворює результати навчання шару. Некоректно обмежувати вхiднi данi, щоб дотримуватися
нормального розподiлу для кожного шару, оскiльки, в результатi здатнiсть мереж до навчання
також буде обмежена. Тому для виправлення цiєї ситуацiї вводяться два параметри, що пiддаються
навчанню. Вони застосовуються до кожного елемента i обробляються разом iз вихiдними
параметрами моделi.

y(k) = γ(k)x̂(k) + β(k)

Встановлюючи γ(k) =
√
V[x(k)] i β(k) = E[x(k)], вихiднi активацiї можна вiдновити, а отже, i

потужнiсть представлення мережi може бути вiдновлена.
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Iдеальна ситуацiєю буде використання середнього значення та дисперсiї всього набору даних,
але це нереально. Таким чином, середнє значення та дисперсiя партiї використовується як
оцiнка простоти.
Алгоритм пакетної нормалiзацiї (BN)

9.2.3 Навчання та умовивiд

BN перетворення - це диференцiйоване перетворення, яке вносить нормалiзованi активацiї
в мережу. Це гарантує, що, коли модель навчається, рiвнi можуть продовжувати навчання
на розподiлах вхiдних даних, якi демонструють менший внутрiшнiй коварiантний зсув, тим
самим прискорюючи навчання. Крiм того, вивчене афiнне перетворення, застосоване до цих
нормалiзованих активацiй, дозволяє BN-перетворенню представляти перетворення iдентичностi
та зберiгає пропускну здатнiсть мережi.

Модель, що використовує пакетну нормалiзацiю, можна навчити, використовуючи пакетний
градiєнтний спуск, або SGD з розмiром мiнi-партiї m > 1. Далi пiдсумовується процедура
навчання BN мереж.

Щоб вихiднi данi детермiновано залежали лише вiд вхiдних даних, необхiдно, щоб як
тiльки мережа пройшла навчання,застосовувалася нормалiзацiя з використанням сукупностi,
а не мiнi-пакетної статистики.
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x̂ =
x− E[x]√
V[x] + ϵ

Ми використовуємо неупереджену оцiнку дисперсiї V[x] = m/(m− 1) ∗ Eβ [σ2
β ] , де очiкування

є перенавченим мiнi-пакетом розмiру m, а σ2
β − дисперсiя. Оскiльки середнє значення та

дисперсiя фiксованi пiд час умовиводу, нормалiзацiя - це просто лiнiйне перетворення, що
застосовується до кожної активацiї. Алгоритм 2 узагальнює процедуру навчання пакетно-нормованих
мереж.
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9.2.4 Нормалiзованi пакетнi згортковi мережi

Пакетна нормалiзацiя може застосовуватися до будь-якого набору активацiй у мережi. Наприклад,
ми маємо перетворення, яке складається з афiнного перетворення, за яким йде елементна
нелiнiйнiсть: z = g(Wu + b), де W та b дослiджуванi параметри моделi. Ми додаємо BN
перетворення безпосередньо перед нелiнiйнiстю, нормуючи x = Wu + b. Отримуємо z =
g(BN(Wu)), де BN трансформацiя застосовується незалежно до кожного вимiру x = Wu.
Для згорткових шарiв ми хочемо, щоб рiзнi елементи однiєї i тiєї ж карти об’єктiв у рiзних
мiсцях нормалiзувались однаково. Для цього ми спiльно нормалiзуємо всi активацiї в мiнi-партiї
у всiх мiсцях.

Нормалiзацiя пакету запобiгає посиленню незначних змiн параметра до бiльших та неоптимальних
змiн активацiй у градiєнтах. Це також робить навчання бiльш стiйкими до масштабу параметрiв.
Наприклад, при пакетнiй нормiлiзацiї зворотне поширення через шар не залежить вiд масштабу
його параметрiв. Бiльше того, бiльшi ваги призводять до менших градiєнтiв, i пакетна нормалiзацiя
стабiлiзує зростання параметрiв.

9.2.5 Порiвняння з нормою шару в RNN

Переваги
Зараз стохастичний градiєнтний спуск (SGD) виявився основним пiдходом до глибокого навчання.
Дане рiшення є ефективним, але все одно вимагає багато часу та багато зусиль для налаштування
таких гiперпараметрiв, як швидкiсть навчання, початковi значення, вiдсiвання, параметр регуляризацiї
тощо. Але з BN життя стає набагато простiшим. BN дозволяє пiдвищити швидкiсть навчання
без побiчних ефектiв, щоб прискорити тренування, а також прискорити спад швидкостi навчання.
Це усуває вiдсiвання та зменшує регуляризацiю L2. Вiн замiнює нормалiзацiю локальної вiдповiдi
(наприклад, використовується в мережi Alexnet). Це дозволяє ретелiнiше перемiшувати навчальнi
данi, щоб запобiгти постiйному вибору одного i того ж прикладу в мiнi-пакетi, а також покращити
данi перевiрки на 1%. Це також зменшує фотометричнi спотворення.

Недолiки порiвняння з нормою шару в RNN
Нормалiзацiя пакетiв в значнiй мiрi базується на розмiрi мiнi-партiї, в результатi чого її важко
застосувати до повторюваних архiтектур. Для подолання обмежень нормалiзацiї пакету, було
введено нормалiзацiю шару.
Замiсть обчислення середнього значення та дисперсiї пакету в пакетнiй нормi, тепер використовується
середнє значення та дисперсiя всiх пiдсумованих входiв до нейронiв у шарi для кожної iтерацiї
нормалiзацiї шару. Таким чином, норма шару не залежить вiд розмiру мiнi-пакету i може
використовуватися з розмiром 1. Окрiм цього, вона також може використовувати ту саму
операцiю нормалiзацiї як для навчання, так i для набору даних висновкiв.
Ось операцiя статистики рiвня нормалiзацiї.

µl =
1

H

H∑
i=1

ali

σl =

√√√√ 1

H

H∑
i=1

(ali − µl)2
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(де H − кiлькiсть прихованих одиниць у шарi)

9.3 1x1 Згортування
На вiдмiну вiд загальної згортки з розмiром ядра бiльше 1, яка використовується для iнтеграцiї
iнформацiї локальної областi, згортка 1х1 множить той самий скаляр до однiєї карти функцiй.
Отже математично згортка 1х1 є по сутi лiнiйною комбiнацiєю карт об’єктiв.

9.3.1 OverFeat

У багатьох архiтектурах згорткових мереж, є один або кiлька повнiстю зв’язаних шарiв. Цей
пiдхiд пiдходить для таких завдань, як класифiкацiя зображень. Але в цiй роботi метою є
виявлення об’єкта, i тому, застосовується розсувне вiкно, яке генерує плями зображень iз
перекриттями. У цьому випадку обробка латок самостiйно - це свого роду марнотратство.

З цього аспекту, згортка 1x1 представлена в OverFeat за допомогою Sermanet et al. [2013]
як альтернатива повнiстю зв’язаному шару. В оригiнальнiй роботi це також описується як
"просторовий розмiр вводу". На вiдмiну вiд повнiстю зв’язаного шару, згортування по сутi
ефективнi для цього пiдходу з розсувними вiкнами. Замiнюючи повнiстю зв’язанi шари згортковими
шарами 1x1, модель OverFeat може обробляти вхiдне зображення бiльших розмiрiв. Рисунок 38
чудово це iлюструє.

Рис. 38: Ефективнiсть ConvNets для виявлення. (Джерело: Sermanet et al. [2013])
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9.3.2 Network In Network

Тим часом, Lin et al. [2013] також представляє собою багатошаровий згорнутий шар персептрона
(mlpconv) (Рисунок 39) у своїй моделi Network In Network (NIN), яка може застосувати додаткову
згортку 1x1 пiсля загальної згортки. (Є кiлька бiльш складних способiв використання шару
mlpconv. Хоча, окрiм теми згортки 1x1, оригiнальний документ все ж варто прочитати.)
Додаючи шари всерединi себе, шар mlpconv збiльшує репрезентативну силу архiтектури NIN.

Рис. 39: Порiвняння шару загальної згортки та шару mlpconv. (Джерело: Lin et al. [2013])

9.3.3 Inception

Згортка 1x1 стає бiльш популярною, коли Szegedy et al. [2014] презентує Inception (Рисунок 40)
в GoogLeNet. У цiй роботi згортка 1x1 в основному використовується для зменшення розмiрiв,
що дозволяє мережi рухатись глибше i ширше. Крiм того, додатковi згортковi шари з функцiями
активацiї ще бiльше збiльшують нелiнiйнiсть i здатнiсть.

Рис. 40: Початковий модуль. (Джерело: Szegedy et al. [2014])

s = 1
β log

∑
eβx

Такий вид об’єднання може бути дорогим, тому, можливо, ви не захочете його використовувати.

Хитрощi в розпiзнаваннi облич: як розпiзнати обличчя рiзного розмiру: ви зменшуєте
зображення (до квадратного кореня з 2), потiм проганяєте зображення через згорткову мережу.
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Зробiть це кiлька разiв, i вартiсть буде тiльки в 2 рази бiльше первiсної вартостi. Тому що
кожен раз розмiр зображення зменшується на 1/2, тому загальна вартiсть є геометричнiй
сумою.

Негативний аналiз: ви спочатку навчаєте свою модель, а потiм запускаєте модель на дуже
великому масивi зображень, в якому ви знаєте, що немає облич. Таким чином можна уникнути
помилкових спрацьовувань.

Повернення хибнопозитивного i хибнонегативного, вам необхiдно встановити порiг для
отримання балансу / повернення.

Якщо ви порiвнюєте 2 системи, порiвняйте, яка крива нижче на графiку FN-FP.

Precision-Recall схожий на FN-FP.

Сiамська архiтектура: навчайте розпiзнавач облич всього на декiлькох прикладах.

Любiть метричне навчання.

Ви хочете щось, що маємо ненульовий градiєнт в 0.

10 Загальнi примiтки про архiтектуру моделей

10.1 Огляд та руйнування мiфiв
ConvNets (Згорткова нейронна мережа - ЗНМ) добре працює над проблемами класифiкацiї
зображень через припущення про мiсцевiсть (близькi сигнали корелюються) i стацiонарнiсть
(подiбнi схеми можна знайти на всьому зображеннi). Вона складається з рiзної кiлькостi
рiзних шарiв. Наприклад, ЗНМ може бути Ввiд→ Згортання→ Випрямлення→ Згортання→
Випрямлення→ Обєднання→ Зв’язування.

За останнi роки мережi поглибленого навчання швидко розвинулися. Тож чому воно зростає
зараз? Можливою причиною для цього питання є те, що ми отримуємо все бiльше i бiльше
даних в наш час. Якщо порiвняти продуктивнiсть пiдходу глибокого навчання з iншими
загальними машинними пiдходи до навчання, ми бачимо, що це невелика область даних, два
методи мають однакову ефективнiсть, i цiлком можливо, що загальнi алгоритми машинного
навчання працюють навiть краще. Однак, якщо розглядати великi об’єми даних, ми можемо
досягти значно вищої продуктивностi за допомогою методiв глибокого навчання порiвняно
iз загальними алгоритмами машинного навчання. Крiм того, розробка бiльш прогресивних
центральних процесорiв i графiчних процесорiв дозволили людям тренувати бiльшi мережi.
Так було на початку пiдйому поглибленого навчання через масштаб даних та масштаб обчислювальної
потужностi. Пiзнiше також з’являються нововведення з боку алгоритмiв, якi дозволяють
людям тренувати нейроннi мережi набагато швидше, типовим прикладом є використання шару
випрямлення замiсть сигмовидного, щоб набагато швидше зробити тренування з градiєнтним
спуском.
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1. Шар згортування
У цьому шарi ми використовуємо рiзнi фiльтри, щоб визначити мiсцевi та низькорiвневi
функцiї. Крок: сума за допомогою якого фiльтр змiщується. Доповнення: додайте нульовi
вiдступи до границi вводу, що допоможе зберегти розмiр вхiдного обсягу.

2. Шар вирiвнювання
Впроваджує нелiнiйнiсть пiсля згортання (лiнiйнiсть, через елементне множення та пiдсумовування).

3. Шар обєднання
Як тiльки ми дiзнаємося, що деяка особливiсть знаходиться в початковому введеному
обсязi, її точне мiсце розташування не настiльки важливо, як її вiдносне розташування
до iнших об’єктiв. Включення об’єднання в ЗНМ допускає незмiннiсть класу об’єктiв
до перекладiв, що корисно для iдентифiкацiї об’єкта (наприклад: яблуко - це яблуко,
незалежно вiд того, де воно вiдображається на зображеннi). Об’єднання також рiзко
зменшує просторовий розмiр вхiдного об’єму, а за разом, величину параметрiв та обчислювальну
вартiсть.

4. Шар зв’язування
Дiзнається глобальну статистику та iнформацiю про зображення. Вiн розглядає якi
особливостi високого рiвня найбiльш сильно спiввiдносяться з певним класом (у разi
класифiкацiї).

5. Шар скидання
Скидає випадковий набiр активацiй, встановивши їх на нуль. Це перевiряє надiйнiсть
мережi - вона повинна мати можливiсть забезпечити правильну класифiкацiю, або результати
для конкретного прикладу, навiть якщо деякi активацiї скинутi. Це гарантує, що мережа
не надто «пристосовується» до тренувальних даних.

Питання: Яка оптимальна кiлькiсть шарiв чи архiтектура та як вибрати гiперпараметри?
Вiдповiдь: “Немає безкоштовного обiду” - єдиний алгоритм не може добре виконувати всi
завдання. Ми повиннi вибрати алгоритм та архiтектуру на основi наших попереднiх знань та
припущень про проблему. В ЗНМ, ми вибираємо гiперпараметри (наприклад, кiлькiсть шарiв,
якi типи шарiв) залежно вiд вхiдних даних та типу завдання.

Питання: Чи дасть ЗНМ подiбний результат, якщо ми перестановимо пiкселi на вхiдних
зображеннях? Вiдповiдь: Якщо ми застосуємо ЗНМ до рiзних наборiв даних, якi не мiстять
припущень про мiсцевiсть, ця архiтектура не допоможе нам отримати кращий результат.
Натомiсть ми могли б досягти подiбної продуктивностi, використовуючи повнiстю зв’язанi
шари. Експеримент з налаштування функцiї розупорядкування на пiкселях показує це ефект.

10.2 Переваги архiтектур глибокого вивчення
Машинне навчання - це, по сутi, функцiональна апроксимацiя завдань, якi ми хочемо виконувати.
В теорiї, ми можемо апроксимувати будь-якi функцiї за допомогою нейронної мережi. Перевага
глибинних архiтектур полягає в тому, що ми можемо апроксимувати деякi функцiї ефективнiше,
використовуючи глибиннi архiтектури, нiж використовуючи поверхневi, i наслiдком цього є те,
що ми матимемо кращий резульат. Однак сильно контрольованi нейроннi мережi, як i ранiше
важко пiддаються навчанню i потребують великої обчислювальної потужностi. Щоб подолати
це, натхненний структурою зорової системи, i за припущеннями, про якi ми говорили ранiше,
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дослiдник придумав Згорткову Нейронну Мережу. Вони мають набагато менше з’єднань,
нiж звичайнi нейромережi прямої передачi, тому їх набагато легше тренувати, при цьому
жертвуючи лише невеликою продуктивнiстю.

10.3 Пропуск зв’язкiв
Глибокi згортковi нейроннi мережi призвели до низки проривiв у завданнях обробки зображення.
З приходом графiчних процесорiв, навчання бiльш глибинної архiтектури ставало дедалi доцiльнiшим.
Дослiдники почали вивчати глибшу архiтектуру та отримати покращенi результати. Однак
глибиннi мережi спричиняють кiлька проблем. Основними проблемами навколо "глибини"є
поширення вiдповiдної iнформацiї протягом прямої передачi та проблеми з оптимiзацiєю через
зникаючi/вибуховi градiєнти. Пропуск зв’язкiв забезпечує певне вирiшення цих питань та
суттєво вдосконалило рiзнi методи в завданнях поглибленого навчання. Пропущеннi зв’язки
дозволяють пересилати iнформацiю на наступний шар. Вони сприяють кращому поширенню
градiєнта в глибинних мережах.

ResNet (Залишкова мережа) Основною перевагою ResNet є те, що вiн дозволяє тренувати
дуже глибоку згорткову нейронну мережу, не страждаючи вiд проблеми зникнення градiєнта.
Без пропускання з’єднань, градiєнтнi сигнали можуть зникати i не досягати початку мережi
пiд час проходження десятки нелiнiйних шарiв. Пропуск з’єднань, як показано на 41, створює
найкоротший шлях проходження для градiєнта. Будучи найпростiшою можливою функцiєю
(identity), вона легко передає сигнал градiєнта на початок мережi.

Рис. 41: Будiвельний блок ResNet

DenseNet (щiльно пов’язана згорткова мережа) Одним iз варiантiв пропуску зв’язкiв
є DenseNet. Замiсть пiдсумовування результату шару з його введенням, їх можна об’єднати
вздовж осi ознаки. Це дозволяє нам залишатися на низькому рiвнi особливостей вздовж шарiв
i може бути дуже корисним, коли зображення мають дуже високу роздiльну здатнiсть i тому
потрiбнi глибшi моделi.

Unet Iншим варiантом є Unet, який вводить пропущеннi зв’язки в сегментованi мережi.
Пропуск зв’язку здiйснюється мiж рiвнями мережi кодера / декодера. Ця архiтектура зiграли
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роль у покращеннi результатiв сегментацiї.

10.4 Рекурсивнi ConvNets
У бiльшостi ЗНМ вхiдний розмiр i кiлькiсть шарiв є гiперпараметрами, якi повиннi бути
визначенi або вiдрегульованi вручну (не вивченi). Рекурсивнi ЗНМ (Рис. 42) натомiсть приймають
вхiд змiнного розмiру. Це дерево згортання зi спiльною вагою, яке зменшує введення рекурсивно,
поки вихiд не матиме розмiру 1. Отже, кiлькiсть шарiв також є змiнною. Максимальна кiлькiсть
шарiв буде log(довжина введення).

Рис. 42: Рекурсивне застосування згортання для зменшення вхiдих даних до вихiдного розмiру
1
(Посилання: Deep Learning 2018 by Y LeCun at NYU)

Рекурсивнi ConvNets додатки Вони добре працють з послiдовнiстю та деревовидними
структурами в NLP(Natural Language Processing) завданнях. Вони може бути використанi при
семантичному моделюваннi текстових послiдовностей рiзної довжини до вектора з фiксованою
довжиною. Потiм вектор з фiксованою довжиною можна використовувати в iнших завданнях,
таких як класифiкацiя тексту.

10.5 LeNet
10.5.1 Вступ

LeNet-5 - це новаторська 7-шарова (не включаючи вхiдний рiвень) згорткова нейронних
мережа, розроблена Янном ЛеКун та спiвавторами у 1998 р. "Y. LeCun, L. Bottou, Y. Bengio та
P. Haffner: Gradient-Based Learning Applied to Document Recognition, Збiрник IEEE,86(11):2278-2324,
Листопад 1998".
Це була одна з перших згорткових нейронних мереж, яка допомогла просунути поле глибинного
навчання. Вона використовувалася в основному для розпiзнавання символiв. Звернiть увагу,
що iснують iншi варiанти LeNet, такi як: LeNet1, LeNet2, LeNet3, LeNet4, Пiдсилений LeNet4.
Це iншi варiанти LeNet, кожен з деякими вiдмiнностями в дизайнi архiтектури.
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10.5.2 Архiтектура

LeNet-5 мiстить 1 вхiдний шар, 3 згортковi шари, 2 шари субдискретизацiї, 1 обєднувальний
шар i 1 вихiдний шар.

1. Вхiдний рiвень: зображення 32x32 пiкселiв
2. Згортковий шар 1: 6 карт характеристик розмiром 28x28
3. Субдискретизацiйний шар 1: 6 карт характеристик розмiром 14x14
4. Згортковий шар 2: 16 карт характеристик з розмiрами 10x10
5. Субдискретизацiйний шар2: 16 карт характеристик з розмiрами 5x5
6. Згортковий шар 3: 120 функцiональних карт розмiром 1х1
7. Обєднувальний шар: 84 повнiстю пiдключенi блоки
8. Вихiдний рiвень.

10.6 AlexNet
10.6.1 Вступ

Alexnet був використаний для перемоги у 2012 ILSVRC (ImageNet Large-Scale Visual Recognition
Challenge). Це була перша поява моделi нейронних мереж, яка так добре працювала на наборi
даних ImageNet. Прийоми використанi в моделi використовуються i донинi, такi як збiльшення
даних та вiдсутнiсть даних. Документ "Класифiкацiя ImageNet з глибокими ЗНМ"показав
переваги ЗНМ i пiдтримав їх рекордними показниками на змаганнях у 2012 роцi.

10.6.2 Архiтектура

Alexnet мiстить 5 згорткових шарiв i 3 обєднувальнi.

1. Перше згортання створює шар глибиною 64, використовуючи функцiю ядра 11×11, за
яким слiдує ReLU та MaxPooling з розмiром ядра 3. 2. Друге згортання створює шар глибиною
192 iз використанням функцiї ядра 5×5, за яким слiдує ReLU та MaxPooling з розмiром ядра
3. 3. Третє згортання створює шар глибиною 384 iз використанням функцiї 3×3 ядра, за яким
слiдує ReLU та MaxPooling з розмiром ядра 3. 4. Четверте згортання створює шар глибиною
256 iз використанням функцiї 3×3 ядра, за яким слiдує ReLU та MaxPooling з розмiром ядра
3. 5. П’яте згортання створює шар глибиною 256, використовуючи функцiю ядра 3×3, за яким
слiдує ReLU та MaxPooling з розмiром ядра 3. 6. Перший обєднувальний шар вiдображає
вектор розмiром 9216 у вектор розмiром 4096. 7. Другий обєднувальний вiдображає вектор
розмiром 4096 у вектор розмiром 4096. 8. Третiй обєднувальний шар вiдображає вектор розмiром
4096 у вектор розмiром 1000.

10.6.3 Хитрощi, що застосовуються для запобiгання переповненню

Модель мала 60 мiльйонiв параметрiв для вивчення. Були використанi два методи, використанi
нижче (в основному), щоб запобiгти переповненню:
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1. Збiльшення даних

Найпростiший i найпоширенiший спосiб запобiгти переобладнанню - це штучне збiльшення
набору даних. Перетворене зображення створюється з вихiдного зображення з невеликими
обчисленнями, так що його не потрiбно зберiгати на диску.

Перший спосiб полягає у випадковому вирiзаннi нового зображення розмiром 224×224
iз зображення розмiром 256×256 та випадковим горизонтальним поворотом зображення.
Таким чином, ми збiльшуємо набiр даних у 2048 разiв.

Другий спосiб - змiнити iнтенсивнiсть RGB-каналiв у навчальних наборах. Так що кожен
RGB пiксель

Ixy = [IRxy, I
G
xy, I3xy

B ]T

буде додано
[p1, p2, p3][a1λ1, a2λ2, a2λ2]T

де pi та λi це ith - власний вектор i власне значення матрицi коварiацiї пiкселя RGB,
та ai є випадковою величиною, отриманою з Гаусса iз середнiм нулем та стандартним
вiдхиленням 0,1.

2. Виключення

Модель використовувала коефiцiєнт виключення рiвний 0,5.

10.6.4 Деталi тренування

Модель тренується за допомогою SGD (cтохастичний градiєнтний спуск) з розмiром групи 128,
iмпульсом 0,9 та розпадом ваги 0,0005. Вага iнiцiюється з розподiлу Гауса iз середнiм нулем
та стандартним вiдхиленням 0,1. Модель навчається близько 90 циклiв завдяки навчальному
набору з 1,2 мiльйона зображень, якi займають п’ять-шiсть днiв на двох 3 ГБ графiчних
процесорах NVIDIA GTX 580.

10.6.5 Результат

Результати ILSVRC-2010 дають рейтинги помилок топ-1 та топ-5 на рiвнi 37,5 вiдсотка та 17
вiдсоткiв. Результати ILSVRC-2012 шляхом усереднення ЗНМ дають 15,3 вiдсотка в топ-5.

10.6.6 Порiвняння AlexNet з iншими моделями

Архiтектура

AlexNet використовує 5 згорткових шарiв та 3 повнiстю з’єднаних шари. Архiтектура виглядає
наступним чином:
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Рис. 43: Архiтектура AlexNet

Функцiя активацiї

Порiвняно з насичуючими нелiнiйностями, якi використовують гiперболiчну дотичну функцiю
або сигмоподiбну функцiю, ненасичуюча нелiнiйнiсть, така як ReLU, є дуже ефективно обчислювальною
i порiвняно швидкою у навчаннi.

Рис. 44: Функцiя активацiї

Навчання на декiлькох GPU

Половина нейронiв певного шару знаходиться на кожному графiчному процесорi, i графiчнi
процесори спiлкуються лише на певних шарах. Такий прийом покращує продуктивнiсть.

103



Локальна нормалiзацiя вiдповiдей

Локальна нормалiзацiя вiдповiдi допомагає в узагальненнi, навiть якщо ReLU не потребують
нормалiзацiї, щоб запобiгти їх насиченню. Нормалiзацiї виконуються на перших двох шарах
згортки, за якими слiдує об’єднання максимальних.

Об’єднання

Для того, щоб зменшити дисперсiю та складнiсть обчислень та витягти низькорозмiрнi об’єкти
iз сусiдства, ми використовуємо об’єднання. AlexNet використовує об’єднання максимальних
та перекривне об’єднання. Перекривне об’єднання, може дещо зменшити рiвень помилок порiвняно
з неперекриваючим, а також ускладнити переобладнання моделi.

Рис. 45: Неперекривне об’єднання порiвняно з перекривним

Об’єднання максимальних видiляє найвидатнiшi функцiї, такi як ребра, тодi як середнє
об’єднання iнодi не може видiлити хорошi функцiї, оскiльки воно враховує все.

Зменшення переобладнання

Тут є двi методики для запобiгання переобладнанню; перша - це збiльшення даних, а друга
- випадання, що означає, що певний набiр нейронiв, вибраних навмання, не враховується пiд
час певного проходження вперед або назад. Випадання - це пiдхiд до регуляризацiї, який
допомагає зменшити взаємозалежне навчання мiж нейронами.
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Рис. 46: Нейронна мережа без випадання (a) та з випаданням (b)

Висновки

Рис. 47: Порiвння AlexNet з iншими нейронними мережами

AlexNet та ResNet-152, обидва мають приблизно 60 мiльйонiв параметрiв, але в їхнiй
точностi з найкращих результатiв iснує приблизно 10% рiзницi. Але для навчання ResNet-152
потрiбно багато обчислень (приблизно в 10 разiв бiльше, нiж у AlexNet), що означає бiльше
часу на навчання. В порiвняннi з Inception, навчання AlexNet займає приблизно той самий
час, але в Inception вимоги до пам’ятi в 10 разiв меншi i точнiсть краща приблизно на 9%.
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10.7 VGGNet
10.7.1 Представлення

VGGNet став переможцем у ILSVRC 2014 (широкомасштабне завдання вiзуального розпiзнавання
ImageNet), розробленому Карен Сiмонян та Ендрю Цiссерман [Simonyan and Zisserman, 2014].
Сiмонян та iншi ретельно оцiнили мережi зростаючої глибини, використовуючи архiтектуру
з дуже малими(3 × 3) фiльтрами згортки, що показує, що суттєве покращення конфiгурацiй
рiвня технiки може бути досягнуто шляхом просування глибини до 16-19 вагових шарiв [Simonyan
and Zisserman, 2014]. Цi архiтектури не тiльки показали найсучаснiшу точнiсть в завданнях
класифiкацiї та локалiзацiї пiд час ILSVRC 2014, але i при застосуваннi до iнших наборiв
даних розпiзнавання зображень.

10.7.2 Архiтектура

Вхiднi данi для ConvNets це зображення фiксованого розмiру 224× 224 RGB якi передаються
через стопку згорткових шарiв, де використовуються фiльтри з дуже малим полем сприйняття:
3 × 3 (що є найменшим розмiром для охоплення поняття лiворуч/праворуч, вгору/вниз, по
центру)). Швидкiсть згортки зафiксована на рiвнi 1 пiкселя; просторове заповнення вхiдного
згорткового шару є таким, що просторова роздiльна здатнiсть зберiгається пiсля згортки.
Просторове об’єднання здiйснюється за допомогою п’яти шарiв об’єднання максимумiв, якi
слiдують за деякими згортковими шарами (не всi згортковi шари супроводжуються об’єднанням
максимумiв). Об’єднання максимумiв здiйснюється у вiкнi 2× 2 пiкселi з кроком 2.
За стопкою згорткових шарiв слiдують три повнiстю з’єднаних шари: першi два мають по
4096 каналiв, третiй мiстить 1000 каналiв (по одному для кожного класу). Кiнцевим шаром є
шар soft-max. Конфiгурацiя повнiстю зв’язаних шарiв однакова у всiх мережах. Усi прихованi
шари оснащенi нелiнiйним випрямлячем (ReLU). Жодна з мереж (за винятком однiєї) не
мiстить локальної нормалiзацiї вiдповiдi (LRN), що не покращує продуктивнiсть набору даних
ILSVRC, але призводить до збiльшення споживання пам’ятi та витрати часу. Архiтектура
VGG-16( 13 згорткових шарiв та 3 повнiстю з’єднаних) показана на рисунку 48.

10.7.3 Налаштування

Усi налаштування вiдповiдають загальному дизайну, представленому в роздiлi архiтектура, i
вiдрiзняються лише глибиною, вiд 11 шарiв (8 згорткових шарiв, 3 повнiстю з’єднаних шари)
до 19 шарiв (16 згорткових шарiв, 3 повнiстю з’єднаних шари). Ширина згорткових шарiв
(кiлькiсть каналiв) досить мала, починаючи з 64 у першому шарi, а потiм збiльшуючись у 2
рази пiсля кожного шару об’єднання максимумiв, поки не досягне 512. Конфiгурацiйний план
та кiлькiсть параметрiв для кожної конфiгруацiї показанi на рисунку 49.

10.7.4 Обговорення

Ми знаємо, що стопка з трьох згорткових шарiв розмiрнiстю 3×3, з кроком 1 рiвнозначна 7×7
сприйнятливим шарам. Навiщо використовувати дуже маленькi рецептивнi поля з розмiрнiстю
3 × 3 по всiй мережi, а не 11 × 11 (використовуються в переможцi ILSVRC-2012) або 7 × 7
(використовуються в переможцi ILSVRC-2013)? Порiвняємо стопку з трьох згорткових шарiв
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Рис. 48: Архiтектура VGG-16 ConvNet

Рис. 49: Налаштування VGG
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розмiрнiстю 3× 3 з одним згортковим шаром розмiрнiстю 7× 7:
1. Включення трьох шарiв з нелiнiйних випрямлячiв замiсть одного робить функцiю прийняття
рiшення бiльш диференцiальною.
2. Зменшення кiлькостi параметрiв: припускаючи що як вхiд так i вихiд трьох згорткових
шарiв розмiрнiстю 3×3 має С каналiв, в стопцi буде 3(32C2) = 27C2 параметрiв; в той же час,
один згортковий шар розмiрнiстю 7× 7 вимагає 72C2 = 49C2 параметрiв, ща на 81% бiльше.

10.7.5 Деталi навчання

1. Налаштування
Модель навчається шляхом оптимiзацiї мультиномiальної логiстичної регресiї з використанням
мiнi-пакетного градiєнтного спуску з iмпульсом [Krizhevsky et al., 2012]. Розмiр партiї встановлено
на 256, iмпульс на 0,9, множник штрафу L2 на 5 ∗ 10−4, коефiцiєнт вiдсiву для перших двох
повнiстю зв’язаних шарiв до 0,5. Швидкiсть навчання була iнiцiалiзована до 10−2, а потiм
зменшилась у 10 разiв, коли точнiсть набору перевiрки перестала покращуватися. Зрештою,
навчання було припинено пiсля 370 тисяч iтерацiй (74 епохи). Хоча VGGnets мають глибшi
шари та бiльше параметрiв для вивчення порiвняно з [Krizhevsky et al., 2012], сiтки сходилися
швидше завдяки неявнiй регуляризацiї, накладеної бiльшою глибиною та меншими розмiрами
фiльтра згортки та попередньою iнiцiалiзацiєю певних шарiв.

2. Iнiцiалiзацiя
Почнемо з навчання конфiгурацiї A (11 вагових шарiв) iз випадковою iнiцiалiзацiєю, потiм
при навчаннi бiльш глибоких архiтектур першi чотири згортковi шари та останнi три повнiстю
зв’язанi шари iнiцiалiзуються шарами мережi A, а промiжнi шари iнiцiалiзуються випадковим
чином. Швидкiсть навчання для попередньо iнiцiалiзованих шарiв дозволялося змiнювати
пiд час навчання, а ваги вiдбирали iз звичайного розподiлу iз середнiм значенням нуля та
дисперсiєю 10−2 для випадково iнiцiалiзованих шарiв. Похибки iнiцiалiзувались нулем.

3. Розмiр зображення для навчання
Два пiдходи до встановлення навчальної шкали S, яка є найменшою стороною iзотропно
масштабованого навчального зображення:

3.1. Виправимо, що S має значення 256 або 384. Враховуючи конфiгурацiю ConvNet, спочатку
навчiть мережу, використовуючи S=256. Для прискорення навчання мережi S=384 вона була
iнiцiалiзована вагами, попередньо навченими S=256, а потiм використана менша початкова
ставка навчання в 10−3.

3.2. Випадково вiдбирають S з певного дiапазону [Smin, Smax], де Smin = 256 i Smax = 512.
Це дозволяє краще тренувати предмети на зображеннях з рiзним розмiром. З мiркувань
швидкостi багатомасштабнi моделi навчаються шляхом тонкої настройки всiх шарiв одномасштабної
моделi з однаковою конфiгурацiєю, попередньо навчених iз фiксованим S=384.

10.7.6 Деталi реалiзацiї

Навчання та оцiнка виконуються на декiлькох графiчних процесорах, встановлених в однiй
системi. Навчання з декiлькома графiчними процесорами використовує паралельнiсть даних
i здiйснюється шляхом роздiлення кожної партiї навчальних зображень на кiлька пакетiв
графiчних процесорiв, якi паралельно обробляються на кожному графiчному процесорi. Час
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навчання в готовiй системi 4-GPU в 3,75 рази швидше, нiж при використаннi одного графiчного
процесора.

10.7.7 Оцiнювання

1. Одномасштабне оцiнювання
Розмiр тестового зображення встановлюємо наступним чином: Q = S для фiксованого S та
Q = 0.5(Smin + Smax) для змiнних S ∈ [Smin, Smax]. Результати наведенi нижче в Таблиця3.
По-перше, використання локальної нормалiзацiї вiдповiдi (мережа A-LRN) не покращує показники
верхнього та верхнього 5. помилка на моделi A, тому нормалiзацiя не застосовується на бiльш
глибоких архiтектурах.
По-друге, конфiгурацiя C (яка мiстить три рiвнi конверсiї 1×1) працює гiрше, нiж конфiгурацiя
D, яка використовує 3×3 конв. рiвнi по всiй мережi. Це вказує на те, що важливо фiксувати
просторовий контекст, подаючи позов на конв. фiльтри з нетривiальними рецептивними полями.
Частота помилок не падала, коли було використано 19 шарiв. Крiм того, бiльш глибока сiтка
з маленькими фiльтрами перевершує дрiбну сiтку з бiльшими фiльтрами. Це пов’язано з тим,
що перша помилка неглибокої мережi з п’ятьма 5×5 конв. рiвнiв був на 7% вищим, нiж у B
(який використовує 3×3 конв. рiвнiв).
Нарештi, змiна масштабу на тренувальному наборi допомагає отримувати статистику багатомасштабних
зображень, оскiльки змiна масштабу пiд час тренувань досягає значно кращих результатiв,
нiж тренування на зображеннях iз фiксованою найменшою стороною.

2. Багатомасштабне оцiнювання
Найкраща продуктивнiсть однiєї мережi на наборi перевiрки - помилка 24.8% top-1 /7.5%
top-5. Це показує, що змiна масштабу пiд час тесту призводить до кращих показникiв.
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10.8 Нейронна мережа глибокого залишкового навчання(ResNet)
10.8.1 Вступ

Глибокi згортковi (Convolutional) нейроннi мережi(ConvNets or CNNs) [LeCun et al., 1989]
були застосованi для аналiзу вiзуальних образiв та виявилися успiшною для розпiзнавання та
класифiкацiї зображень. CNNs можуть захоплювати характеристки високого рiвня та передавати
їх до класифiкаторiв. Попереднi дослiдження [Simonyan and Zisserman, 2014] та Szegedy et al.
[2015] показують що якiсть характеристик(особливостей) має сильну залежнiсть вiд глибини
нейронної мережi. Бiльш того, Eldan and Shamir [2016] математично доводить перевагу глибоких
мереж над широкими мережами. У використаннi глибоких нейроних мереж, зникаючi/вибухаючi
градiєнти стали основною завадою, яку буде детально описано у пiдроздiлi 1.2 Деградацiя.
Нейронна мережа глибокого залишкового навчання(ResNet) опублiкована у 2015 дослiдниками
з Microsoft Research [He et al., 2016a], що займалися процесом деградацiї. Як результат, ResNet
досягає найкращих результатiв на складному ImageNet наборi даних [Russakovsky et al., 2015]
з безпрецендентною глибиною.

10.8.2 Деградацiя

Одна головна перевага Нейронних мереж глибинного навчання це їх можливiсть навчатися
бiльш абстрактним особливостям вхiдних даних iз зростанням глибини [Zeiler and Fergus, 2013,
Goodfellow et al., 2016]. This hierarchical nature робить Нейроннi мережi глибинного навчання
iдеальними для розпiзнавання зображень, оскiльки це дозволяє Нейронiй мережi захоплювати
простi особливостi як вершини та ребра на раннiх шарах та об’єднати їх на глибшихi шарах для
абстрактного представлення. Отже, збiльшення глибини мережi повинно дозволяти мережi
вивчати бiльш абстрактнi уявлення [Bengio et al., 2013]. Проте, було помiчено, що продуктивнiсть
мережi падає пiсля певної глибини не лише коли мережа застосовується на тестових данних а
також для даних авчання. Iншими словами, обидвi тестова та точнiсть тренування падає якщо
у мережу додається бiльше шарiв, це називається ефектом деградацiї в глибоких мережах.
networks[He et al., 2016a, Srivastava et al., 2015, 201, 2018]. Графiк на Figure 50 є типовим
прикладом [He et al., 2016a].
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Рис. 50: Помилки тренування (лiво) i помилки тесту (право) на CIFAR-10 з 20-шарами та з
56-шарiв “простi” мережi. Глибша мережа має вищi показники помилок для тренування, та
слiдством помилку тестування.
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Деградацiя не є iнтуiтивно зрозумiлою так як iз додаванням шарiв, очiкується що мереж=
має можливiсть(вмiння) iнтегрувати особливостi високого рiвня для тренувальних даних, та
результатом надавати кращi тренувальнi результати. Крiм того, це також природньо думати,
що якщо додати шари вiдображення iдентичностi(identity mapping), глибша мережа має пiдходити
для тренувальних щонайменше так само як до цього. Одне з можливих пояснень, ми можемо
бачити у assignment 1, може бути зникаючi/вибухаючi градiєнти [Bengio et al., 1994, Glorot and
Bengio, 2010] якi є перешкодами на шляху до зближення, особливо коли мережi дуже глибокi.
Тим не менш, цi проблеми були вирiшенi застосуванням нормалiзованої iнiциалiзацiї [LeCun
et al., 1998, Glorot and Bengio, 2010, Saxe et al., 2013, He et al., 2015] та промiжними шарами
нормалiзацiї(пакетна нормалiзацiя) [Ioffe and Szegedy, 2015b].

Для спостереженням явища деградацiї, уявимо, що ми маємо дрiбнiше мережу з k шарiв
та ми додаємо m шарiв вiдображення iдентичностi (identity mapping layers) до цiєї мережi та
порiвнюємо помилки тренування обох мереж. Такий експеремент передбачає, що такi мережi
важко навчати вiдображеню перехресно на кiлька нелiнiйних шарiв, тобто не всi системи
однаково легко оптимiзувати. Переважно, складнiше пiдходити до вiдображення iдентичностi
(identity mapping) F (x) = x нiж нульове вiдображення F (x) = 0 группи нелiнiйних шарiв. Для
вирiшення проблеми деградацiї, deep residual learning framework представлено [He et al.,
2016a].

10.8.3 Глибоке залишкове навчання

Залишкове навчання

Враховуючи Ω(x) як базове зiставлення для вiдповiдностi, яке можна розмiстити кiлькома
накладеними шарами (не обов’язково усю мережу), з x позначають входи для першого з цих
шарiв[He et al., 2016a]. Введемо залишкову функцiю: F (x) := Ω(x)−x (У оригiнальному текстi
автора, F (x) це функцiя активацiї Relu, але використання Relu не обов’язково; ми думаємо
iншi диференцiйнi активацiї мають працювати теж). Оригiнальна функцiї mapping може бути
представлена, як Ω(x) := F (x) + x. Порiвняно з навчанням Ω(x) у традицiйних нейронних
мережах, переформулювання вводить iдентифiкацiйнi зв’язки мiж шарами.

Identify Mapping by Shortcuts

Автор He et al. [2016a] застосував залишок до кожного будiвного блока який складається з
декiлькох накладених шарiв. Будiвнi блоки визначено як:

y = F (x, {Wi}) + x (57)

де x i y є входом та виходом векторiв будiвних блокiв. Функцiя F (x, {Wi}) представляє
залишкове вiдображення, яке необхiдно навчити. З’єднання мiж функцiєю F (x, {Wi}) та
вводом x має назву shortcut connection. Приклад на Fig.1 [He et al., 2016a] представляє будiвельнi
блоки з двома шарами навчання, F = W2F (W1x).

Згiдно з визначеннямм будiвельних блокiв у Eqn.(1), розмiрнiсть x та F має бути рiвними.
Якщо нам необхiдно узгодити ввiд/вивiд вимiрiв, ми представляємо iнший лiнiйну проекцiю
Ws завдяки найкоротшим з’єднанням (which we have done in lab 4):

y = F (x, {Wi}) + Wsx (58)
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Дослiдники у He et al. [2016a] показали, що не обов’язково використовувати квадратну матрицю
Ws у Eqn.(1). Якщо ми обираємо багато шарiв iз згорткою, як у функцiї F (x, {Wi}, поелементне
додавання буде виконуватися на двох картах, канал за каналом. Такi змiни є ефективним
розрахунком та вiльним вiд параметрiв.

Переважно, блоки будiвництва з об’єднаними шарами може бути названа "Residual Unit"та
бути представлена у формi [He et al., 2016b]:

yl = h(xl) + F (xl,Wl),xl+1 = f(yl) (59)

де h(xl) = xl це iдентичний мапiнг (the identical mapping) та f це ReLU функцiя.

Рис. 51: Залишкове навчання: блок будiвництва

Мережевi архiтектури

Автор He et al. [2016a] використовує VGG-19модель, просту мережу та одну ResNet в якостi
прикладiв для порiвняння та обговорення. Архiтектури прикладiв мереж показано на Fig.2
[He et al., 2016a].

Залишкова мережа: Найкротшi шляхи(shortcuts) з’єднань доданi для конвертацiї простої
мережi у ResNet, показано на Fig.2. Шляхи що позначенi лiнiями означають iдентичне вiдображення.
Пунктирнi шляхи представляють двi потенцiйнi опцiї коли збiльшується розмiрнiсть. (A)
Найкоротший шлях(shortcut) виконує зiставлення iдентифiкаторiв з нульовим заповненням
для збiльшення розмiрiв. (B) Найкоротшi шляхи(shortcuts) забезпечують вiдповiднiсть розмiрам
згортки 1x1.
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Рис. 52: Приклад архiтектур для мереж ImageNet. Лiворуч: Модель VGG-19 [Simonyan and
Zisserman, 2014] (19.6 billion FLOPs) як силка. Центр: проста мережа з 34 шарами (3.6
billion FLOPs). Праворуч: залишкова мережа з 34 шарiв iз параметрами (3.6 billion FLOPs).
Пунктирнi шляхи(shortcut connection) збiльшують розмiрнiсть.

10.8.4 Переваги

ResNet найбiльш використовувана у завданнях класифiкацiї зображень. Експеременти у [He
et al., 2016a], показують що ResNet має три головнi переваги.

1. 34-шарова ResNet виконується краще за 18-шарову ResNet; обидвi показник тренувальної
та валiдацiйної помилки зменшуються, що доводить у ResNet деградацiя для точностi
тренування вiдсутня. Тож, додавання шарiв може пiдвищити точнiсть розпiзнавання
зображень.
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2. З такою самою кiлькiстю параметрiв, ResNet зменшує помилку навчання у порiвняннi з
34-гарами простої нейронної мережа (AlexNet, VGG .etc).

3. Для 18-шарової моделi з точнiстю ResNet сходиться швидше нiж iншi простi нейроннi
мережi. Таке перевага має бути особливо корисним для зображень з низькорiвневими
характеристиками (такi як лiнiї, край та контури для роспiзнавання зображень).

10.8.5 Додатковi матерiали

18-рiвнева мережу - це просто пiдпростiр в 34-рiвневої мережi, i вона все ще працює
краще. ResNet виграє зi значним вiдривом, якщо мережа глибше:

Рис. 53: Навчання в ImageNet. Тонкi кривi позначають помилку навчання, а жирнi кривi
позначають помилку валiдацiї. Лiворуч: простi мережi з 18 i 34 шарiв. Праворуч: ResNets
з 18 i 34 шарiв. На цьому графiку залишковi мережi не мають додаткових параметрiв у
порiвняннi з їх звичайними аналогами.

10.8.6 Результати дослiджень нейронної мережi iз глибоким залишковим навчанням

Пропуск з’єднань i активацiя пiсля додаваня

Хоча оригiнальний ResNet, що реалiзує He et al. [2016a] апроксимує iндентичнi зв’язки та
чомусь вирiшує проблему деградацiї, шари все ще використовують нелiнiйну активацiю, як
ReLU, пiсля iдентичних з’єднань. Цi нелiнiйностi перешкоджають розповсюдженню градiєнта.
[He et al., 2016b] запропонував прямi i зворотнi сигнали, якi можуть передаватися безпосередньо
з одного блоку до будь-якого iншого блоку, коли використовується зiставлення iдентифiкаторiв,
такi як пропуск з’єднань та активацiя пiсля додавання, див. на Рисунок 3(b)[He et al., 2016b].
Реконструйована "Залишковий Юнiт"("Residual Unit") може бути представлена у виглядi:

xl+1 = xl + F (xl,Wl) (60)
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Рекурсивно, (xl+2 = xl+1 + F (xl+1,Wl+1) = xl + F (xl,Wl) + F (xl+1,Wl+1), etc.) ми маємо

xL = xl + ΣL−1
i=l (xi,Wi) (61)

Рис. 54: (a) оригiнальний Залишковий Юнiт; (b) реконструйований Залишковий Юнiт

Resnet в Resnet

[Targ et al., 2016] запропонував Resnet в Resnet (RiR), який встановлює традицiйний згортковий
шар поруч iз кожним шаром ResNet. Ця архiтектура дозволяє паралельним шарам обмiнюватися
iнформацiєю мiж собою. RiR схожий на LSTM [Hochreiter and Schmidhuber, 1997], який може
навчитися довгостроковим структурам ResNet.

Рис. 55: (a) 2-шаровий блок ResNet. (b) 2 узагальненi залишковi блоки (ResNet Init). (c)
2-шаровий блок ResNet з 2 узагальнених залишкових блокiв (сiрi з’єднання - 0). (d) 2-шаровий
блок RiR.[Targ et al., 2016]

115



ResNet з експоненцiально лiнiйним юнiтом

[Shah et al., 2016] комбiнує експоненцiальнi лiнiйнi юнiти з ResNets, щоб показати покращену
продуктивнiсть навiть без нормалiзацiї групи.

10.8.7 Виклики

Неможливе вивчення параметрiв

Подiбно до iнших простих нейронних мереж, кожен навчальний рiвень має свою вагу. У
першому домашньому завданнi ми побачили повнiстю зв’язану лiнiйну модель, яка має зникаючi
або вибухаючi градiєнти, що може спричинити непрактичне вивчення ваг. Це також може
з’явитися в ResNet.

В одному з ResNet, який ми тренували минулого семестру, ми спостерiгали або вибухаючi
градiєнти, якi не дали результатiв, або дуже мiнливi градiєнти, що призводять до великої
похибки в навчаннi, i це дуже часто зустрiчається i в роботi iнших дослiдникiв. Ми розумiємо,
що порiвняно з iншими звичайними мережами додавання залишкових блокiв у навчаннi ResNet
дiйсно може зменшити помилку в навчаннi, але це також може призвести до додаткових
параметрiв, якi можуть значно збiльшити час навчання. Бiльше того, кожен доданий шар
повинен зберiгати вивчену iнформацiю, що призводить до додаткових витрат пам’ятi.

Генерацiя надлишкових особливостей

Кожен навчальний рiвень ResNet повинен витягувати рiзну iнформацiю з попереднiх шарiв,
тому наступнi шари можуть мати подiбнi особливостi, до попереднiх. Таке формування надлишкових
особливостей зазвичай поширене в класифiкацiях зображень, особливо коли вхiдне зображення
має лише функцiї низького рiвня. Нещодавно було розроблено кiлька методiв, таких як вiдсiвання,
Групова Нормалiзацiя(Batch Normalization), якi можуть полегшити цю проблему, але занадто
велика регуляризацiя пiд час навчальних процесiв може також спричинити втрату iнформацiї.

10.9 Опитування про найкращi мережi на ImageNet
Цей пiдроздiл пiдсумовує Аналiз Глибоких Нейромережевих Моделей Для Практичного Застосування
Canziani et al. [2016], який в основному описує результати опитування про найкращi мережi
на ImageNet.
Мотивацiєю Canziani et al. [2016] є оцiнка продуктивностi глибоких нейронних мереж на
ImageNet, iншi показники, крiм точностi, такi як розмiр пам’ятi, параметр, операцiї, також
мають вирiшальне значення в практичних розгортаннях та додатках.
Причини полягають у тому, що якщо кiнцевою метою моделей є лише досягнення максимально
можливої точностi прогнозування в багатокласному класiфiкацiйному завданнi, виникнуть
iншi занепокоєння.
Перш за все, поширена практика в Глибоких нейронних мережах, яка називається усередненням
моделей або ансамблем, збiльшить обчислювальну суму, необхiдну для часу навчання. По-друге,
рiзнi методи вибiрки матимуть рiзну точнiсть. По-третє, важливiсть часу виводу не враховується
належним чином. Для вирiшення згаданих вище питань, Canziani et al. [2016] порiвняли
передовi архiтектури глибоких нейронних мереж, якi були поданi до ImageNet challenge протягом
останнiх чотирьох рокiв з точки зору обчислювальних вимог, а також точностi. У статтi
повiдомлялося про їх результати та порiвняння.
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1. Точнiсть

Як показано на Figure 1 вище, ResNet та Inception Architecture перевершують iншi майже
на 7% у точностi.

Figure 2 не тiльки вiзуалiзує точнiсть, але також обчислювальнi витрати та кiлькiсть
параметрiв мережi. Цифра показала, що VGG - найдорожча архiтектура.

2. Час Виводу & Енергiя

Figure 3 показав, що VGG має лiдируючий час за зображення, а AlexNet прискорюєтья
втричi вiд розмiру групи вiд 1 до 64. Тим часом з Figure 4, споживання енергiї не
залежить вiд розмiру групи.

3. Пам’ять
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На Figure 5 показано, що спочатку пам’ять є постiйною, а потiм збiльшується зi збiльшенням
розмiру групи. На Figure 6 мiнiмальний об’єм пам’ятi становить 200 МБ, потiм вiн лiнiйно
збiльшується з нахилом 1,3.

4. Операцiї

У статтi зазначено, що пiдрахунок операцiй є важливим при оцiнцi часу виводу, а також
розмiру апаратної схеми. На Figure 7 ми бачимо, що зв’язок мiж кiлькiстю операцiй
та часом висновку на одне зображення є лiнiйним. Таким чином, обмежуючи кiлькiсть
операцiй, ми можемо пiдтримувати швидкiсть обробки в корисному дiапазонi.

5. Використання параметрiв
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Глибокi нейронi мережi вiдомо що не є ефективними у використатi всiх їхнiх потужностей,
тобто кiлькостi подiлених параметрiв на ступенi свободи. З картинки вище ми бачимо,
що, хоча VGG має кращу точнiсть чим AlexNet(з картинки 1), вiн також має гiршу
щiльнiсть iнформацiї. ENet досягає найвищих балiв.

10.10 DenseNet
10.10.1 Вступ

Нейронна мережа - це парадигма програмування, яка дозволяє комп’ютеру вчитися на данних
iз спостереженнь. Тенденцiї останнiх рокiв вказують на бiльш глибоке направлення. Згортковi
нейронi мережi (ЗНМ) є домiнуючими методом навання машин вже 20 рокiв, який дозволяє
глибоке навчання. Однак, ЗНМ стає глибше i глибше, iнформацiя о вхiдних або градiєнти
може зникати i зникати, коли вони досягають певного глибинного шару. Бiльш конкретно,
шляхом простого складання шарiв разом, сигнал градiєнта повинен поширюватись назад по
всiх шарах, щоб забезпечити успiшне оновлення мереж, а отже виникає проблема зникнення
градiєнта. В цьому випадку було запропоновано новi роботи з рiзними способами зробити
згортковi мережi глибшими, бiльш точними та ефективними у навчаннi, забезпечивши градiєнт
який може легко досянути всi шари мережi в глибокiй мережi.Тому метою сучасної архiтектури
останнiх запропонованих пiдходiв є створення коротких шляхiв вiд раннiх шарiв до подальших
шарiв, щоб забезпечити доставку iнформацiї.

В пiдсумку, ми узагальнимо вiдомий документ Щiльно пов’язанi конволюцiйнi мережi11,
яка представяє нову сучасну архiтектуру, щiльно пов’язаної конволюцiї мережi. DenseNets

11Хуанг, Гао, Чжуан Лю, Кiлiан К. Вайнбергер i Лоренс ван дер Маатен. "Щiльно пов’язанi конволюцiйнi
мережi."У матерiалах конференцiї IEEE з комп’ютерного бачення та розпiзнавання образiв, том 1, №. 2, с. 3.
2017.
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використовує iдею скорочення шляхiв, щоб сформувати просту схему зв’язку, тобто об’єднати
кожен шар з усiма попереднiми шарами та передаючи на власнiй картi-особливостей у всi
наступнi шари.

10.10.2 Супутнi роботи

Серед усiх згорткових нейронних мереж, Highway Networks 12 були першими ефективими
методами для тренерування понад 100 шарiв. Обхiднi шляхи, що використовуються в Highway
Network, вiдiграють валживу роль для пiдготовки дуже глибоких мереж. ResNet пiдтримує
цi обхiднi методи, якi успiшно покращують навчання мереж з розмiром бiльше нiж 1000
шарiв. Традицiйнi ResNet пiдключають вихiдний шар до наступного [Huang et al., 2016].
Градiєнт проходити крiзь функцiя identity мiж зєднаними шарами. Iнший пiдхiд тренерувати
глибокi мережi є збiльшення ширини мережi. GoogLeNet i FractalNet досягають конкурентних
результатiв на навчальному наборi даних, використовуючи широку структуру13. Однак, результати
вищезазначених методiв пiдсумовуються до кiнцевого стану, який може вплинути на роботу
мережi. Для покращення iнформацiйного потоку, DenseNet представлена для використання
мережi за через з’єднання шарiв за iншим шаблоном для того щоб повторно використовувати.

10.10.3 Архiтектура DenseNets

• Щiльнiсть зв’язку

У DenseNets функцiї всiх попереднiх шарiв використовуються вхiднi данi для наступних
шарiв. Кожен шар отримує iнформацiю про функцiї всiх попереднiх шарiв, а не лише вiд
попереднього шару. Для кожної реалiзацiї кiлька входiв шарiв Н об’єднуються в один
тензор. Всього в DenseNets можна знайти L(L+ 1)/2 з’єднаннь.

xl = Hl([xo, x1, ...., xl−1]) (62)

де [x0, x1, ..., xl−1] об’єднанн карт-особливостей створенних на кожному шарi.

• Композицiйна функцiя

H представляється як функцiя-композицiя з трьох операцiй: групова нормалiзацiя (BN),
ректифiкована лiнiйна одиниця(ReLU) та супроводжується 3X3 згорткою(Conv).

12Шрiвастава, Рупеш K., Клаус Грефф та Юрген Шмiдхубер. "Навчання дуже глибоких мереж."У
досагненнi нейронних систем обробки iнформацiї, ст. 2377-2385. 2015.

13Сугудi, Крiстiан, Вей Лю, Янцин Цзя, П’єр Сермане, Скотт Рiд, Драгомiр Ангуелов, Думiтру Ерхан,
Вiнсент Ванхоук та Ендрю Рабiнович. "Заглиблення у згортки."Cvpr, 2015.
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• Об’єднання шарiв

Зменшення вибiрки шарiв для того щоб змiнити розмiр карти-особливостей є важливим
в згорткових нейронних мережах. Для DenseNets, мережi подiленi на кiлька з’єднанних
блокiв. Шари мiж блоками вiдомi як перехiднi шари, якi задiянi в згортках i об’єднаннi.

• Темпи росту

На вiдмiну вiд iснуючих мереж, DenseNet може мати дуже вузькi карти-особливостей, якi
позначаються як k, швидкiсть росту мережi. Темп росту вiдображає, наскiльки бiльше
нової iнформацiї додається до iснуючої iнформацiї. В експериментах, малий темп росту
є достатнiм для ефективного тренування набору даних.

10.10.4 Експерименти

Автори протестували DenseNet на трьох наборах даних, щоб порiвняти їх моделi з iншими
архiтектурами. Зокрема, вони використали CIFAR набiр даних який мiстить 32*32 кольоровi
пiкселiьнi картинки, Street View House Number(SVHN) набiр даних який мiстить 32*32 кольоровi
цифровi зображення та ImageNet(ILSVRX 2012 класифiкацiйний набiр даних) з бiльш нiж 1.2
мiльйонами зображень.

Всi мережi вони тренерували основуючись на стохастичному градiєнтному спуску з початковою
швидкiстью 0.1 Варто зазначити, що наївна реалiзацiя DenseNet може мiстити неефективнiсть
пам’ятi. Таким чином, ефективна реалiзацiя використання пам’ятi для DenseNet є важливим
аспектом та є детально розробленою в поточнiй сессiї.

Автори тренерували DenseNet модель з рiзними значеннями глибини(L) та швидкiстю
росту(k) на вибраних наборах даних. Вони показали, що DenseNet має хорошi показники
порiвняно з iншими архiтектурами.

Класифiкацiя результатiв на CIFAR i SVHN показали що:

• DenseNet зазвичай виконується краще при бiльшому L i k без компресiї та вузьких мiсцях.
Це означає, що DenseNet має потенцiал поглиблюватись та збiльщуватись, уникаючи
проблем iз перенавчанням та оптимiзацiєю ResNet.

• Порiвнюючи з ResNet, DenseNet має бiльше ефективнi параметри.

• Через ефективнiссть параметрiв DenseNet, вона менше страждає вiд перенавчання. DenseNet-BC
вузьке мiсце та компресiя шарiв згаданих вище вважаються ефективими для протидiї
перенавчання.

Класифiкацiя результатiв на ImageNet показує що:

• На вiдмiну вiд ResNet, DenseNet використовує значно меншше параметрiв i обраховує
поки не досягне того ж самого рiвня продуктивностi як ResNet.

• Продуктивнiсть DenseNet може бути покращенн за допомогою бiльш широкого пошуку
гiперпараметрiв.
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10.10.5 Ефективна реалiзацiя пам’ятi DenseNet

Як i зазначено вище, DenseNet має вищу ефективнiсть обчислення. Проте неефективнiсть
пам’ятi є проблемою при тренуваннi надзвичайно глибоких DenseNets. Можливим рiшенням
може бути використаннi буфери спiльної пам’ятi i переобчислення деяких перетворень.

• Наiвна реалiзацiя
Входи для кожного шару є функцiями попереднiх шарiв. Елементи, що походять з
рiзних шарiв, не зберiгаються сумiжно. Дана реалiзацiя видiляє пам’ять для об’єднання
i нормалiзацiї виводiв так як градiєнт промiжнi ознаки. Рiст пам’ятi є квадратичним.

• Ефективна реалiзацiя пам’ятi
Мiсця зберiгання спiльної пам’ятi стовреннi для того щоб уникнути квадратичний рiст
пам’ятi. Операцiїї пакетної нормалiзацiї беруть об’єднаннi признаки з спiльної пам’ятi
сховища 1 як вхiднi данi та зберiгають вихiднi данi у сховищi спiльної пам’ятi 2. Для двох
сховищ, їх данi не є постiйними i будуть замiненi наступним шаром. Пiд час зворотнього
росповсюдження, об’єднаннi i нормалiзованi особливостi перераховуються, оскiльки перерахунок
є дешевим. Таким чином, ця ефективна реалiзацiя зберiгає лише вихiднi особливостi в
пам’ятi, якi ростуть лiнiйно.

10.10.6 Переваги

На основi рузультатiв експерименту та архiтектури DenseNet ми отримали наступнi переваги
для цiєї мережi:

• DenseNet заохочує повторне використання особливостей, що призводить до бiльш компактної
моделi. Карта-особливостей навчена на будь-яких попереднiх шарах може бути доступна
для всiх наступних шарiв. Повторне використання особливостей допомагає менше страждати
DenseNet вiд перенавчання.
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• DenseNet має кращi показники продуктивностi порiвнянно з iншими архiтектурами зазначених
вище. Це є потенцiйно тому що неявний глубокий нагляд вбудований в модель архутектури.
Всi шари в DenseNets мають однакову функцiю втрат, i кожен шар DenseNet має прямий
доступ до градiєнтiв вiд функцiї втрат.

• DenseNet пiдтримує низьку складнiсть функцiй.

10.11 Повнiстю згортковi мережi на семантичнiй сешментацiї
10.11.1 Семантична сегментацiя

У роботi Сто шарiв Тiрамiсу: повнiстб згорнутi DenseNets для семантичної сегментацiїї14,
ще одна розробка DenseNets представлена щодо застосування семантичної сегментацiї. Семантична
сегментацiя включає три сполучнi частини: шлях зменшення вибiрки, який вилучає грубi
семантичнi особливостi, шлях збiльшення вибiрки, який повинен повернути вихiдну роздiльну
здатнiсть до початкового стану, та модель постобробки для оптимiзацiї кiнцевих результатiв
у моделях, таких як умовне випадкове поле.

Як згадувалось ранiше, сучасна архiтектура DenseNets має декiлька головних переваг.
По-перше, вона вимагає менше параметрiв нiж традицiйна згорткова мережа, так як вона
повинна навчати повторюванi карти-особливостей. По-друге, DenseNets покращую потiк iнформацiї
i градiєнтiв через короткий шлях до кожної карти особливостей. По-третє, шари можуть
отримати доступ до карти-особливостей з усiх попереднiх шарiв для повторного використання
iнформацiї з ранiше розрахованих карт-особливостей. Всi переваги DenseNets роблять їх придатними
для семантичної сегментацiї.

10.11.2 Архiтектура повнiстю згорткових мереж

DenseNet архiтектура в подальшому розширюється до повнiстю згорткових мереж для семантичної
сегментацiї. Архiтектура повнiстю згорткових мереж побудована шляхом зменшення вибiрки,
шляхому збiльшення вибiрки i пропуском з’єднання.

14Джегу, Саймон, Мiхал Дрозджал, Давiд Васкес, Адрiана Ромеро та Йоуша Бенджо. "Сто шарiв тiрамiсу:
повнiстю згорнутi мережi для семантичної сегментацiї."У семiнарах "Комп’ютерне бачення та розпiзнавання
зразкiв"(CVPRW), 2017 IEEE Конференцiя , ст. 1175-1183. IEEE, 2017.
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• Зменшення вибiрки

При зменшеннi вибiрки, кiлькiсть особливостей зростає лiнiйно. Однак, для компенсацiї,
просторова роздiльна здатнiсть кожної карти-особливостей зменшується пiсля об’єднання.
Останнiй шар всього зменшення вибiрки також вiдомий як вузьким мiсце, як i згадано
ранiше.

• Збiльшення вибiрки

Протягом попереднього зменшення вибiрки, роздiльна здатнiсть була зменшенна, для
того щоб вiдновити роздiльну здатнiсть, збiльшення вибiрки представленно, як композицiя
згорток, операцiй збiльшення виборки та пропуску з’єднаннь. Зокрема, у моделi DenseNet
операцiя згортки вiдноситься до щiльного блоку, операцiй збiльшення вибоки - переходу
в верх.

• Модуль переходу вгору

Модуль переходу вгору - це перенесена згортка, яка здатна збiльшити виборку попереднiх
шарiв особливостей. Потiм збiльшена виборка особливостей об’єднується з пропущенними
з’єднаннями в новий щiльний блок. Однак, Однак, пiдчасу процесу збiльшення виборки,
роздiльна здатнiсть збiльшується та простiр пам’ятi стає бiльше. Отже, щоб подолати
цей лiмiт пам’ятi, вхiд щiлного блоку не об’єднується з виходом, тiльки особливостi з
останнього щiльного блоку замiсть карти-особливостей застосовується. Останнiй щiльний
блок не може мiстити iнформацiю з раннiх щiльних блокiв того ж самого розмiру. Хоча
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деяка iнформацiя з раннiх блокiв може бути втрачена, але вона iнсує в попредньому в
зменшенiй виборцi мережi i буде отримана через пропуск з’єднаннь. Загалом, весь процес
пiдтримує оригiнальну роздiльну здатнiсть вхiдних особливостей.

10.11.3 Висновок

У цiй роботi автори розширили DenseNets до повнiстю згорткових мереж, що мають глибокi
шари та декiлька параметрiв, i, отже, зможуть полiпшити загальну ефективнiсть стану художньої
архiтектури. Що ще важливiше, завдяки розумним моделям зв’язку повнiстю згорнутих мереж,
вiн може представляти ансамбль мереж iз змiнною глибиною, що буде дуже цiкавим для
реалiзацiї у проблемi семантичної сегментацiї.

10.12 Генеративнi змагальнi мережi (GANs)
10.12.1 Вступ

Генеративнi змагальнi мережi (GAN) були представленi в роботi GAN (Goodfellow et al.,
2014). Глибокi генеративнi моделi вiдрiзняються вiд традицiйних дискримiнацiйних моделей
глибокого навчання, якi базуються на алгоритмах зворотного розповсюдження та вiдсiву, якi
добре виконують градiєнт, забезпечений кусочно лiнiйними одиницями. Зокрема, це допоможе
уникнути труднощiв наближення багатьох нерозв’язних iмовiрнiсних обчислень та використання
переваг кусочно лiнiйних одиниць у генеративному контекстi.

GAN - це глибокi нейромережевi архiтектури, що складаються з двох мереж, якi протистоять
одна однiй (тобто "конкурентнiсть"). Основну iдею того, як працює модель, можна описати як
змагання мiж двома компонентами, в якiй вони будуть бити один одного повторними кроками,
поки обидва показники не стануть достатньо хорошими, i, таким чином, рiзниця мiж ними
досягне мiнiмальної стадiї.

10.12.2 Архiтектура

Є два основнi компоненти GAN - генератор та дискримiнатор. Генератор G(z; θg) приймає
ведення z з попереднього розподiлу ймовiрностей pz(z) де G це диференцiйована функцiя,
представлена багатокористувацьким персептроном з параметрами θg. Другий шар персептрону
D(x) представляє ймовiрнiсть того, що x походить вiд даних, а не вiд розподiлу генератора
pg.
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GAN виконується як мiнiмакс-гра для двох гравцiв iз функцiєю значення V (G,D):

min
G

max
D

V (D,G) = Ex∼pdata(x)[logD(x)] + Ez∼pz(z)[log(1−D(G(z)))]

Iншими словами, генератор намагається максимiзувати ймовiрнiсть того, що дискримiнатор
помилково вводить свої входи як реальнi, тодi як завдання дискримiнатора прямо протилежне,
тобто вiн повинен вирiшити, чи надходить вхiд вiд генератора або вiд справжнього навчального
набору.

Частини навчання GAN.
Є 2 частини, якi виконуються послiдовно на етапi навчання. Прохiд 1: Тренування дискримiнатора
та заморожування генератора. Заморожування означає встановлення навчання як помилкове.
Мережа робить лише прямий прохiд, i зворотне розповсюдження не застосовується

Прохiд 2: Тренування генератора та заморожування дискримiнатора

Кроки для тренування GAN

Крок 1: Визначте проблему. Визначте цiль (тобто згенеруйте зображення або текст) i
переконайтесь, що ви зiбрали для цього достатньо даних.

Крок 2: Визначте архiтектуру GAN. Вирiшiть, яку архiтектуру ви повиннi використовувати
як для генератора, так i для дискримiнатора, багатошарових персептронiв або згорткових
нейронних мереж.

126



Крок 3: Навчiть дискримiнатор на реальних даних за n проходiв. Навчiть дискримiнатор
правильно прогнозувати реальнi данi як реальнi.

Крок 4: Створiть пiдробленi вхiднi данi для генератора та навчайте дискримiнатор
на пiдроблених даних. Навчiть дискримiнатор правильно передбачати сформованi данi
як пiдробленi.

Крок 5: Навчiть генератор з виходом дискримiнатора. Навчiть генератор обдурювати
дискримiнатор.

Крок 6: Повторiть крок 3 - крок 5 кiлька разiв.

Крок 7: Перевiрте, чи неправдивi данi видаються законними. Якщо це здається
доречним, припинiть тренування, iнакше перейдiть до кроку 3.

10.12.3 Результат

Теоретичнi результати

1. Глобальна оптимальнiсть pg = pdata

Для фiксованого G , оптимальний дискримiнатор D це

D∗
G(x) =

pdata(x)

pdata(x) + pg(x)
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2. Збiжнiсть алгоритму 1

ЯкщоG таD мають достатню потужнiсть, i на кожному кроцi алгоритму 1 дискримiнатору
дозволяється досягти свого оптимального значенняG, а pg оновлюється з метою покращення
критерiю

Ex∼pdata
[logD∗

G(x)] + Ex∼pg
[1− logD∗

G(x)]

тодi pg конвертується у pdata.

Експериментальнi результати

Коли i G, i D є нейронними мережами прямого зв’язку, результати, якi ми отримуємо вiд
навчання з набору даних MNIST та набору даних TFD, є такими.

Рис. 56: MNIST

Рис. 57: TFD

10.12.4 Пеерваги & Недолiки

GANs є потужним iнструментом для навчання класифiкаторiв напiвнаглядом, коли недостатньо
позначених прикладiв. Вiн генерує зразки швидше, нiж повнiстю видимi мережi довiри (NADE,
PixelRNN, WaveNet тощо), оскiльки немає необхiдностi генерувати рiзнi записи у зразку послiдовно.
GANs не покладаються на наближенi значення Монте-Карло для навчання, якi погано працюють
у великого розмiру просторах, тому, наприклад, GANs працюють ефективнiше, нiж машини
Больцмана, якi покладаються на методи Монте-Карло пiд час навчання на ImageNet.

Однак GANs iнодi нестабiльнi, оскiльки навчання моделi GAN вимагає пошуку рiвноваги Неша
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в грi. Якщо думате про те, що дискримiнацiйна частина є потужнiшою, нiж її колега-генератор
на етапi навчання, тодi генератор не зможе ефективно тренуватися. З iншого боку, якщо
генератор набагато потужнiший за дискримiнатор, тодi генерується будь-яке зображення.
Хоча iнодi градiєнтний спуск може сприяти пiдвищенню стiйкостi, вiн не працює весь час, i на
цьому етапi немає хорошого алгоритму пошуку рiвноваги. Бiльше того, GAN важко навчитися
генерувати дискретнi данi, такi як текст.

10.13 Глибокi згортковi генеративнi змагальнi мережi
Оригiнальна робота про Генеративнi змагальнi мережi вiд Goodfellow et al. [2014] запропонувала
нову архiтектуру для пiдготовки генеративної моделi. Ця робота залишила багато мiсця для
подальшої роботи. Створення хорошої генеративної моделi є мотивацiєю для GANs, а при тому,
що генерацiя зображень виконується експериментальним шляхом, було вражаюче побачити
створенi зображення, враховуючи, що реалiзацiя GAN використовувала лише повнiстю зв’язанi
шари. У доменi контрольованого навчання, коли зображення використовуються як вхiднi данi,
згортковi архiтектури показали надзвичайну ефективнiсть (просто див. Роздiл 10.9).

Враховуючи потенцiал, який демонструють GAN, i величезний успiх згорткових архiтектур
в областi комп’ютерного зору, Редфорд, Мец та Чiнтала запровадили новий клас CNN, заснований
на обох цих iдеях, пiд назвою Deep Convolutional Generative Adversarial Network (DCGAN). у
їхнiй роботi Radford et al. [2015].

Представлення зображень

Робота у Goodfellow et al. [2014] показала, що хорошi зображення в MNIST та iнших наборах
даних малих зображень можуть бути створенi за допомогою моделi лiнiйних шарiв. Однак,
як було показано, зображення є чудовим кандидатом для оператора згортки через локалiзацiю
об’єктiв на зображеннях та той факт, що часто об’єкти присутнi в декiлькох мiсцях зображення.
Тому при генерацiї зображень було б корисно мати пул багаторазових функцiй, на якi можна
посилатися. Крiм того, загальнi риси присутнi у багатьох природних зображеннях, i їх не
потрiбно спецiально маркувати, щоб їх можна було iдентифiкувати за допомогою некерованого
алгоритму навчання. Нарештi, хоча ImageNet та iншi набори даних забезпечують безлiч зображень
iз мiтками, кiлькiсть немiчених зображень набагато бiльша, i об’єднання позначених та немiчених
зображень можна використовувати для навчання без нагляду.

Враховуючи багатство доступних немаркованих зображень та iндуктивнi упередження,
наявнi в природних зображеннях, має сенс поєднувати згортковi оператори з некерованим
алгоритмом навчання, таким як GAN. Пiсля вивчення хороших екземплярiв, у мережах генераторiв
та дискримiнаторiв з’являться хорошi генератори та екстрактори характеристик. Потiм вони
можуть бути використанi як екстрактори функцiй для бiльшої контрольованої моделi, тобто
ця модель матиме переваги для завдань такi як класифiкацiя зображень.

Архiтектура

Три основнi архiтектурнi компоненти DCGAN:

1. Всi згортковi: замiсть того, щоб використовувати пул для подальшої вибiрки, використовуйте
поетапнi згортки. Це дозволяє мережi навчитися власному зменшенню вибiрки. Цей
прийом використовується як в дискримiнаторi, так i в генераторi (див. фiгуру 58) де
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Рис. 58: Generator design for the DCGAN architecture

кроки стають дробовими (вiрнiше, перенесена згортка з кроками) i викликається збiльшення
вибiрки.

2. No fully connected layers: remove fully connected layers from the top of the components.
Hence the output of the discriminator (which is spatial with channels) is used directly as the
input to the discriminator. The authors of Radford et al. [2015] motivated this architectural
choice by indicating that it lead to faster convergence.

3. Batch Normalization Ioffe and Szegedy [2015a]: the authors found that Batch Normalization
lead to more stable learning as it allowed gradients to flow with more ease. This was applied to
every layer with the exception of the output of the generator and input to the discriminator.

In addition to the architectural choices listed above the authors suggested using ReLU Nair and
Hinton [2010] at every layer in the discriminator, minus the last layer which used tanh (ostensibly to
more easily allow the model to reach all the possible colors). The discriminator, on the other hand,
used leaky ReLUs Xu et al. [2015] which allowed more gradient to flow through the discriminator
(especially important at the beginning of training when the generator produces images obviously
off the data manifold).

Performance

The DCGAN model was able to help train a classifier to near state-of-the-art performance on
CIFAR-10 (compared to other unsupervised feature extraction models). Here the layers from the
discriminator were used as a feature extractor, with a linear model on top to do the actual
classification. This model achieved 82.8% accuracy on CIFAR-10 (and, notably, the discriminator
was trained on ImageNet, not CIFAR-10).

Lastly, and qualitatively, the generator model was able to produce very realistic images of both
bedrooms (for the LSUN dataset) and faces (from the celebrity faces dataset). The reader should
refer to the original paper Radford et al. [2015] for these examples.
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10.14 Цикл GAN
10.14.1 Iсторiя

Архiтектура Cycle GAN пропонується для виконання завдань перекладу зображення в зображення.
Метою перекладу зображення в зображення, як випливає з назви, є вивчення вiдображення
мiж доменом вихiдного зображення X та цiльовим доменом Y . Вiн має широкий спектр
застосувань в комп’ютерному зорi та графiцi, наприклад, його можна використовувати для
редагування фотографiй для перетворення зображення в стиль олiйного живопису.

Кiлька випробувань для цього завдання включають наступне:

• Парнi данi часто обмеженi чисельнiстю або взагалi недостатньо чiтко визначенi, а це
означає, що зв’язок неможливо дiзнатись безпосередньо.

• Характеристики колекцiї зображень важко захопити без нагляду

Документ Zhu et al. про цикл GAN вводить зворотне вiдображення та втрату послiдовностi
циклу для Генеративної мережi супротивникiв (GAN) для вирiшення цих проблем.

Рис. 59: Cycle GAN

10.14.2 Архiтектура

Окрiм звичайного GAN, який має лише вiдображення G : X → Y , у CycleGAN введено
зворотне вiдображення F : Y → X.

Функцiя збиткiв для GAN є наступною

LGAN(G,DY , X, Y ) = Ey∼pdata(y)[logDY (y)] + Ex∼pdata(x)[log(1−DY (G(x))]

Також введено дискримiнатор для зворотного вiдображення, який позначається як DX .
Подiбний термiн втрат введено для зворотного вiдображення, яке становить LGAN(F,DX , Y,X).
З цими двома термiнами у змагальної мережi все ще залишається занадто багато свободи для
функцiї вiдображення. Таким чином, автори ввели третiй термiн втрат Lcyc(G,F ), вiдомий як
консистенцiя циклу, щоб накласти на нього подальше обмеження. Тодi повна мета є наступною:

L(G,F,DX , DY ) = LGAN(G,DY , X, Y ) + LGAN(F,DX , Y,X) + Lcyc(G,F )
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Рис. 60: CycleGAN Architecture

10.14.3 Результати

Результати, якi вони продемонстрували у своїй роботi, справдi дуже вражаючi, як показано в
Figure 61. Результат є гарним вiзуально, автори також оцiнили його кiлькiсно та повiдомили,
що вони мають найсучаснiшi результати.

Рис. 61: CycleGAN Результат

11 Рекуррентна нейронна мережа

11.1 Мовна модель
Нейронна мережа досягає вражаючого прогресу у розв’язаннi нагальних проблем, пов’язаних
iз природними мовами, включаючи перевiрку якостi, переклад мов, класифiкацiю тестiв, тощо.
Перш нiж ми поговоримо про те, якi моделi можуть допомогти нам розв’язувати проблеми
ОБМ (Обробка природної мови), нам потрiбно знати, як змоделювати речення.
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Речення, побудоване за словами, i правильне речення повиннi мiстити правильнi слова та
їх правильний порядок. Тому для призначення можливостi вироку ми можемо мати:

P (W ) = P(w1, w2...wn)

Потiм ми застосовуємо ланцюгове правило до цiєї можливостi:

P(w1, w2...wn) =
∏
i

P(wi|w1...wi−1)

Хоча, для речення ця вода така прозора ми можемо не хотiти обчислювати умовну можливiсть
P (transparent|itswaterisso)шляхом пiдрахунку та дiлення, оскiльки у нас недостатньо даних
для обчислення. Використовуючи припущення Маркова, ми можемо використати Спрощене
припущення:

P(w1, w2...wn) ≈
∏
i

P(wi|wi−k...wi−1)

Отже, умовну можливiсть наступного слова ми можемо виразити його найближчими k словами.
Тому доцiльно використовувати групу слiв для обчислення слiв у наступнiй групi у документах.
Розглянемо просту задачу генерацiї тексту. У текстовiй послiдовностi abcdefghijklm nopqrstuvwxyz,
ми застосовуємо пакетну перевiрку та використовуємо групу слiв як вхiд для подачi клiтинки
рекуррентної нейронної мережi (РНМ).

Рис. 62: Мовна модель для генерацiї тексту
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Рис. 63: Мережi Елмана (злiва) та мережi Джордана (праворуч)

11.2 Проста перiодична мережа
Рекуррентна нейронна мережа (РНМ) - це клас штучної нейронної мережi, де зв’язки мiж
нейронами утворюють спрямований графiк. Це означає, що рiвень на виходi або результати
прихованого рiвня зберiгаються в пам’ятi (так званий рiвень стану) i повертаються до мережi
як вхiднi данi.

Рекурретнi нейроннi мережi дуже кориснi для послiдовних даних, зокрема, вони мають великi
перспективи у багатьох завданнях НЛП. Це пояснюється тим, що кожен нейрон або одиниця
може використовувати свою внутрiшню пам’ять для пiдтримки iнформацiї про попереднiй
контекст, даючи кращi результати навчання.

Як правило, рекурентнi мережi можна навчити за допомогою зворотного розповрсюдження.
Iснує два пiдходи до побудови найпростiшої форми рекурентних мереж. У випадку мережевого
пiдходу Ельмана, канали прихованого шару зберiгаються в пам’ятi i використовуються як
рiвень стану, i вони повиннi надходити назад у систему.

Iнший пiдхiд називається мережами Джордана. Мережi Джордана замiсть того, щоб зберiгати
iсторiю прихованого рiвня, вони зберiгають iсторiю вихiдного рiвня до рiвня стану i передають
це назад до мережi. Загалом, мережа Джордана отримує кращу продуктивнiсть, оскiльки
вхiднi данi на рiвнi стану є результатами вихiдного рiвня, також часто простiше iнтерпретувати
iнтуїтивне значення результатiв рiвня стану рiвня.
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Рис. 64: Також є роздiлення рекуррентних мережа на три види

11.3 Нейронна мережа Гопфiлда
Нейронна мережа Гопфiлда — це тип рекурентної, повнозв’язної, штучної нейронної мережi з
симетричною матрицею зв’язкiв. У процесi роботи динамiка таких мереж сходиться (конвергує)
до одного з положень рiвноваги. Цi положення рiвноваги є локальними мiнiмумами функцiоналу,
що називається енергiя мережi (у найпростiшому випадку — локальними мiнiмумами негативно
певної квадратичної форми на n-вимiрному кубi). Така мережа може бути використана як
автоасоцiативна пам’ять, як фiльтр, а також для розв’язання деяких завдань оптимiзацiї.
На вiдмiну вiд багатьох нейронних мереж, що працюють до отримання вiдповiдi через певну
кiлькiсть тактiв, мережi Хопфiлда працюють до досягнення рiвноваги, коли наступний стан
мережi дорiвнює попередньому.

11.4 Рекуррентна мережа з довшою пам’яттю
Пiдхiд до довгої короткочасної пам’ятi (ДКЧП) - це особливий тип рекурентних мереж,
здатних вивчати довготривалi залежностi, вперше представлений Хохрейтером та Шмiдхубером
(1997).

ДКЧП має можливiсть видаляти або додавати iнформацiю до рiвня стану за допомогою
регульованих структур, або по iншому шлюзiв. Шлюзи складаються з сигмовидних функцiй,
де вони використовують нуль та одиницю для контролю, якщо сигнал повинен проходити
через рiвень стану. Бiльш конкретно, ДКЧП має троє шлюзiв для захисту та управлiння, а
саме: вхiднi, вихiднi та забувальнi шлюзи. Всi цi шлюзи мiстяться в комiрцi, тому iнформацiю
можна зберiгати, переписувати чи читати, а управлiння шлюзами вивчається за допомогою
нейронних мереж, налаштованих за допомогою процесу навчання рекурретних мереж.

У простiй рекурентнiй мережi на рiвнi стану ми маємо:

ft = Wf · [ht−1, xt] (63)

де стан складається з вхiдних даних iз рiвня стану в t − 1, i поточний вхiд xt. У ДКЧП
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Рис. 65: Нейронна мережа Гопфiлда

Рис. 66: Керуюча комiрка ДКЧП
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це передається через сигмоподiбну функцiю i використовується для управлiння забувними
шлюзами, де 1 представляє утримання, тодi як 0 представляє забування (вiдкидає поточне
збережене значення).

ft = σ(Wf · [ht−1, xt] + bf ) (64)

Забувний шлюз дозволяє тренувати окремi нейрони, що важливо i як довго це залишатиметься
важливим, тому ДКЧП може працювати з даними, де важливi подiї можуть бути роздiленi
на тривалi перiоди часу. Аналогiчно, для вхiдного шлюзу, який контролює те, що записано на
рiвень стану, ми мали б:

it = σ(Wi · [ht−1, xt] + bi) (65)
ht = tanh (Whhht−1 +Wxhxt) (66)
yt = Whyht (67)

Вхiднi данi визначають, якi значення слiд додати до стану комiрки, залучаючи сигмоподiбну
функцiю. Це схоже на забувальний шлюз i дiє як фiльтр для всiєї iнформацiї вiд ht−1 i xt.

Вхiдний шлюз також передбачають створення вектора, який мiстить усi можливi значення,
якi можна додати (з ht−1 i xt) до стану клiтини за допомогою tanh функцiї, яка виводить
значення з −1 до +1. Помножуючи значення регуляторного фiльтра (сигмоподiбний затвору)
на створений вектор (tanh функцiї), а потiм додає їх до стану комiрки за допомогою операцiї
додавання.

Нарештi, вихiдний шлюз, який контролює зчитування з рiвня стану:

ot = σ(Wo · [ht−1, xt] + bo) (68)

Фiльтр побудований з використанням значень ht−1 i xt, а також сигмовидної функцiї. Вихiднi
ворота вiдправляють це як вихiд i в прихований стан наступної комiрки.

ДКЧП є дуже перспективним рiшенням проблем, пов’язаних з послiдовнiстю та часовими
рядами, насправдi, мережевий дизайн Ельмана та Джордана сьогоднi використовується рiдко.
Iснує багато сучасних дослiджень, побудованих на основi пiдходу ДКЧП, таких як Grid ДКЧП
вiд Кальхбреннер, та iн. (2015), або iнша робота з використанням РНМ в генеративних моделях
Грегор та iн. (2015), Чунг та iн. (2015), або Байєр & Осендорфер (2015).

11.5 Зникаючi та вибуховi градiєнти
Нейроннi мережi, що повторюються, схильнi до зникнення та вибуху градiєнтiв. Градiєнт має
тенденцiю "вибухати"або "зникати"пiд час зворотного поширення в часi.
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Розглянемо рекуррентну нейронну мережу на послiдовностi, довжиною k + 1, позначену
x0 через xk. У наступних формулах: si вiдноситься до прихованого стану в момент i, ŷi,
вiдноситься до виводу в точцi даних (xi, yi) i Ei посилається на помилку у (xi, yi). Щоб
знайти градiєнт Ek ваги W, нам потрiбно було б розрахувати dEk

dW =
∑k

i=0
dEk

dŷk

dŷk

dsk
dsk
dsi

dsi
dW =

dEk

dŷk

dŷk

dsk

∑k
i=0

dsk
dsi

dsi
dW .

Ми можемо розширити це рiвняння, написавши dsk
dsi

as
∏k−1

j=i
dsj+1

dsj
, отже, загальне рiвняння

зворотного поширення РНМ є:

dEk

dW = dEk

dŷk

dŷk

dsk

∑k
i=0(

∏k−1
j=i

dsj+1

dsj
) dsi
dW [Britz, 2016]

Ключовим моментом є те, що градiєнт є результатом багатьох множень матриць, чим
довша довжина послiдовностi, тим бiльше множень потрiбно для обчислення градiєнта. Далi,
градiєнт вiдносно одного кроку часу залежить вiд усiх попереднiх крокiв часу. Отже, якщо
будь-який з попереднiх крокiв часу має нульовий градiєнт, вони рухають градiєнти в наступнi
часовi кроки до 0, створюючи зникаючий градiєнт. Подiбним чином, якщо будь-який з попереднiх
крокiв часу має великий градiєнт, вони ведуть наступнi градiєнти до вищих значень.

Вибiр функцiї активацiї може зробити вiрогiдним зникнення або вибух градiєнтiв. Функцiї
активацiї tanh i sigmoid мають похiдну, близьку до 0 на обох кiнцях, де вони наближаються
до рiвної лiнiї. Функцiя активацiї ReLU менш сприйнятлива до зникаючих градiєнтiв.

11.5.1 Далекi залежностi

Один iз наслiдкiв проблеми зникаючого градiєнта це коли рекуррентнi нейроннi мережi намагаються
вивчити залежностi великого дiапазону. Градiєнт помилки на наступному елементi послiдовностi
xk прихованого стану пiсля попереднього елемента послiдовностi xa полягає в наступному:

dEk

dsa
= dEk

dŷk

dŷk

dsk

∑k
i=a(

∏k−1
j=i

dsj+1

dsj
)

Чим далi один вiд одного раннiй xa i наступнi xk один вiд одного, тим менший вплив sa
має на градiєнт на кроцi k, тому що в рiвняннi є все бiльше i бiльше членiв, що заглушують
вплив sa.

Це має практичнi наслiдки для продуктивностi моделi. Розгляньте запитання, вiдповiдаючи
на модель обробки природної мови. Як приклад, припустимо, модель намагається вiдповiсти
"Коли народився Бетховен?"Вхiдним реченням: "Бетховен, вiдомий композитор, який здiйснив
революцiю в класичнiй музицi, народився в 1770 роцi". Модель повинна мати можливiсть
зв’язати Бетховена з роком народження, незважаючи на довгу фразу, що роздiляє два спорiдненi
слова. Отже, йому потрiбно навчитися залежностi на великiй вiдстанi.

ДКЧП та Керований Рекурентний Блок(КРБ) призначенi для кращого вивчення великого
дiапазону залежностей за допомогою окремого вектора для представлення довготривалої пам’ятi.
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11.5.2 Обмеження вибуху градiєнтiв

"Вибуховi градiєнти"можна виправити за допомогою "Обмеження вибуху градiєнтiв". Iснує
багато способiв вiдсiкання градiєнтiв, але одним iз загальних прикладiв є нормалiзацiя градiєнтiв,
коли норма L2 перевищує порiг.

Якщо проблема вибуху градiєнта досить серйозна, програма може взагалi вибухнути через
значення NaN.

Рис. 67: Обмеження вибуху градiєнтiв Goodfellow et al.

11.6 Ортогональна РНМ
За визначенням, матриця W є ортогональною, якщо WW⊤ = W⊤W = I. Ортогональнi
матрицi мають цiкаву властивiсть, де власнi значення мають абсолютне значення 1 або, що
еквiвалентно, властивiсть, що зберiгає норму. Це робить ортогональнi матрицi надзвичайно
корисними при зворотному розповсюдженнi РНМ. У нас є формула зворотного розповсюдження
через час (ЗРЧЧ), як показано нижче для РНМ з W , iнiцiалiзованим як ортогональна матриця.

δ(n−1) = δ(n)wTD(n) (69)

де локальнi градiєнти δ(n) визначаються як ∂L
∂w i D(n) = diag(σ′(wht−2+b)) 15

Можна легко сказати, що властивiсть, що зберiгає норми, має велику перевагу тут, в
рiвняннi(69). З ортогональнiстю, незалежно вiд того, скiльки разiв ми повторюємо множення
матрицi пiд час ЗРЧЧ, отримана матриця ваги не вибухає i не зникає.

11.7 Вступ до ДКЧП
11.7.1 Навiщо нам ДКЧП

При зворотному розповсюдженнi РНМ, нам потрiбно помножити частину транспонованої
матрицi ваги в кожному шарi РНМ, щоб обчислити градiєнт втрат вiдносно h0. Остаточне
вираження градiєнта на h0 буде включати багато факторiв вагової матрицi. Коли найбiльше
сингулярне значення вагової матрицi бiльше 1, ми матимемо проблему вибуху градiєнта. Коли

15diag перетворює вектор у дiагональну матрицю
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найбiльше сингулярне значення вагової матрицi менше 1, ми матимемо проблему зникаючого
градiєнта.

ДКЧП - це архiтектура РНМ, яка базується на цiй проблемi. Вiн призначений для вирiшення
проблеми зникнення та вибуху градiєнта. ДКЧП дозволяє зберiгати градiєнти. Осередок пам’ятi
запам’ятовує перший вхiд, доки забувальний шлюз вiдкритий, а вхiдний шлюз закритий.
ДКЧП формує градiєнтну магiстраль, яка дозволяла градiєнтному потоку перешкоджати вiд
втрати до початкового стану комiрки на початку моделi. Забувальнi шлюзи в ДКЧП можуть
варiюватися в рiзних шарах, тобто, уникати проблеми зникнення та вибуху градiєнта.

11.7.2 Архiтектура ДКЧП

ДКЧП не змiнює загальної структури РНМ. Натомiсть ДКЧП просто замiнює клiтину, яка
використовується в iнших поширених нейронних мережах. Ми використовуємо зображення
вiд вiдомого пiдручника з ДКЧП для iлюстрацiї архiтектури ДКЧП.

Перш нiж йти далi, нам потрiбно визначити два важливi поняття: вхiд / вихiд i стан комiрки.
Як i комiрка в РНМ, ДКЧП приймає введення вiд попередньої комiрки (стрiлка влiво внизу) та
поточний вхiд (синiй X), i генерує вихiд (фiолетовий h) що також використовується наступною
комiркою (стрiлка внизу праворуч). ДКЧП пiдтримує ще одну властивiсть: стан комiрки,
який можна iнтерпретувати як "iнформацiя, яку ми хочемо зберiгати по ланцюжку РНМ яка
представлена стрiлками у верхнiй частинi кожної комiрки.

Функцiя комiрки ДКЧП функцiонує у три етапи:

1. Вирiшiть, яку iнформацiю слiд забрати вiд стану клiтини. Вхiднi данi проходять через
сигмоподiбний шар (крайнiй лiвий жовтий квадрат) i помножуються (по елементам) на
попереднiй стан комiрки. Запам’ятайте, що значення сигмоїдiв вiдображає значення 0
або 1, що означає, що цi значення, зiставленi з 0, будуть забутi в станi комiрки. Цей
сигмоподiбний шар також називається "Забувальний шлюз".

2. Оновiть стан комiрки новою iнформацiєю. Вхiднi данi передаються через iнший шар -
сигмоподiбний , щоб визначити, якi значення будуть доданi (оновленi), а також через
шар "tanh щоб сформувати вектор-кандидат для оновлення. Цi два шари представленi
двома жовтими квадратами посерединi. Кандидат-вектор множиться iз сигмоподiбним
висновком i додається (за елементами) до стану клiтини. Також сигмоподiбний шар
називається "вхiдним шлюзом". Пiсля оновлення поточний стан комiрки готовий до
передачi в наступну комiрку.
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3. Визначте вихiд. Наш вхiд знову проходить через третiй сигмоподiбний шар (так званий
"вихiдний шлюз") i помножується на стан комiрки, який пройшов через "tanh". Кiнцевий
вихiд також подається в наступну комiрку в ланцюзi РНМ.

11.7.3 Застосування ДКЧП

ДКЧП використовується в багатьох завданнях. Наприклад, машинний переклад, субтитри
до зображень, генерацiя зображень, вiдповiдi на запитання, розпiзнавання мови, управлiння
роботом, прогнозування часових рядiв, розпiзнавання рукописного вводу тощо.

12 Мережа, доповнена пам’яттю
РНМ i ДКЧП страждають вiд обмеженого обсягу пам’ятi. Крiм того, вони читають данi лише в
послiдовному порядку. Мережi, розширенi пам’яттю, прагнуть мати набагато бiльшу зовнiшню
пам’ять, нiж РНМ та ДКЧП, маючи при цьому можливiсть робити вибiрковi читання та
записи, щоб вона могла отримувати доступ до входiв у послiдовних замовленнях.

12.1 Мережi пам’ятi
Для бiльшостi моделей, заснованих на ДКЧП,РНМ та УРН використовується прихований
стан як механiзм пам’ятi, який обмежений об’ємом пам’ятi. Тобто їх пам’ять надто мала, щоб
точно запам’ятати факти з довготривалих залежностей, так що вони не можуть встановити
взаємозв’язок мiж кiлькома реченнями.. Крiм того,УРН, ДКЧП i РНМ зчитують данi в
послiдовному порядку i кодують речення до одного щiльного вектора низької розмiрної пам’ятi.
Такi механiзми пам’ятi можуть призвести до втрати величезної кiлькостi iнформацiї. Для
вирiшення цих питань, Weston et al. [2014] запропонована мережа пам’ятi (ЗМН), яка дозволяє
глибокiй нейроннiй мережi зберiгати велику пам’ять, а також ефективно читати та записувати
пам’ять.

Мережа пам’ятi мiстить слот пам’ятi (m), а також чотири компоненти: вхiд (I), узагальнення
(G), вихiд (O) та вiдгук (R) вiдповiдно. Приклад вiдповiдi на запитання, який використовується
для iлюстрацiї архiтектури мережi пам’ятi, можна знайти на малюнку 68. Спочатку модуль I
перетворює введений текст у вектор функцiї, а потiм модуль G оновлює слоти пам’ятi на основi
вектора ознак. Далi модуль O обчислює та знаходить вiдповiдну iнформацiю вiдповiдно до
введення функцiї та тексту запитання, потiм модуль R перетворює вiдповiдну iнформацiю, що
виводиться, у вiдповiдь в бажаному форматi природної мови. Що стосується базової архiтектури
мережi пам’ятi, ми можемо розглядати модуль I як процес пошуку вбудовування. Модуль
G - це не що iнше, як зберiгання вбудованого вектора у слот пам’ятi. Отже, модулi O i R
обробляють бiльшу частину роботи з умовиводу. Модуль O виробляє вихiднi функцiї, знаходячи
верхню частину k, що пiдтримує пам’ятi заданої вхiдної функцiї x. Наприклад k = 2, найвищу
оцiнку допомiжної пам’ятi отримують:

o1 = O1(x,m) = argmin
i=1,..,N

sO(x,mi) (70)

where, sO - функцiя оцiнки, яка вiдповiдає парi речень x imi. N представляє загальну кiлькiсть
слотiв пам’ятi. Потiм дано o1,ми можемо продовжувати обчислювати o2 наступним чином,

o2 = O2(x,m) = argmin
i=1,..,N

sO([x,mo1 ],mi) (71)
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Рис. 68: Архiтектура мережi пам’ятi у завданнi, що вiдповiдає на питання

де, sO([x,mo1 ],mi) також, може бути написано як sO(x,mi) + sO(mo1 ,mi).
Остаточний результат - для k = 2 is [x,mo1 ,mo2 ], тодi модуль R приймає вихiднi данi i

видає текстову вiдповiдь r наступним чином,

r = O2(x,m) = argmin
w∈W

sR([x,mo1 ,mo2 ], w) (72)

де W - набiр усiх слiв у словнику.
ЗМНО проходить навчання в повнiстю контрольованому середовищi, де нам надаються

вхiднi данi, правильнi вiдповiдi та пiдтримка вибору. Однак деякi варiанти мережi пам’ятi
були вивченi з меншим наглядом пiд час навчання. Ми представимо один iз них у наступному
роздiлi.

12.2 Наскрiзнi мережi пам’ятi
Наскрiзнi мережi пам’ятi [Sukhbaatar et al., 2015] - це вдосконалення мереж пам’ятi, запропо
-новане Weston et al. [2014]. Основний внесок наскрiзної мережi пам’ятi полягає в тому, що
модель може тренуватися шляхом градiєнтного спуску вiд вихiдного сигналу до вхiдного, без
необхiдностi тренувати шари окремо.

Тут речення представленi як вектори пам’ятi. Вхiднi речення x1, .., xn кодуються у вектори
пам’ятi розмiрностi d за допомогою матрицi вбудовування Ak на кожному шарi k. Вони
використовують або мiшок слiв, або кодування позицiй, де порядок слiв кодується у вектор
пам’ятi. Мiшок слiв - це мiсце, де подання речення є простим пiдсумовуванням усiх його
векторiв слiв mi =

∑
j Axij ,тодi як кодування позицiї є mi =

∑
j lj · Axij де · є елементарним

множенням i lj - вектор стовпця, де lkj = (1 − j/J) − (k/d)(1 − 2j/J)де J - кiлькiсть слiв
у реченнi i, а d - розмiр вбудовування. Показано, що ефективнiсть роботи вища, нiж домен
вiдповiдей на питання.

Вектори пам’ятi не впорядкованi, але якщо використовується часове кодування, то порядок
вхiдних речень кодується як у вхiдних, так i у вихiдних поданнях наступним чином: mi =∑

j Axij + TA(i) and ci =
∑

j Axij + TC(i) де TA i TC - це тимчасова iнформацiя, засвоєна пiд
час навчання.

Запит q також вбудовується за допомогою вбудовування матрицi B з тими ж розмiрами,
що i A, щоб отримати внутрiшнiй стан u. Крiм того, коженxi має вiдповiдний вихiдний вектор
ci з використанням матрицi вбудовування Ck на кожному шарi k.

142



На кожному стрибку вектори пам’ятi m створюються крапкою з вектором стану контролера
u i застосовується softmax для розрахунку ваг уваги p, де pi = Softmax(uTmi). Потiм цей
результат стає зваженою сумою o вихiдних векторiв ci таким, що o =

∑
i pici i додається до

стану контролера uk+1 = uk + ok. Кiнцевий вихiд мережi мережi обчислюється наступним
чином iз використанням кiнцевої матрицi ваги W такої, що a = Softmax(W (ok + uk)).

Деякi обмеження на Ak i Ck можна використовувати для зменшення кiлькостi параметрiв
у моделi. Один набiр обмежень, який можна використовувати, називається "сумiжним i вiн є
таким:Ak+1 = Ck,WT = Ck,B = A1. Iнший набiр обмежень, "пошарово полягає в наступному:
A1 = A2 = ... = AK , C1 = C2 = ... = CK i використовувати лiнiйне вiдображення H для
оновлення u таким чином, що uk+1 = Huk + ok.

Sukhbaatar et al. [2015] повiдомляє про меншу кiлькiсть невдалих завдань i меншу середню
помилку, нiж ДКЧП та Weston et al. [2014] на 20 bAbI QA tasks.

12.3 Нейронна машина Тьюрiнга
12.3.1 НМТ та огляд рекурретних нейронних мереж

Нейронна машина Тьюрiнга (НМТ) - це архiтектура нейронної мережi, яка складається з
контролера та банку пам’ятi. Мережа спроектована та забезпечена для iмiтацiї основних
функцiй комп’ютерiв, таких як логiчне управлiння потоком та зчитування з зовнiшньої пам’ятi/
запису у зовнiшню пам’ять. Включення цих фундаментальних можливостей в архiтектуру
нейронних мереж було натхнено їх вiдсутнiстю використання в сучасному машинному навчаннi.
Малюнок 1 нижче показує архiтектуру мережi високого рiвня.

Кожна частина НМТ є диференцiйованою, тому вона дозволяє зворотне розмноження, i її
можна навчити з градiєнтним спуском. На вiдмiну вiд машини Тьюрiнга, де операцiї зчитування
та запису елементiв пам’ятi безпосередньо звертаються до одного елемента за раз, операцiї
зчитування та запису НМТ визначаються як "розмитi". Цi розмитi операцiї складають механiзм,
що полегшує повну диференцiацiю НМТ. Як отримується ця "розмитiсть".
Моделi, якi спочатку були включенi в експерименти НМТ такi, (1) НМТ з контролером прямої
передачi, (2) НМТ з контролером ДКЧП i (3) стандартна мережа ДКЧП, тип рекурретних
нейронних мереж, якi, як вiдомо, є Повними Тьюрiнговими Мережами. Бажана властивiсть
контролера полягає в тому, що вiн повинен мати можливiсть вибiрково прослуховувати входи
та зберiгати iнформацiю вiдповiдно. Це досягається шляхом приєднання програмованого шлюза,
тобто функцiя контексту, до iдеального iнтеграторного вбудовування ДКЧП (x(t+ 1) = x(t) +
i(t), де i (t) - вхiд в систему в момент часу t). З додаванням програмованого затвора рiвняння
iнтегратора стає

x(t+ 1) = x(t) + g(context)i(t)

де останнiй вираз g(context)i(t) має на увазi, що iнтегратор може здiйснювати контекстно-
-вибiркове зберiгання iнформацiї.

Нижче ми включили роздiли для:

• Основи неврологiї [12.3.2], де ми пояснюємо аналогiї мiж робочою пам’яттю людини та
НМТ,

• Модулi нейронних машин Тьюрiнга [12.3.3], де ми пояснюємо операцiї в контролерi
[12.3.4], пам’ятi [12.3.5], механiзм адресацiї [12.3.6], i голови читання та запису [12.3.9].
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• Навчання [12.3.12] та Порiвняння з iншими архiтектурами [12.3.13].

Зовнiшнiй вхiд

Контролер

Зовнiшнiй вихiд

Голова читання Голова письма

Пам’ять

Figure 1: Нейронна архiтектура машини Тьюрiнга

12.3.2 Основи пiзнання та нейронауки

У галузях когнiтивної психологiї та поведiнки людини термiн "робоча пам’ять"вперше був
використаний для визначення компонента системи обробки iнформацiї мозку людини, який
безпосередньо доступний для короткострокового усвiдомлення [12.3.14], i це дозволяє зберiгати
та обробляти iнформацiю, використовуючи набiр правил. З тих пiр ця концепцiя використовується
для характеристики тимчасового зберiгання та когнiтивної обробки iнформацiї в мозку людини
за допомогою таких завдань, що включають простi правила, такi як розумiння мови та проста
арифметика. [12.3.14][12.3.14].

Ще однiєю важливою властивiстю робочої пам’ятi є те, що ресурси, доступнi для цього короткочасного
механiзму зберiгання та обробки пам’ятi, визнаються обмеженими сферою психологiї. Ця
властивiсть також передбачає, що робоча пам’ять та моделi, натхненнi робочою пам’яттю,
повиннi мати механiзм, який регулює „увагу”. У роздiлi "Розвиваючi концепцiї робочої пам’ятi"книги
"Робоча пам’ять i пiзнання людини"представлений всебiчний та детальний аналiз основоположних
та останнiх робiт у цiй галузi. [12.3.14].

Операцiї зчитування та запису нейронної машини Тьюрiнга регулюються процесом уваги, який
буде детально описаний пiзнiше, i завдяки цим операцiям машина нейронного Тьюрiнга може
вирiшувати основнi завдання за допомогою "швидко створюваних змiнних, якi визначаються
як данi, що швидко прив’язанi до слотiв пам’ятi в контекстi когнiтивного представлення
змiнних.[12.3.14]. Залучення процесу уваги до фундаментальних операцiй та вирiшення основних
завдань шляхом застосування наближених правил до швидко створюваних змiнних - двi основнi
властивостi нейронної машини Тьюрiнга(НМТ), якими вона дiлиться з робочою пам’яттю[12.3.14].
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12.3.3 Модулi нейронних машин Тьюрiнга

12.3.4 Контролер

Контролер, який є нейронною мережею, яка може бути як довгостроковою короткочасною
пам’яттю, так i нейронною мережею прямого зв’язку, виступає в ролi iнтерфейсу мiж вхiдними
даними та пам’яттю.

Нижче наведена схема, що показує порiвняння мiж цифровими комп’ютерами та нейронною
машиною Тьюрiнга, яка представлена авторами в оригiнальнiй роботi:

Цифровий комп’ютер Нейронна машина Тьюрiнга

Центральний процесор Контролер

ОЗУ Матриця пам’ятi

Прихованi
Активацiї

Контролера

Регiстри
в

Процесорi

Нейронна машина Тьюрiнга вчиться управляти власною пам’яттю за допомогою адресацiї.
Контролер зчитує вхiднi данi та видає вихiднi данi, необхiднi пiдмодулям. Вихiдними параметрами
контролера є:

• kt: Kлючовий вектор. Порiвняний з кожним вектором Mt(i) матрицi пам’ятi Mt, при
використаннi контент-адресацiї.

• βt: Ключова сила. Використовується для посилення або послаблення фокусу на розташуваннi
в пам’ятi пiд час використання контент-адресацiї.

• gt: Коефiцiєнт змiшування або значення iнтерполяцiйного затвора. Зважування на основi
вмiсту в момент часу t iнтерполюється з вагами попереднього кроку часу вiдповiдно до
цього параметра.

• st: Зваження зсуву. Регулює градус o повертання зважування за допомогою кругової
згортки. Вiн просто визначає розподiл за цiлочисельними значеннями зсуву.

• γt: Показник рiзкостi. Цей параметр визначав ступiнь посилення зважування доступу до
пам’ятi.

Детальнi рiвняння щодо використання вищезазначених параметрiв при адресацiї наведенi в
Роздiлi 12.3.6 нижче.
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12.3.5 Пам’ять

Пам’ять - це 2D-матриця M, яка доступна контролеру для читання та запису. Мережа обирає
мiсце для читання та запису за допомогою адресацiї на основi вмiсту та розташування. Термiн
"голова"використовується для опису мiсць читання та запису.

12.3.6 Механiзм Адресацiї

Ваговi коефiцiєнти, що використовуються операцiями зчитування та запису Нейронної машини
Тьюрiнга, виробляються двома механiзмами адресацiї, а саме адресацiєю на основi контент-адресацiї.
(12.3.7) та адресацiї на основi мiсцезнаходження. (12.3.8).

Механiзм адресацiї на основi вмiсту враховує схожiсть вмiсту дiлянок у пам’ятi зi значеннями,
що видаються контролером. Тобто вiн порiвнює ключовий вектор kt виданий контролером в
момент часу t, з векторами матрицi пам’ятi Mt. З iншого боку, використовуючи адресацiю на
основi мiсцезнаходження, контролер може зберiгати змiннi, якi будуть вхiдними даними для
будь-якої операцiї в рiзних мiсцях, i адресувати їх, коли це необхiдно. Адресацiя на основi
мiсцезнаходження використовується, коли вхiдними даними для операцiї є довiльнi змiннi,
якi потребують належного доступу до заздалегiдь визначеного iдентифiкатора та адреси.
Будь-яка арифметична функцiя форми f(x, y) вимагатиме адресацiї на основi мiсця розташування.

12.3.7 Адресацiя за схожiстю вмiсту

Ключовий вектор kt виданий кожною головою, порiвнюється з векторами матрицi пам’ятi
(Mt(i)) за допомогою мiри подiбностi, позначеної K[.,.]. Тут може використовуватись будь яка
вiдповiдна послiдовнiсть мiр подiбностi, однак автори використовують косинусну подiбнiсть.
Нормоване значення ваги, отримане за допомогою адресацiї на основi вмiсту:

wc
t (i)← exp(βtK[kt,Mt(i)])∑

j exp(βtK[kt,Mt(j)])

де βt є ключовою силою, яка регулює точнiсть фокусування, kt є ключовим вектором, Mt є
матрицею пам’ятi, i K є подiбнiстю косинусiв заданою за:

K[u, v] =
⟨u, v⟩
||u||.||v||

12.3.8 Адресацiя за мiсцем розташування

Простi iтерацiї або стрибки з довiльним доступом, створенi за допомогою обертального зсуву,
забезпечують механiзм адресацiї на основi розташування. Отриманий орiєнтований ваговий
коефiцiєнт, який є вихiдним показником механiзму в момент часу t, слiд iнтерпретувати як
сумiш мiж ваговим коефiцiєнтом, сформованим у момент часу t-1 (wt−1) та вагою на основi
вмiсту:

wg
t ← gtw

c
t + (1− gt)wt−1

де gt - скалярний iнтерполяцiйний затвор, випромiнюваний контролером, wc
t - вага, що виробляється

системою адресацiї на основi вмiсту, та wt−1 - вага, вироблена головою на попередньому кроцi
часу. З цього рiвняння затвора видно, що gt має коливатися вiд 0 до 1, щоб мати можливiсть
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створити двоступеневу сумiш мiж t-1 i t. Пiсля wg
t iнтерполюється з wc

t and wt−1, зважувальний
зсув st згенерований контролером, визначає розподiл по цiлочисельних зсувах, дозволених до
адресацiї на основi розташування. Вираз для обертання, застосований до ваги закритого типу
wg

t за ваговою змiною st - задано через:

w̃t(i)←
N−1∑
j=0

wg
t (j) ⋆ st(i− j)

що вiдповiдає згортцi.

Наприклад, якщо фокус уваги не змiшується (тобто зважування фокусується на одному мiсцi
без будь-якого синтезу), обертання на 1 повнiстю змiстить фокус уваги на наступне мiсце, а
негативний зсув навпаки, у тiй же величинi змiстить фокус на безпосереднє попереднє мiсце.

12.3.9 Читання та запис

12.3.10 Читання

Вказiвники зчитування працюють за допомогою механiзму уваги, щоб визначити, звiдки читати.
Нормованi зважування, сформованi механiзмом адресацiї, можна розглядати як розподiл по N
рядкiв матрицi пам’ятi. Тому на нього поширюються обмеження будь-якого розподiлу ймовiрностей:∑

i∈N

wt(i) = 1

wt(i) ∈ [0, 1] ∀i
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Тому вектор читання, повернутий вказiвником читання, може бути записаний як

rt ←
∑
i

wt(i)Mt(i)

Звернiть увагу, що це опукла комбiнацiя матричних векторiв пам’ятi: Mt(i), таким чином вiн
диференцiюється.

12.3.11 Запис

У вказiвниках запису виконується два набори операцiй: стирання та додавання. Операцiї
виконуються вiдповiдно до вектора ваги wt, вектора стирання et, та вектора додавання at
виданих вказiвником запису в момент часу t. Однак час випромiнювання не слiд плутати з
часом, коли вектори фактично додаються до матричних векторiв пам’ятi. Процес вiдбувається
наступним чином;

• Вектор матрицi пам’ятi з попереднього кроку часу (Mt−1) оновлєються вiдповiдно до
рiвняння:

M̃t ←Mt−1(i)[1− wt(i)et]

• Пiсля завершення етапу стирання за допомогою wt та et, вказiвник запису також генерує
вектор додавання at,

• Оновлення кроку додавання виконується для попереднього оновлення:

Mt(i)← M̃t(i) + wt(i)at
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12.3.12 Навчання

НМТ навчений за замовчуванням за допомогою зворотного пропагування та стохастного
градiєнтного спуску. Але градiєнт не розраховується по вiдношенню до конкретних iндексiв, i
контролер виробляє зважування над мiсцями пам’ятi, щоб зробити їх рiзними. Це викликано
тим, що ми не можемо взяти градiєнт конкретного iндексу в матрицi, таким чином контролер
взаємодiє з цими iндексами стовпцiв, що виробляють зважування i роблять їх рiзними.

12.3.13 Порiвняння з iншими архiтектурами

У статтi також порiвнюється архiтектура НМТ з рiзними контролерами та ванiльним МДКП,
щоб визначити, чи має матриця зовнiшнiх даних призводить до пiдвищення продуктивностi.

Нейроннi машини Тьюринга (НМТ) можна розглядати як абстрактну модель МДКП i
спробу показати, що насправдi вiдбувається всерединi нейронної мережi. Осередок пам’ятi не
помiщен у нейрон, а розмiщен окремо з метою об’єднати ефективнiсть звичайного сховища
даних i мiць нейронної мережi. Власне, тому такi мережi i називаються машинами Тьюринга
- в силу здатностi читати i записувати данi i змiнювати стан в залежностi вiд прочитаного
вони є Тьюринг-повними.
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Мережi з довгої короткостроковою пам’яттю (МДКП) намагаються вирiшити проблему
втрати iнформацiї, використовуючи фiльтри i явно задану клiтку пам’ятi. У кожного нейрона
є клiтина пам’ятi i три фiльтра: вхiдний, вихiдний i забуваючий. Метою цих фiльтрiв є
захист iнформацiї. Вхiдний фiльтр визначає, скiльки iнформацiї з попереднього шару буде
зберiгатися в клiтцi. Вихiдний фiльтр визначає, скiльки iнформацiї отримають наступнi шари.
Ну а забуваючий фiльтр, яким би дивним не здавався, також виконує корисну функцiю:
наприклад, вiдеодзвiнки вивчає книгу i переходить на нову главу, якiсь символи зi старої
можна забути. Такi мережi здатнi навчитися створювати складнi структури, наприклад, писати
як Шекспiр або складати просту музику, але i ресурсiв вони споживають чимало.

Мережам була надана послiдовнiсть випадкових восьми бiт векторiв, а потiм буде запропоновано
скопiювати вхiдну послiдовнiсть пiсля роздiльника. Результати вiдображаються нижче, де
вартiсть за послiдовнiсть вiдноситься до кiлькостi бiтiв, якi були неправильно скопiйованi, i
яскраво забарвленi бiти неправильно скопiйованi бiти:
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Ми чiтко бачимо, що НМТ виробляють набагато менше помилок, коли використовуються
довшi послiдовностi.
Крiм того,НМТ були протестованi, щоб побачити, чи можуть вони дiзнатися вкладенi функцiї
(для циклу), де послiдовнiсть повторюється протягом ряду разiв, який визначається скалярний,
який передається НМТ. У наведених нижче графiках ми можемо побачити, як конфiгурацiї
НМТ перевершують ванiльний МДКП:

151



152



Однак, НМТ не має механiзму, щоб запобiгти перекриття i звiльнити пам’ятi в блоках.
НМТ з довгостроковою короткостроковою пам’яттю (МДКП) мережевий контролер може
викликати простi алгоритми, такi як копiювання, сортування.

Рiзнi нейроннi комп’ютери - це переростання нейронних машин Turing, з механiзмами
уваги, якi контролюють, де активна пам’ять, i пiдвищення продуктивностi.
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13 Attention and Augmented Recurrent Neural Network

13.1 Введення
Завдання навчання на послiдовностях, такi як машинний переклад, обробка сигналiв та мовнi
моделi, є популярною областю дослiджень у сферi рекуррентних нейронних мереж (RNN).
Вони можуть використовуватися розкладання послiдовностей для розумiння мови на вищому
рiвнi, для анотування послiдовностей та для створення нових послiдовностей.

Базовий блок RNN страждає при роботi iз довгими послiдовностями, але такi моделi, як
LSTM (Long Short-Term Memory) та GRU (Gated Recurrent Unit) виявилися бiльш ефективними
при навчаннi на подiбних завданнях. У цьому роздiлi ми спецiально зупинимось на iнших
перспективних розширеннях RNN, Нейронних машинах Тюрiнга та iнтерфейсах уваги.

13.2 Нейроннi машини Тюрiнга (NTM)
Нейроннi машини Тюрiнга поєднують RNN iз зовнiшнiм банком пам’ятi. Пам’ять - це масив
векторiв, оскiльки вектори є звичною мовою нейронних мереж.

Завдання читання та писання полягає в тому, щоб зробити їх диференцiйованими щодо
мiсця, з якого ми читаємо чи пишемо, щоб ми могли навчитися, де читати та писати. Незважаючи
на те, що адреси пам’ятi здаються принципово дискретними, NTM вирiшують цю проблему,
читаючи та записуючи скрiзь на кожному кроцi, але в рiзнiй мiрi.

• При читаннi, RNN надає "розподiл уваги що описує, як дана величина поширюється
по рiзних комiрках пам’ятi замiсть того, щоб вказати одну. Отже, результатом операцiї
зчитування є зважена сума.

• Подiбно до читання, ми використовуємо розподiл уваги, щоб описати, скiльки ми пишемо
в кожному мiсцi. Ми робимо це за рахунок того, що нове значення в позицiї пам’ятi є
опуклою комбiнацiєю старого вмiсту пам’ятi та нового значення, а положення мiж ними
визначається вагою уваги.

Поєднання двох рiзних методiв - уваги на основi контенту та уваги на основi розташування
- використовується для того, щоб NTM вирiшували, на яких комiрках в пам’ятi слiд зосередити
свою увагу. Увага на основi контенту дозволяє NTM шукати у своїй пам’ятi та зосереджуватись
на мiсцях, якi вiдповiдають тому, що вони шукають, тодi як увага на основi розташування
дозволяє вiдносно рухатись у пам’ятi, дозволяючи NTM циклiчно працювати.

Здатнiсть читати та писати дозволяє NTM виходити за межi нейронних мереж у деяких
простих завданнях. Наприклад, вони можуть навчитися iмiтувати таблицю пошуку; розумiти,
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що робить алгоритм, коли вивчає довгi послiдовностi. Однак не на таких завданнях, як
додавання або множення чисел.

13.3 Iнтерфейси Уваги
Використовуючи увагу, нейроннi мережi фокусуються на частинi пiдмножини iнформацiї.
Наприклад, RNN може брати участь у виведеннi iншiй RNN, яка на кожному моментi часу
фокусується на рiзних позицiях в iншiй RNN. Подiбно до Нейронних машин Тюрiнга, вiдвiдуюча
RNN використовує увагу на основi контенту. Вона генерує запит, який описує обрану частину.
На основi скалярного добутку кожного елемента та запиту була обчислена оцiнка, яка описувала,
наскiльки вона вiдповiдає запиту. Крiм того, розподiл уваги буде обчислений функцiєю softmax,
застосованою до оцiнок.

Рис. 69: Attention in RNNs

Одне iз основних застосовувань уваги мiж RNN є переклад. У традицiйному sequence-to-sequence
моделюваннi вхiднi данi вiдображаються в єдиний вектор i перенаправляються назад як вихiднi
данi. Цього складного та трудомiсткого процесу уникають за допомогою уваги. Одна RNN
обробляє вхiднi данi для передачi iнформацiї про кожне слово, а iнша RNN генерує вихiднi
данi для зосередження на вiдповiдних словах.

Iншi застосування включають розпiзнавання голосу та парсинг тексту. При розпiзнаваннi
голосу одна RNN обробляє аудiо, а iнша RNN переглядає поверхнево аудiо, фокусуючись на
вiдповiдних частинах, при перетвореннi їх у слова. Пiд час парсингу тексту модель генерує
дерево синтаксичного парсингу, поглядаючи на слова. Розмовна модель зосереджується на
попереднiх частинах розмови при формуваннi вiдповiдi.

Окрiм згаданих вище застосувань, увага також корисна на сполученнi мiж згортковою
нейронною мережею та RNN. Увага дозволяє моделi RNN сфокусуватись на рiзному положеннi
у зображення на кожному кроцi. Наприклад, у пiдписуваннi зображень, процесi згортки та
вилученнi високорiвневих ознак у зображеннi. У процесi формування пiдпису зображення
модель RNN зосередилася на iнтерпретацiї результатiв згорткових мереж вiдповiдних частин
зображення.

Як пiдсумок, слiд зазначити, що iнтерфейси уваги широко використовуються в рiзних
сферах завдяки своїй загальним та потужним можливостям.
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Рис. 70: Iнтерфейси Уваги у Зображеннях

13.4 Проблематика
Основними недолiками моделей на основi уваги, є те, що кожен крок навчання повинен бути
зосередженим, що лiнiйно збiльшує обчислювальнi витрати, оскiльки збiльшується обсяг пам’ятi
в Нейроннiй машинi Тюрiнга. Потенцiйним вирiшенням цього недолiку є використання розрiдженої
уваги, так що береться лише певна частина пам’ятi. Однак, це все ще є складною задачею,
оскiльки такий вид уваги залежить вiд вмiсту пам’ятi i наївно змушує модель дивитися на
кожну комiрку. Наразi, деякi спроби в напрямку вирiшення були виконаннi, але для кiнцевого
вирiшення цих проблем потрiбно провести бiльше дослiджень.

13.5 Диференцiйованi нейроннi комп’ютери
Ця архiтектура була запропонована Грейвсом та iн. у 2016 р. у статтi пiд назвою "Гiбриднi
обчислення за допомогою нейронної мережi з динамiчною зовнiшньою пам’яттю". Її можна
розглядати як тип RNN з авто-асоцiативною пам’яттю. Нейроннi мережi неявно зберiгають
знання, отриманi в результатi навчання у вагах, i iнформацiя пiддається деградацiї, оскiльки
в систему додається бiльше iнформацiї. LSTM намагаються уповiльнити цю короткочасну
деградацiю iнформацiї, використовуючи вентилi, але все ще не дуже успiшно. DNC є диференцiйованими
та наскрiзними, тому їх можна навчити за допомогою SGD. Мережа також була протестована
на наборi даних bAbI вiд Facebook. RNN та її рiзновиди можуть обробляти послiдовностi,
однак у задачах в областi комп’ютерних наук графовi структурованi данi є бiльш поширеними.

DNC можна розглядати як розширення Нейронних машин Тюрiнга (NTM). DNC мають
механiзми пам’ятi на основi уваги, якi контролюють, де зберiгається пам’ять, i тимчасову
увагу, яка реєструє порядок подiй. На кожному кроцi часу пам’ять має доступ до стану
мережi, що мiстить поточний контент пам’ятi. На кожному кроцi часу беруться вхiднi данi,
переглядається матриця пам’ятi iз корисною iнформацiєю, що там зберiгається, i записується в
дану матрицю для подальшого використання. Видiлення та вивiльнення пам’ятi здiйснюється
динамiчно. Крiм того, обробляється тимчасовий зв’язок мiж комiрками пам’ятi.

DNC продемонстрували здатнiсть обробляти такi простi завдання, як копiювання послiдовностей,
якi могли б бути виконанi за допомогою простої комп’ютерної програми. Рiзниця полягає
в тому, що DNC можна натренувати окремо для кожної проблеми i навчитися визначати
власнi символiчнi мiркування. Наприклад, DNC може навчитись вчитися орiєнтуванню в
транзитних системах, i дана робота показує успiшнi результати для лондонського метро.
Нейронну мережу без пам’ятi потрiбно навчити для кожної транзитної системи, проте для
DNC цього не потрiбно.
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Загальна архiтектура DNC:

Подiбнiсть до LSTM
Архiтектура DNC має багато подiбностей до архiтектури LSTM. Забувальнi та вхiднi вентилi
в архiтектурi LSTM схожi на операцiю запису в DNC, де операцiя забуття аналогiчна запису
нулiв в пам’ять. Вихiдний вентиль подiбний до операцiї зчитування. У LSTM стан стирається з
кожним кроком, що спричиняє неконтрольоване "забування однак у DNC пам’ять вiдокремлена
вiд мережi, тому вона не страждає вiд цього.

Один крок у DNC
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Контролер
Контролер, як правило, являє собою повнозв’язну або рекурентну нейронну мережу. Однак
контролером може бути все, що є диференцiйованим. Його назва походить вiд того, що вiн
контролює доступ до пам’ятi.
Входи контролеру - це входи в DNC, а зчитанi данi з пам’ятi та виведенi з попереднього
кроку, об’єднуються з ним. Це вiдображається у вектор. Вихiднi данi - це список змiнних, якi
визначають, яка дiя над пам’яттю (читання або запис) буде на наступному кроцi. Вихiдний
вектор подається на наступний крок без будь-яких змiн i використовується як вхiдний сигнал
на наступному кроцi. Вектор зчитування використовується головкою зчитування для перенаправлення
елементу в матрицi пам’ятi. Вектор стирання використовується для вибору та стирання елемента
з матрицi пам’ятi. Вектор запису - це вектор, який використовується для запису (а не перезапису)
деякої iнформацiї в пам’ять.
Потiм контролер взаємодiє з головками читання та запису, щоб записувати або зчитувати
елементи з пам’ятi. Цi взаємодiї вивчаються за допомогою певного методу градiєнтного спуску,
оскiльки вiн диференцiйований.

Увага
DNC використовує вибiркову увагу у своїх процесах читання та запису. Виходи контролера
перетворюються на розподiл i параметризуються за допомогою моделi уваги. Цей розподiл
складається з ваг над рядками (позицiями) в матрицi пам’ятi.
Механiзм уваги складається з трьох компонентiв, заснованих на контентi, видiленнi пам’ятi та
часовому порядку операцiй, якi здiйснюються над матрицею пам’ятi. Контролер використовує
цi три методи уваги з використанням iнтерполяцiї на основi скалярного перетворення. Саме цi
диференцiйованi механiзми уваги визначають розподiл по рядках матрицi пам’ятi. Ключовий
вектор отримується з контролера i порiвнюється з кожним рядком пам’ятi певною мiрою
подiбностi, а саме косинусною вiдстанню. Потiм значення подiбностi нормується за допомогою
softmax.

Увага на основi контенту - Content Based Attention (CBA)

Ваги пiсля softmax формують метод CBA. CBA використовує ключовi вихiднi вектори з
контролера, ваги пiсля softmax та матрицю пам’ятi, щоб отримати результат того, наскiльки
схожi вихiднi вектори до рядкiв матрицi пам’ятi.
Операцiя читання:
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Операцiя запису:

Увага на основi видiлення пам’ятi

Ця увага вiдстежує доступнiсть пам’ятi, таким чином вiдслiдковуючи, в якi комiрки пам’ятi
щось записано, а якi - вiльнi.

Лiнкування тимчасової пам’яттi - Temporal Memory Linkage (TML)

Це лiнкування вiдстежує порядок запису в пам’ять. Генерує два результати: прямого та зворотного
зважування. Цi два зважування у поєднаннi з результатом CBA формують зважування для
запису. Модель Маркова першого порядку L використовується для вiдстеження ступеня зв’язностi
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наступних записiв мiж кожною позицiєю. На практицi модель L є розрiдженою матрицею для
досягнення бiльшої ефективностi.

Цi три результати використовуються для отримання зважувань для читання:

Динамiчне видiлення пам’ятi - Dynamic Memory Allocation (DMA)

DMA генерує зважування розподiлу. Вiн складається зi зв’язного списку доступних комiрок
у пам’ятi та керується додаванням та видаленням адрес з нього. На кожному кроцi мiра
використання кожної комiрки пам’ятi визначається вектором використання ut. Метод формує
вектор at, що визначає, чи можна вiдкинути чи залишити адреси комiрок пам’ятi.
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Два вихiднi вектори з DMA та CBA використовуються для побудови зважувань для запису:

Пам’ять
Контролер обирає: чи слiд щось фiксувати в пам’ятi, перезаписувати чи взагалi не фiксувати
змiни. Пам’ять оновлюється наступним чином:
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На кожному кроцi записується та зчитується єдина комiрка в пам’ятi, i фокус змiнюється вiд
кроку до кроку.

Приклад з статтi - Лондонське метро
Архiтектура DNC була навчена на безлiчi випадково згенеровано графiв, i коли її перевiрили
на орiєнтуваннi в лондонському метро, вона показала 98,8 вiдсоткову точнiсть порiвняно з
37 вiдсотковою точнiстю звичайної нейронної мережi, яка була навчена приблизно на двох
мiльйонах прикладiв.
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Приклад з статтi - Сiмейство дерев QnA
Нижче наведено вiдео вiд Google DeepMind, яке демонструє здатнiсть DNC вирiшувати задачi
питання - вiдповiдь на графi генеалогiчного дерева:
Задачi генеалогiчних дерев у DNC

Порiвняння DNC та NTM
• Мають однаковий спосiб генерацiї зважувань для читання та запису.

• DNC видiляє та звiльняє пам’ять, використовуючи DMA, а NTM - нi.

• DNC зберiгає тимчасовий лiнкування мiж комiрками пам’ятi через модуль TML, тодi як
NTM - нi, отже, не зберiгає порядок запису рядкiв в пам’ять.

• DNC включає вектор зчитування на кожному кроцi для отримання вихiдних даних,
однак NTM цього не робить, принаймнi не так явно, як у DNC.

• NTM можуть отримувати iнформацiю з матрицi пам’ятi у вiдповiдностi до її iндексу,
але не в тому порядку, в якому вони записували. DNC здатнi на це, що й необхiдно для
багатьох завдань.
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13.6 Мережi рекурентних сутностей
13.6.1 Вступ

Мережi рекурентних сутностей (EntNet) - це модель, запропонована для вирiшення задач
вiдповiдь-питання. Проблема пошуку вiдповiдi вирiшується спочатку надаючи контекст (абзац
або кiлька речень) моделi. Ознайомившись з усiм контекстом, модель отримує запитання,
пов’язане з поточним контекстом, i, як очiкується, вона дасть правильну вiдповiдь. EntNet
- це нова сучасна модель завдань bAbI, яка стала еталоном для оцiнки нейронних мереж з
доповненою пам’яттю.
EntNet оснащена LSTM, яка допомагає пiдтримувати та оновлювати свiй стан пiсля отримання
нових даних. Модель зберiгає фiксовану кiлькiсть комiрок пам’ятi, i кожна комiрка пам’ятi
мiстить два елементи: ключ wj , i контент hj . Кожна комiрка пам’ятi також має свої окремi
вентилi, якi контролюють, скiльки iнформацiї оновлювати та яким чином, враховуючи новi
данi.
Таким чином, модель можна розглядати як набiр RNN, де кожну можна вважати пов’язаною
iз певною сутностю в контекстi через вагу wj . Прихований стан hj в комiрцi пам’ятi записує або
запам’ятовує всю iнформацiю, пов’язану з конкретною сутнiстю. Прихований стан оновлюється
лише тодi, коли отримана нова iнформацiя пов’язана з ключем або пов’язана з iнформацiєю,
записаною у прихованому станi, iнакше вона залишається незмiнною.

13.6.2 Архiтектура моделi

Модель складається з трьох частин: вхiдного кодера, динамiчної пам’ятi та вихiдного рiвня.
Вiн розроблений у якостi вiдповiдей на питання на короткi iсторiї, де вхiдними даними для
мережi є послiдовностi слiв. Архiтектура моделi виглядає наступним чином:

• Вхiдний кодер: Вхiд на кроцi t - це послiдовнiсть слiв iз вiдповiдними ембедингамислiв
e1, e2, ....ek. Векторне представлення вхiдних даних:

st =
∑

fi ⊙ ei

Один i той же набiр f1, f2...fk використовується на кожному кроцi i навчається разом iз
iншими параметрами моделi.

• Динамiчна пам’ять: Це керована рекурентна мережа з (частково) структурованою блоковою
схемою зв’язки вагiв. Прихованi стани мереж подiленi на блоки h1, h2...hm, i повнiстю
прихований стан - це поєднання блокiв hj . На кожному кроцi t, hj оновлюється наступним
чином:

gj ← σ(sTt hj + sTt wj)

ĥj ← ϕ(Uhj + V wj +Wsj)

hj ← hj + gj ⊙ ĥj

hj ←
hj
∥hj∥

Де σ - це функцiя сигмоїда, U,V,W параметри, що пiддаються навчанню, спiльнi для всiх
блокiв. ϕ можу бути будь-якою функцiєю активацiї, у даному випадку ReLU. gj керуюча
функцiя, яка визначає скiльки пам’ятi необхiдно оновити. ĥj це потенцiйне значення
пам’ятi цього блока.
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Рис. 71: Архiтектура EntNet

• Вихiдний шар: Щоразу, коли модель генерує результат, вiн представляється вектором
запиту q. Результат обчислюється наступним чином:

pj = Softmax(qThj)

u =
∑
j

pjhj

y = Rϕ(q +Hu)

Параметри H i R - додатковi параметри, якi можна навчати. Якщо комiрки пам’ятi
вiдповiдають певним словам, якi формують вiдповiдь, p може бути представлено як
розподiл потенцiйний вiдповiдей i може бути використано для формування безпосередньо
прогнозу або передано до loss функцiї, вiдкидаючи потребу двох останнiх крокiв.

13.6.3 Мотивуючi приклади i результати

Розглянемо, як модель читає такi два речення: Мерi взяла м’яч. Мерi пiшла в сад. Модель
матиме двi комiрки пам’ятi, значення яких вiдповiдно "Мерi"та "м’яч". В першому реченнi
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згадувалась Мерi, тому комiрка пам’ятi, що вiдповiдає "Мерi буде оновлюватися, а iнформацiя
про те, що Мерi несе "м’яч буде записана в прихований стан комiрки "Мерi". Те саме для
комiрки пам’ятi, що вiдповiдає значенню "м’яч". Його прихований стан також буде оновлено
пiсля перегляду першого речення, i прихований стан повинен записати iнформацiю про те, що
"Мерi"несе "м’яч".
Побачивши друге речення, комiрка "Мерi"повинна оновитися та включити iнформацiю про
те, що "Мерi"знаходиться в саду. Цiкаво, що комiрка пам’ятi "м’яч"також буде оновлюватися,
оскiльки її прихований стан мiстив iнформацiю для "Мерi а модель зможе виявляти поняття
"м’яч"пов’язаним з "Мерi i тому значення "м’яч"також буде оновлено.
З цього прикладу ми бачимо, що модель перспективна в тому, що вона може робити узагальнення
та догадки, виходячи iз обмеженого обсягу iнформацiї. Навчена на задачах bAbI з використанням
10 тисяч навчаних прикладiв, модель є першим рiшенням всiх завдань bAbI. Для покращення
ефективностi моделi зроблено бiльше допрацювань, щоб таку саму якiсть можна було досягти
за меншу кiлькiсть навчальних прикладiв.

14 Автоенкодер
Автоенкодер - це штучна нейронна мережа, яка використовується для безконтрольного вивчення
ефективних кодувань, i вона вмiє копiювати свої вхiднi данi у вихiднi данi. Зазвичай автоенкодер
використовується для

• зменшення розмiрностi

• вивчення особливостей

Останнiм часом автоенкодери застосовуються для генеративного моделювання на основi теоретичних
зв’язкiв мiж автоенкодерами та прихованими змiнними моделями.

Структура
В архiтектурному вiдношеннi найпростiша форма автоенкодера - це пряма, не повторювана
нейронна мережа - що має вхiдний рiвень, вихiдний шар та один або кiлька прихованих шарiв,
що їх з’єднують. Крiм того, вихiдний рiвень має таку ж кiлькiсть вузлiв, що i вхiдний рiвень,
метою якого є реконструкцiя вхiдних даних моделей.

Як правило, автокодер складається з двох частин, енкодера та декодера. Вхiдний простiр
становить X , i вiдображення для двох частин:

• енкодер, f : X → F

• декодер, g : F → X

Вихiдний результат g(f(x)) для вводу x, а мета якого знайти g i f якi мiнiмiзують рiзницю
мiж входом i виходом, наприклад ming,f ∥g(f(x))− x∥2.

Як показано на малюнку 39 z зазвичай називають "кодом прихованим поданням. Як
правило, z має меншу розмiрнiсть, нiж x, i, отже, є стислим поданням вхiдних x. Якщо є
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Рис. 72: Автоенкодер

лише один прихований шар, z = f(x) = sigma(Wx + b), де sigma - це функцiя активацiї, а
W - вагова матриця (b - вектор змiщення). I x′ = g(z) = sigma′(W ′z + b′).

На основi базового моделювання автокодерiв iснує багато вдосконалених методiв вивчення
кращих уявлень.

14.1 Затихаючий автоенкодер
Затихаючi автоенкодери фокусуються на надiйних представленнях входiв. Окрiм вилучення
функцiй, корисних для представлення розподiлу вхiдних даних, автоматичнi кодектори шуму
повиннi вiдключати вхiднi данi. Iншими словами, хорошим поданням для шумозаглушення
автокодерiв є те, що його можна надiйно отримати з пошкодженого вводу i яке буде корисним
для вiдновлення вiдповiдного чистого вводу.

Щоб дезонiзувати вхiднi данi, функцiя втрат у дезоанiзуючих автокодерах повинна трохи
змiнитися. Чистi данi складають x, а вхiднi данi - x′, що пошкоджено. Результат - widehatx,
а функцiя втрат l(x, widehatx) замiсть l(x′, widehatx).

Тут ref denoisingAE є прикладом автоматичного кодування denoising cite Vincent. Зображення
цифри 9, x′, звучить, а c - це вивчене подання з x′. Завдання полягає в мiнiмiзацiї рiзницi мiж
x i widehatx.

14.2 Розрiджений автоенкодер
Розрiджений автоенкодер використовується для створення розрiдженого представлення ознак
входiв, щоб їх можна було використовувати для попередньої обробки або розробки елементiв
для завдань класифiкацiї. Iдея полягає в тому, щоб накласти обмеження на ймовiрнiсть того,
що прихований нейрон може бути активований. Наприклад, якщо необхiдна розрiдженiсть
становить 5%, кожен прихований нейрон може активуватися лише 5% часу. За такої розрiдженої
установки функцiї, як очiкується, представлятимуть функцiї низького рiвня лише невелику
пiдгрупу спiльного використання даних. Таким чином, це може допомогти у класифiкацiї.
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Рис. 73: Затихаючий автоенкодер

Є два шляхи досягнення розрiдженостi. Можна поставити додатковий термiн обмеженостi
в цiльовiй функцiї, щоб покарати не рiдко активованi нейрони cite AndrewNg. Штраф за
розрiдженiсть обчислює, як часто кожен прихований нейрон активується hat rhoj , i обмежує
його до бажаної розрiдженостi при розбiжностi KL.

ρ̂j =
1

m

m∑
i=1

aj(xi) (73)

KL(ρ||ρ̂j) = ρ log
ρ

ρj
+ (1− ρ) log

1− ρ
ρ̂j

(74)

L(W, b) =
1

m

m∑
i=1

1

2
||ŷi − yi||22 + λ||W ||2F + β

s2∑
j=1

KL(ρ||ρ̂j) (75)

Можна також зберегти k% найбiльшої активацiї, а решту встановити на нуль для досягнення
розрiдженостi Makhzani and Frey [2013].

14.3 Передбачуване розрiджене розкладання
Попередня обробка зображення з розрiдженим поданням є вигiдною, оскiльки цi функцiї,
швидше за все, можуть бути лiнiйно вiдокремлюваними у великих розмiрах i бiльш надiйними
проти шуму.

Проблему пошуку розрiдженого розкладання можна формально сформулювати наступним
чином. Для заданого сигналу Y in mathbbRn знайдiть подання Z in mathbbRm у даному
надмiрному базисi B:

min ∥Z∥0 s.t. Y = BZ (76)

Де норма l0 тут позначає кiлькiсть ненульових елементiв у Z. Якщо застосувати опуклу
релаксацiю l0 доданок, це еквiвалентно необмеженiй задачi оптимiзацiї

L(Y,Z;B) =
1

2
∥Y −BZ∥22 + λ∥Z∥1 (77)

Є й iншi алгоритми, якi також можуть вивчити базовi функцiї, стовпцi B, чергуючи
оптимiзацiю щодо Z i B.

Однак до передбачуваного розрiдженого розкладання (PSD) алгоритми, якi обчислюють
розрiджене представлення, обчислювальнi надмiрно дорого. PSD вдається вирiшити проблему
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вивчення розрiджених подань у 100 разiв ефективнiше, нiж попереднiй найкращий iснуючий
алгоритм, i забезпечити настiльки ж гарне представлення ознак. Зокрема, PSD мiнiмiзує дещо
iншу функцiю втрат:

L(Y,Z;B,Pf ) =
1

2
∥Y −BZ∥22 + λ∥Z∥1 + α∥Z − F (Y ;Pf )∥22 (78)

де Pf = {G,W,D} - це набiр параметрiв, якi слiд вивчити, i

F (Y ;Pf ) = G tanh(WY +D) (79)

є нелiнiйним вiдображенням. Мiнiмiзацiя функцiї збиткiв щодо Z сил

1. F (Y ;Pf ) навчитися реконструювати введенi данi

2. Z бути розрiдженим

3. F (Y ;Pf ) дає плавне наближення до розрiдженого подання

Вище викладено основну настройку та iдею для передбачуваного розрiдженого кодування.

14.4 Варiацiйний автоенкодер
Декодерна мережа автокодера приймає прихований вектор i переводить його в зображення.
Якщо хтось хоче генерувати зображення за допомогою мережi декодера, вiн повинен знати
прихований вектор, перш за все. Однак немає конкретного правила щодо прихованого представлення
стандартних автокодерiв. Iдея варiацiйного автокодера полягає в тому, щоб змусити розподiл
прихованих векторiв слiдувати стандартному розподiлу Гауса. Це має сенс, оскiльки такi
реальнi особливостi, як висота, приблизно вiдповiдають нормальному розподiлу. Потiм, коли
ми хочемо генерувати зображення, ми просто беремо вибiрку зi стандартного гауссового розподiлу
як вхiд i подаємо на декодер. Математика, що лежить в основi, полягає в тому, що кодер
апроксимує заднiй розподiл декодера. Таким чином, цiльова функцiя має вигляд:

L(ϕ, θ, x) = DKL(qϕ(z|x)||pθ(z))− Eqϕ(z|x)(log pθ(x|z)) (80)

де q phi(z|x) - приблизний розподiл мережi кодера, p theta(z) - бажаний стандартний нормальний
розподiл, а p theta(x|z) - заднiй розподiл декодування мережi. Мережi кодерiв також називають
мережею розпiзнавання або мережею умовиводу, оскiльки вони вивчають наближення p theta(x|z).
Мережi-декодери також називають генерацiйними мережами.

Основним недолiком варiацiйного автокодера як генеративної моделi є те, що вiн чутливий
до шуму через випадковi вибiрки як вхiднi данi. Згенерованi зображення зазвичай розмитi та
низької якостi.

Основними причинами використання варiацiй автокодера є запобiгання вивченню функцiй
iдентифiкацiї та покращення здатностi фiксувати важливi функцiї та вивчати багатшi уявлення.

14.5 Складенi що-де автокодери
Складенi що-де автокодери (Stacked What-Where Auto-encoders, SWWAE) – це нова архiтектура,
представлена Zhao et al. [2015], що запроваджує єдиний пiдхiд до контрольованого, напiвконтрольованого
та неконтрольованого навчання. Архiтекутра має на метi задовольнити двi цiлi. Перша з
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них полягає у вивченнi факторизованого подання вхiдних даних, що кодує як iнварiантнiсть
(тобто виявляти "що незалежно вiд "де"), так i еквiварiантнiсть (тобто змiни в "де"на входi
дають еквiвалентнi "де"змiни в площинах ознак). На рисунку 75 показанi експериментальнi
результати iнварiантностi та еквiварiантностi. Друга цiль – використовувати як маркованi,
так i немаркованi данi, щоб засвоїти це подання в єдинiй системi.

Для досягнення цих цiлей SWWAE iнтегрує дискримiнацiйний шлях, що складається iз
згортки та об’єднання, та генеративний шлях, який використовує деконволюцiю та роз’єднання.
У дискримiнацiйному шляху вхiднi данi подаються через згортку та об’єднання шарiв. Кожен
об’єднуючий рiвень на шляху передачi просуває iнформацiю "що"наступному дискримiнацiйному
шару, а iнформацiю "де iдповiдному роз’єднуючому шару генеруючого декодера. Починаючи з
мiтки класу, генеративний шлях має на метi реконструювати як вхiднi, так i промiжнi площини
ознак дискримiнацiйного шляху. Вiн використовує iнструкцiї щодо роз’єднання, переданi з
дискримiнацiйного шляху, щоб вказати "де"для реконструкцiї та деконволюцiї, з метою генерацiї
"що"на кожному рiвнi. Ця архiтектура вiдображена на рисунку 74.

Рис. 74: Лiворуч (a): з’єднання-роз’єднання. Праворуч (b): модель архiтектури. Для стислостi
на цьому малюнку пропущенi повнiстю з’єднанi шари. Zhao et al. [2015]

Архiтектура SWWAE навчається з функцiєю втрат, що складаєтсья з трьох частин:

L = λNLLLNLL + λL2recLL2rec + λL2MLL2M (81)

де LNLL - дискримiнацiйна втрата (вiд’ємна логарифмiчна ймовiрнiсть) мiж виходом дискримiнацiйного
шляху та найкращим очiкуваним результатом, LL2rec - L2 втрати вiдновлення на входi, а LL2M

- L2 втрати вiдновлення на промiжних конволюцiйних площинах ознак. Таким чином, L2M є
показником вiдновлення на кожному шарi, який обмежує прихованi стани шляху зворотного
зв’язку, аби наблизити їх до прихованих станiв шляху прямого зв’язку, у той час як L2rec
гарантує, що реконструйований вхiд є близьким до початкового входу. λ− є гiперпараметрами,
що регулюють ваги компонентiв втрат.

LL2rec = ∥x− x̃∥2, LL2M = ∥xm − x̃m∥2 (82)
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Роз’єднуючий крок у процесi генерацiї є особливо важливою характеристикою SWWAE, що
вiдрiзняє його вiд попереднiх архiтектур, якi унiфiкували контрольоване та неконтрольоване
навчання, таких як Глибока Машина Больцмана (DBM) Hinton et al. [2006], i автори демонструють
його важливiсть вивчення хороших вiдображень за допомогою експериментальних результатiв.
Ця методика вирiшує проблему генеративного шляху створення вiдображення з вiдношенням
один до багатьох, наприклад зiставлення мiток класiв з реконструкцiями зображень. У попереднiх
методах, таких як DBM, цю проблему зазвичай вирiшували, розглядаючи вiдображення реконструкцiї
як iмовiрнiсне i генеруючи зображення iз зображення категорiї шляхом вибiрки. Однак вибiрка
непрактична для навчання великомасштабних мереж, оскiльки вона часто створює шумнi
градiєнти, чого вже не можна сказати про SWWAE.

SWWAE може бути реалiзований за допомогою "м’якої"версiї "що"i "де"за допомогою
"м’якої"версiї max i arg max запропонованої Goroshin et al. [2015].

mk =
∑
Nk

z(x, y)
eβz(x,y)∑
Nk
eβz(x,y)

≈ max
Nk

z(x, y) (83)

pk =

[
x
y

]
eβ z(x,y)∑
Nk
eβ z(x,y)

≈ arg max
Nk

z(x, y) (84)

z(x, y) - активацiя карти ознак, а x, y показують просторове розташування, що є нормаiзованим
значенням вiд −1 to 1. Nk показує kth об’єднуючу область, а β є гiперпараметром на множинi
значень (0,∞], для якого малi значення призводять до апроксимацiї середнього об’єднання, а
великi значення - апроксимацiї максимального об’єднання. М’яке М’яке об’єднання та роз’єднання
має двi переваги. По-перше, воно робить можливим зворотне розповсюдження через об’єднання
шарiв, на вiдмiну вiд жорсткого максимального об’єднання, яке не диференцiйовано щодо
розташування arg max. По-друге, м’яке об’єднання може точнiше представляти iнформацiю
про мiсцезнаходження, що дозволяє ознакам захоплювати бiльше деталей про вхiд.

Рис. 75: Точковi графiки, що вiдображають реакцiю на ознаку шляхом перемiщення вхiдних
даних. Горизонтальнi осi представляють вихiд з однiєї площини ознак для незмiщеного
зображення. Вертикальна вiсь представляє вихiднi данi для перекладеного зображення (+/-
3 пiкселi). (a) та (c) показують виходи "що"для змiщених вiдносно оригiнальних входiв. (b) та
(d) показують виходи "де"для змiщених вiдносно оригiнальних зображень. Zhao et al. [2015]

SWWAE може легко змiнювати модальнiсть мiж контрольованим, напiвконтрольованим та
неконтрольованим навчанням, включаючи або вимикаючи певнi шляхи та втрати.
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• Для контрольованого навчання легко деактивувати генеративний шлях, за допомогою
встановлення λL2M та λL2rec в 0.

• Для неконтрольованого навчання, встановлюєтья λNLL в нуль, щоб вимкнути дискримiнацiйнi
втрати.

• Для напiвконтрольованого навчання, усi цi втрати залишаються активними.
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15 Трансферне навчання
Трансферне навчання - це проблема дослiдження в машинному навчаннi, яка зосереджена
на зберiганнi знань, отриманих пiд час розв’язання однiєї проблеми, та їх застосуваннi до
пов’язаних проблем.

Рис. 76: Трансферне навчання (Джерело: Transfer Learning - Machine Learning’s Next Frontier)

Рис. 77: Ефект трансферного навчання
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15.1 Застосування
Iснує багато сценарiїв, де трансферне навчання може бути застосоване.

• Навчання на iмiтацiях: Iмiтацiї є моделями реального свiту, але не вiдображають
його iдеально. Отже, будь-якi знання, отриманi при їх переживаннi, будуть корисними в
реальностi. Витрати також зменшуються, оскiльки ми не витрачаємо ресурси на збiр
величезних наборiв даних, а також скорочується час навчання, оскiльки тренування
прискорюється за умови використання трансферного навчання. Наприклад, навчання
самокерованих автомобiлiв та роботiв.

Рис. 78: Застосування трансферного навчання

• Навчання в рiзних доменах: Моделi, навченi даними з новин, важко справляються з
новими текстовими формами, такими як повiдомлення в соцiальних мережах та проблеми,
що з них витiкають. Таким чином, якщо ми придумаємо бiльш узагальненi подання та
вивчимо iнварiантнi ознаки домену, ми можемо використати це в iнших сферах.

15.2 Трансферне навчання для комп’ютерного зору
Трансферне навчання було вдало адаптовано до роботи з комп’ютерним зором.
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Рис. 79: Мережа VGG-19 для розпiзнавання широкомасштабних зображень

15.2.1 Реалiзацiя

Спочатку необхiдно навчити модель згорткової нейронної мережi (CNN) на завданнi з великою
кiлькiстю загальнопозначених навчальних даних, таких як ImageNet. ПоДля вiдображення
поточного завдання треба оновити класифiкатор, що складається з повнiстю зв’язаних шарiв.
Наприклад, якщо початковим завданням було розпiзнавання зображень iз десятьма класами, а
поточне завдання полягає лише у визначеннi присутностi кота, то в кiнцевому шарi тепер буде
лише два юнiти замiсть десяти, а попереднi повнiстю зв’язанi шари можна змiнити вiдповiдно
до архiтектури.

• Згортковi нейроннi мережi у виявленнi ознак: Необхiдно перенавчити модель,
зафiксувавши ваги конволюцiйних шарiв. Популярний набiр даних ImageNet розглядається
як iдеальна вiдправна точка для бiльшостi завдань, оскiльки вiн дуже рiзноманiтний, i
згорткова мережа може дуже добре вивчити основнi особливостi в нижчих шарах.
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Рис. 80: Згортковi нейроннi мережi у виявленнi ознак

• Точне налаштування згорткових нейронних мереж: Необхiдно перенавчити початкову
модель. Зазвичай швидкiсть навчання регулюється по-рiзному для згорткових шарiв та
повнiстю зв’язаних шарiв залежно вiд того, наскiльки потрiбно зберегти початковi набутi
ваги.
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Рис. 81: Точне налаштування згорткових нейронних мереж

У будь-якому з двох методiв можна безпосередньо використовувати попередньо навчену
згорткову мережу, замiсть того, щоб самостiйно навчати початкову модель, аби скоротити
час навчання. Однак це обмежує архiтектуру даної моделi.

15.2.2 Примiтка

Кiлькiсть шарiв iз замороженими вагами та кiлькiсть шарiв iз вiльними вагами залежить вiд
розмiру та подiбностi даних мiж двома завданнями.

• Якщо наявний обсяг даних великий, дозволяється розморозити бiльше шарiв, оскiльки
модель не так легко пристосувати.

• Якщо подiбнiсть двох наборiв даних невелика, припускається можливiсть розморожування
бiльшої кiлькостi шарiв, оскiльки можна очiкувати, що цi двi задачi матимуть менш
загальнi спiльнi ознаки. Отже, в нейроннiй мережi шари нижче будуть бiльш корисними,
нiж шари вище.
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Чим бiльше вiльних шарiв у мережi, тим бiльше можливостей до налаштування архiтектури,
оскiльки немає обмеженя на використання вiдповiдних ваг. Можна навiть позбутися кiлькох
промiжних шарiв або додати їх, якщо iснує така потреба. Якщо нове завдання абсолютно
iнше i з великою кiлькiстю даних, iснує можливiсть скористатися цiлком новою моделлю або
просто iнiцiалiзувати поточну модель вагами старого завдання як хорошу вихiдну точку i
пройти наскрiзне навчання.

Окрiм комп’ютерного зору, попередньо навченi функцiї виявилися корисними в обробцi
природних мов. Зараз загальноприйнятим пiдходом є використання вбудованих слiв, створених
попередньою пiдготовкою, на великому немаркованому корпусi iз наближеною метою мовного
моделювання.

15.2.3 Загальнi очiкування щодо трансферного навчання

Рис. 82: Очiкування за типом контролю

Якщо метою є створення додатку для комп’ютерного зору, а не навчання мережi з нуля,
шляхом випадкової iнiцiалiзацiї, то прогрес здобувається значно швидше, при використаннi
завантажуваних моделей/способiв, для яких вже проводилося навчання в iншiй архiтектурi
мережi, i використаннi їх у якостi попередньої пiдготовки та передачi до визначеного завдання.
На сьогоднiшнiй день у спiвтовариствi CV iснує безлiч наборiв даних в Iнтернетi, такi як
типи наборiв даних ImageNet, MS COCO або Pascal, це назви рiзних наборiв даних, якi люди
розмiщують в Iнтернетi, i багато дослiдникiв навчили на них свої алгоритми. Iнодi це навчання
займає кiлька тижнiв i може зайняти багато часу та ресурсiв графiчного процесора, а той факт,
що дана робота вже зроблена i пройдено болiсний високоефективний процес пошуку, означає,
що є можливiсть завантажувати додакти з вiдкритим кодом, на якi деяким дослiдником
було витрачено багато тижнiв або мiсяцiв, зрозумiти i використовувати це як дуже гарну
iнiцiалiзацiю для власної нейронної мережi.

У бiльшостi випадкiв, розгортання чужої попередньої роботи краще, нiж власний проект,
окрiм випадку, коли проблема настiльки унiкальна, що знайти схожостi з попереднiми роботами
не вихожить. Загальнi рекомендацiї на практицi: якщо немає великої кiлькостi даних пiд
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рукою, то можна просто завантажити дуже добре навчену глибоку мережу, подiбну за архiтектурою,
i змiнити останнiй вихiдний рiвень softmax вiдповiдно до заданого випадку. Як i зазначено
вище, якщо необхiдний класифiкатор котiв, i немає великого набору даних, достатньо просто
змiнити останнiй шар softmax i заморозити всi попереднi шари, щоб продовжити тренувати
набiр даних. Якщо наявний помiрний обсяг набору даних, який треба розмножити, можна
розблокувати попереднi два-три або бiльше конволюцiйних шарiв i заморозити всi попереднi
шари. Виходячи з цього, починається тренування власної моделi. Якщо наявний великий обсяг
даних, можна розглянути всi шари та тренувати мережу з самого початку. На щастя, усi цi
операцiї можна легко виконати в сучасних Deep Learning фреймворках, таких як Tensorflow,
Caffe, PyTorch.
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16 Сумiш експертiв

16.1 Введення в сумiш експертiв
В цьому роздiлi ми поговоримо про сумiш експертiв. Ця модель була вперше розроблена в
1990-х роках. Iдея цiєї моделi полягає в тому, щоб навчити ряд нейромереж, кожна з яких
спецiалiзується на рiзнiй частинi даних. Тобто ми припускаємо, що данi надходять з рiзних
режимiв, i навчаємо систему, в якiй одна нейромережа спецiалiзується на кожному режимi.
Для управлiння нейромережею ми дивимося на вхiднi данi i вирiшуємо, якому фахiвцю це
належить.

Така система не дозволяє ефективно використовувати данi, тому що данi дробовi для
кожної механiки. Тому для невеликих наборiв даних, можливо, це не дуже добре працює.
Але в мiру того, як наборiв даних стає бiльше, така система може розiгрiватися сама по собi,
тому що вона може добре використовувати надзвичайно великi набори даних.

Для багатьох моделей пiсля навчання кожна модель має однакову вагу для всiх тестових
наборiв. Ми не робимо iндивiдуальну модель залежною вiд випадку, з яким маємо справу.
Так iнтуїтивно зрозумiло, що ми можемо запитати: чи можемо ми зробити краще, щоб просто
усереднення моделей не залежало вiд конкретного тренувального випадку? Сумiш експертiв
може це зробити. Ми можемо розглянути вхiднi данi для конкретного випадку, щоб вирiшити,
на яку модель покладатися. Це може дозволити певним моделям спецiалiзуватися на пiдмножинi
навчальних кейсiв. Вони не вчаться на кейсах, для яких вони не обранi. Тож вони можуть
iгнорувати речi, якi вони не вмiють моделювати.

Ключова iдея полягає в тому, щоб змусити кожного експерта(модель) зосередитися на
прогнозуваннi правильної вiдповiдi в тих випадках, коли вiн уже робить це краще, нiж iншi
експерти(моделi).

Рiзнi моделi мають дуже рiзнi властивостi. Наприклад, порiвняємо цi двi моделi: найближчi
сусiди i полiномiальне наближення. Дуже швидко пiдганяються данi для найближчих сусiдiв.
I це стабiльно, тобто коливання одних точок входу не змiнять передбачення iнших точок входу.
З iншого боку, апроксимацiя полiномiв є рiзновидом повнiстю глобальних моделей. Це може
бути повiльним, а також нестабiльним. Кожен параметр залежить вiд всiх даних. Невеликi
змiни даних можуть привести до великих змiн пiдгонки.

Замiсть використання однiєї глобальної моделi або безлiчi дуже локальних моделей, можна
використовувати кiлька моделей промiжної складностi, особливо добре, якщо набiр даних
мiстить кiлька рiзних режимiв, якi мають рiзнi зв’язки мiж входом i виходом. Наприклад,
фiнансовi данi, якi залежать вiд стану економiки. Тодi ми повиннi використовувати рiзнi
моделi для рiзних станiв економiки. Але заздалегiдь ми можемо не знати, якi точки належать
до одного й того ж економiчного стану. Ми повиннi навчитися i цьому.

Тому у нас є проблема, коли ми будемо використовувати цю рiзну модель, щоб вiдповiдати
рiзним режимам, а саме, як ми подiляємо набiр даних на рiзнi режими.

Для того щоб використовувати рiзнi моделi в рiзних режимах, нам необхiдно згрупувати
навчальнi кейси по пiдмножинах, по одному для кожної локальної моделi. Нас цiкавить схожiсть
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зiставлень введення-виведення. Ми не хочемо шукати кластери схожих вхiдних векторiв. Ми
хочемо, щоб кожен кластер мав вiдношення мiж входом i виходом, який може бути добре
змодельований однiєю локальною моделлю.

Як i в iнших навчальних системах, ми повиннi вибирати функцiї помилок для сумiшi
експертiв. Рiзнi функцiї помилок по-рiзному впливають на розбиття наборiв даних. Якщо ми
хочемо заохочувати спiвпрацю, ми порiвнюємо середнє значення всiх предикторiв з метою
i навчаємо, щоб зменшити розбiжнiсть. Це може погано поєднуватися. Це робить модель
бiльш потужною, нiж навчання кожного предиктора окремо. З iншого боку, якщо ми хочемо
заохочувати спецiалiзацiю, ми порiвнюємо кожного предиктора окремо з цiльовим показником.
Ми також використовуємо "менеджера"для визначення ймовiрностi пiдбору кожного експерта.

16.2 Мережа входу
Сумiш експертiв вiдноситься до технiки машинного навчання, в якiй для подiлу проблемного
простору на однорiднi регiони використовується кiлька моделей. Це свого роду ансамблевi
методи об’єднання простих учнiв для полiпшення прогнозiв. Вони охоплюють рiзнi вхiднi
регiони з рiзними учнями

Перше завдання при впровадженнi сумiшi експертiв - знайти параметри для кожного учня.
Це одне i те ж завдання, коли ми застосовуємо лише одного учня як модель. Але, якщо ми
використовуємо змiшування експертiв, у нас багато рiзних учнiв, ми повиннi використовувати
мережу входу, щоб вирiшити, як їх комбiнувати.

Функцiя входу з мережi входу дає можливiсть всiм експертам. Вони пiдсумовуються як
1, i кожен з них може розглядатися як роздiл для рiзних учнiв. Як правило, ми можемо
використовувати нормовану експоненцiйну модель або модель генеративного класифiкатора
для мережi входу.

Припустимо, що функцiя входу є g1(x), g2(x),..., g∞(x),

0 ≤ g1(x), g2(x), ..., g∞(x) ≤ 1 (85)
∞∑
i=1

gi(x) = 1 (86)

16.3 Iєрархiя сумiшi експертiв
Ми вже знаємо, що функцiя мережi входу може роздiлити всiх експертiв по ймовiрностям. Але
вона не призначає кожну ймовiрнiсть кожному експерту, вiн визначає iмовiрнiсний розподiл
для надання iєрархiї експертам. Це схоже на дерево iмовiрнiсних рiшень з фiксованою структурою.
Таким чином, висновок сумiшi експертiв обумовлений декiлькома рiвнями сумiшi.

Припустимо, що у нас є набiр лiнiйних учнiв, i ми використовуємо нормовану експоненцiйну

181



Рис. 83: Gating functions partition each expert by probabilities

мережу входу:

µi = θ⊤i x (87)

gi(x) =
exp(η⊤i x)∑k
u=1 exp(η⊤u x)

(88)

P (y|x,Θ) =
∑
u

P (ωu|x, η)
∑
v

P (ωuv|x, ωu, ξu)...
∑
s

P (ωuv...s|x, ωu, ωuv, ...)P (y|x, ωu, ωuv, ..., θuv...s)

(89)

P (y|x, ωu, ωuv, ..., θuv...s) є iндивiдуальними експертами.
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Рис. 84: An example of hierarchical mixture of experts is like a probabilistic decision tree

17 Просторовi моделi
Просторова модель починається з визначення графiчної моделi дерева, яка є випадковим
полем Маркова над просторовими мiсцями на зображеннi. Потiм проводиться оцiнка спiльного
розподiлу такої проблеми. I з цього рiзнi частини зображення пiдбираються до того, до якого
просторового розташування вони найкраще пiдходять. Одним з популярних прикладiв просторових
моделей є оцiнка пози людини. У слайдах лекцiї "Зворотнi мережi, частина 2"наведено два
рiзнi методи; "MODEC: Мультимодальнi розкладаються моделi для оцiнки пози людини " Бен
Сапп та Бен Таскар та "Вивчення ефективної оцiнки пози людини на основi неточної анотацiї"
Сем Джонсон та Марк Еверiнгем.

17.1 MODEC
MODEC - це мультимодальна модель, що розкладається, яка визначає її режими шляхом
кластеризацiї конфiгурацiй об’єднання людського тiла в нормалiзованому просторi координат
зображення. Модель MODEC має явнi змiннi вибору режиму, якi виводяться спiльно з найкращою
конфiгурацiєю корпусу частин тiла для зображення.

Щоб отримати уявлення про те, як працює MODEC, давайте розглянемо проблему, яку
намагається вирiшити модель. Для цiєї проблеми вхiднi данi (пiкселi зображення) визначаються
як x, вихiднi змiннi y = left[y1, ..., ; , yP right] де P - кiлькiсть розмiщень частин тiла
в координатах зображення, а спецiальнi змiннi режиму z = [z1, ..., ; , zK ], zi in[1,M ], якi
слугують мiткою для можливих конфiгурацiй суглобiв для частин тiла. Функцiю оцiнки для
моделi MODEC можна записати як

s(x, y, z) = s(x, z) +
∑
c∈C

sc(x, yc, zc) (90)
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Рiвняння 90 оцiнює приклад x при виборi вихiдної змiнної y i змiнної z. Yc позначають
пiдмножини y, якi iндексуються однiєю клiкою z, що позначається zc. Завдяки такiй функцiї
оцiнки 90 метою MODEC є:

z∗, y∗ = arg max
z,y

s(x, y, z) (91)

За словами Бена Саппа та Бена Таскара, є три припущення, необхiднi для того, щоб
зробити висновок MODEC вдалим: (1) Ефективно обчислювати maxy

∑
c∈C sc(x, yc, zc). (2)

Ефективно обчислювати maxy s(x, z). (3) Iснує взаємозв’язок "один до багатьох"вiд клiк zc до
кожної змiнної в y. Якщо цi умови вiдповiдають цiлi MODEC, описанiй у ??, це може бути
ефективно вирiшено.

Тепер, коли модель MODEC пристосована до оцiнки людської пози, реалiзовано двi змiннi
режиму, одну для лiвої частини тiла, а другу для правої сторони: zl i zr, де кожна має = 32.
Лiву та праву бiчнi моделi можна записати так:

sl(x, yl, zl)
∑
i∈Vl

wzl
i · fi(x, yi, zl) +

∑
i,jinEl

wzl
i,j · fi,j(yi, yj , zl) (92)

Де Vl i El - це вершини та ребра графiка взаємодiї змiнних вiдповiдно. Тепер термiн оцiнки
режиму s(x, z) з 90 можна записати як:

s(x, z) = wl,r · f(zl, zr) + wl · f(x, zl) + wr · f(x, zr) (93)

Перший член може розглядатися як вимiрювання того, наскiльки узгодженi обраний лiвий i
правий режими, тодi як останнi два термiни дають оцiнку, наскiльки зображення узгоджується
iз заданим режимом кожної сторони. Поєднайте рiвняння 92 та 93, щоб отримати загальну
функцiю оцiнки:

s(x, y, z) = sr(x, yr, zr) + sl(x, yl, zl) + wl,r · f(zl, zr) + wl · f(x, zl) + wr · f(x, zr) (94)

17.2 Вивчення ефективної оцiнки пози людини на основi неточної
анотацiї

Amazon Mechanical Turk (AMT) спостерiгає сплеск у використаннi нещодавно для збору великих
наборiв даних зорy, що дозволяє ефективно i недорого виконувати простi завдання такi як
анотацiя зображень. Потрiбно використовувати AMT для збору великого набору даних для
оцiнки пози людини, принаймнi на порядок бiльше, нiж було доступно ранiше. Однак для
бiльшостi попереднiх програм потрiбнi анотацiї порiвняно простi - наприклад, теги зображень
або позначення обмежувальної рамки. Будемо вимагати точного маркування 14 рiзних розташування
на тiлi разом iз зазначенням видимостi кожного. Тодi як AMT дозволяє швидко збирати великi
номери таких анотацiй iнодi є неточними або навiть зовсiм неправильний. Ми пропонуємо
моделювати та враховувати цi помилки в iтеративнiй схемi навчання - покращуючи якiсть
поганих анотацiй до досягти великої кiлькостi високоякiсних навчальних даних. Ми прагнемо
покращити ефективнiсть роботи в першу чергу у найскладнiших позах, якi приймають люди.
В набору даних LSP ми показали, що найскладнiшi пози полягають у дiяльностi з гiмнастики,
паркуру та менший ступiнь легкої атлетики. Ми поставили запит до Flickr за допомогою цих
тегiв i вручну вiдiбрав 10800 зображень рiзних людей у широкий спектр надзвичайно складних
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поз. Поширюючи цi зображення в AMT - разом iз спецiально створеним iнструментом анотацiй
- ми можемо отримати приблизно 400 анотацiй в годину. Однак ця ефективнiсть залежить вiд
точностi - деякi анотацiї демонструють помилки локалiзацiї, помилки в "Будова тiла"(наприклад,
плутанина лiворуч / праворуч) або повнiстю непридатнi. У деяких випадках користувачi
здається, що вони випадково позначили зображення або позначили його усi пункти невидимi -
цi анотацiї ми вважаємо «непридатними для використання». В останньому випадку iдентифiкацiя
є тривiальною. У колишньому виявлення справи вимагає подальших роздумiв. Вiдхилення
анотацiй як непридатних призводить до того, що працiвник АМТ отримує неоплату - заохочення
людей подавати високоякiснi анотацiї у пiзнiшi завдання. Завдяки цьому ми повиннi подбати
лише про те, щоб по-справжньому вiдкинути поганi анотацiї. Для напiвавтоматизацiї процесу
ми класифiкуємо анотацiї шляхом вивчення моделi Гауса сумiшi над частиною довжини та
вiдноснi орiєнтацiї з набору даних LSP. Ми тодi замовити 10 800 анотацiй за їх вiрогiднiстю за
цiєю моделлю та вiдхилити будь-якi непридатнi. Для остаточний набiр даних ми випадково
вiдбираємо 10 000 зображень iз прийнятi анотацiї.Ми пропонуємо взяти до уваги помилки,
наявнi в анотацiях AMT, обробляючи iстиннi розташування суглобiв i структура тiла як
прихованi змiннi, с Анотацiї AMT є галасливими спостереженнями за ними. З пiдмножини
з 300 зображень, для яких ми маємо обидва «Експертнi» ґрунтовнi правдивi та анотацiї
AMT, за нашими оцiнками двi моделi типу помилок, допущених працiвниками АМТ щодо
цього завдання: (i) ми припускаємо, що спiльнi мiсця, прокоментованi працiвниками АМТ,
розподiляються вiдповiдно до iзотропний розподiл Гауса по горизонтальному та вертикальному
зсуву iз середнiм значенням у справжньому розташуваннi; (ii) набiр найпоширенiших конструктивних
помилок (включаючи вiдсутнiсть помилок) S визначається за зразком анотацiй: Без помилки,
лiвий / правий перемикач, лiвий / правий перемикач рук, лiвий / правий ноги помiняли, руки
/ ноги змiнили, руки / ноги змiнили i лiва / права переключена, руки / ноги змiненi та лiва
/ права руки переключено, руки / ноги переключенi та лiва / права ноги змiненi. Не маючи
великого обсягу даних з експертною обґрунтованою правдою ми припустимо, що анотацiя
працiвникiв АМТ демонструє кожну цих структурних помилок з однаковою ймовiрнiстю.
Iтеративний метод навчання. Використовуючи цi вивченi моделi помилка анотацiї, ми можемо
iтеративно покращувати якiсть галасливi анотацiї AMT щодо того, що можна було б вважати
"експертною"ґрунтовною правдою. По сутi, навчальним завданням є представляється як одне
з багаторазового навчання, де нотацiя AMT для зображення визначає пакет правдоподiбних
справжнiх анотацiй. Двохетапний процес, подiбний до цього використовували Фельзеншвальб
та iн. для уточнення застосовується анотацiя обмежувального вiкна: (i) початковий набiр
моделей зовнiшнього вигляду деталей вивчається з необроблених анотацiй; (ii) прихованi мiсця
розташування суглобiв i структура тiла оновлюються w.r.t. вивченi моделi помилок. Це можна
зрозумiти як чергування мiж вивченням моделi та вибором «найкращої» анотацiї в кожнiй
сумцi, що є i правдоподiбним, враховуючи шум анотацiя i яка узгоджується з поточною
вивченою моделлю.
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18 Ядра

18.1 Введення
Ця стаття надає базову iнформацiю про Функцiї Базису, Орiєнтованих На Зразки—-Kernels та
iншi приклади

18.2 Розумiння Ядер

Що таке Ядра
Ядро — це функцiя подiбностi, яка приймає два входи i представляє наскiльки вони схожi. У
проблемi класифiкацiї зображень замiсть обчислення властивостей i вхiдних векторiв ознак
в алгоритм навчання, ми визначаємо єдину функцiю ядра для обчислення подiбностi мiж
зображеннями, i вводимо це ядро i зображення в алгоритм навчання i створюємо класифiкатор.

Визначення "Ядреобразного"методу
Метод є "Ядреобразним якщо кожен вектор ознак ψ(x) з’являється тiльки всерединi внутрiшнього
представлення з iншим вектором ознак ψ(x′). Це стосується як задачi оптимiзацiї, так i функцiї
прогнозування.

Функцiя Ядра
• Вхiдний простiр: χ

• Ознака простору:H (простiр Гiльберта, тобто внутрiшнiй простiр представлення з проекцiями,наприклад
Rd)

• Карта ознак: ψ(x) :→ χ

• Функцiя ядра, що вiдповiдає χ є

k(x, x′) =< χ(x), χ(x′) >

де <.,.> — це внутрiшнє представлення, пов’язана з H

Чому ми використовуємо Ядро
1. Для вiдносно невеликих просторiв дуже швидко оцiнюється k(x, x′) без явних обчислень
ψ(x)iψ(x′)

2. Ядро може уникнути будь-якихO(d) операцiй, що дозволяє отримати доступ до нескiнченно-вимiрних
просторiв ознак

3. Ядро дозволяє нам думати скорiш за все про "схожостi нiж про ознаки, що простiше для
розгортання i розумiння
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Рис. 85: Exampled data inseparable in 2-dimension but separable in 3-dimension

18.3 Хитрощi Ядра
Коли виконуються умови Мерсера, в яких стан K має бути симетричний, а також позитивно
визначеним, виконуюється:

• Функцiя ядра дозволяє працювати над внутрiшнiм представлення для нової функцiї ядра
на основi заданого алгоритму ML, таким чином, нове ядро може вiдповiдати високо-розмiрному
просторi ознак, а вартiсть обчислення залежить не вiд розмiрностi простору ознак, а вiд
кiлькостi точок даних.

• Ми можемо замiнити точкове представлення ядер на тi алгоритми машинного навчання,
в яких використовуються точковi представлення. Це дозволить нам працювати над потенцiйно
нескiнченним простором розмiрних ознак.

18.4 Приклад Ядер
• Лiнiйне Ядро

Карта ознак:
ψ(x) = x

Ядро:
k(x, x′) = x⊤x′

• Квадратичне Ядро
Карта ознак:

ψ(x) = (x1, ...xd, x
2
1, ..., x

2
d,
√

2xixj , ...
√

2xd−1xd)⊤

Ядро:
k(x, x′) =< ψ(x), ψ(x′) >=< x, x′ > + < x, x′ >2

• Ядро Гаусса

k(w, x) = exp(−
∥w − x∥22

2σ2
)

18.5 Застосування Методу Ядра
Метод ядра (Базовi функцiї орiєнтованi на зразок) широко використовується при вирiшеннi
проблем навчання машин, а також при аналiзi шаблонiв. Найпопулярнiшi програми для функцiй
ядра застосовуються до Ядра Методу Опорних Векторiв (МОВ). У цьому роздiлi ми в основному
поговоримо про метод, який ми розробляємо для цiєї моделi з функцiєю ядра.

18.5.1 Матриця Ядра та Теорема Представника

Для кращого розумiння програм ядра, спочатку ми вводимо двi концепцiї:
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18.5.2 Матриця Ядра

Матриця Ядра K для функцiї ядра k(x, x′) = (Ψ(x),Ψ(x′)) на x1...xn ∈ χ є :

K = (k(xi, xj))ij =


k(x1, x1) k(x1, x2) · · · k(x1, xn)
k(x2, x1) k(x2, x2) · · · k(x2, xn)

...
... · · ·

...
k(xn, x1) k(xn, x2) · · · k(xn, xn)

 .

18.5.3 Теорема Представника

У дослiдженнi глибокого навчання ми завжди використовуємо теорему представника для
регуляризованої емпiричної функцiї ризику, яка визначається в просторi ядром Гiльберта. Ця
теорема робить регуляризовану емпiричну функцiю реформування функцiєю кiнцевої лiнiйної
комбiнацiї продуктiв ядра. Детальний вираз такий:

J(w) = R (∥w∥) + L (⟨w,ψ(x1)⟩ , . . . , ⟨w,ψ(xn)⟩) ,

де w, x1 ... xn — це всi значення з простору Гiльберта, R : [0,∞]→ R — це термiн регуляризацiї,
а L : Rn → R — це термiн втрат.

18.5.4 Ядро Методу Опорних Векторiв

Метод опорних векторiв — це модель, яка забезпечує набiр гiперплощин у великому розмiрному
просторi для класифiкацiї та регресiї, завдяки хитрощам ядра та вдосконаленiй моделi ядра,
ми можемо оцiнити цiльову функцiю iз меншими витратами часу та вартостi. Для великих
просторiв об’єктiв швидкiсть рiзко змiнюється.

Цiльова функцiя методу опорних векторiв J(w) можна виразити як:

J(w) = min
w∈Rn

λ

2
∥w∥2 +

1

m

m∑
i=1

max
(
0, 1− yiwTxi

)
Завдяки двоїстостi Лагранжа ми можемо знайти мiнiмiзацiю, вирiшивши наступну задачу
оптимiзацiї:

max
σ∈Rn

(

n∑
i=1

σi −
1

2

n∑
i=1

σiσjyiyjΨ(xj)
T Ψ(xi))

при умовi :
n∑

i=1

σiyi = 0, σi ∈ [0,
c

n
], i = 1...n

ми спочатку дозволили s(w) =

k(w, x1)
...

k(w, xn)

. Застосовуючи згадану вище теорему репрезентатора,

форму подвiйностi методу опорних векторiв можна переформулювати за допомогою:
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J(w) = R(||
n∑

i=1

σixi||) + L(s(

n∑
i=1

σixi))

=

√√√√k(

n∑
i=1

σixi,

n∑
j=1

σjxj) + L(


∑n

i=1 σix1
...∑n

i=1 σixn

)

= R(
√
σTKσ) + L(Kσ)

(95)

Тодi нашу мiнiмiзацiю для цiльової функцiї можна оновити до:

J(w) = min
w∈Rn

1

2
σTKσ +

c

n

m∑
i=1

max (0, 1− yi(Kσ)i)

18.6 Висновок
У результатi, ми спочатку представляємо метод ядра, а також хитрощi ядра. Потiм ми перелiчили
кiлька прикладiв хитрощiв ядра та детального розширення для однiєї програми: ядро МОВ,
який забезпечує менший час та обчислювальну вартiсть.

19 Енергетичне Навчання

19.1 Введення
Як для традицiйного машинного навчання, так i для статистичного моделювання вкрай важливо
фiксувати залежностi мiж змiнними, щоб модель могла давати значення неспостережуваних
змiнних, коли їй вiдомi значення спостережуваних змiнних. Енергетичнi моделi (Energy-Based
Models, EBM) дослiджують новий спосiб знайти це вiдношення залежностi. Вона пов’язує
заздалегiдь визначену скалярну енергiю з кожною конфiгурацiєю змiнних. Скалярну енергiю
також можна iнтерпретувати як спосiб вимiрювання сумiсностi.
Є двi основнi задачi EBM: одна - висновок, iнша - навчання. По-перше, давайте коротко
розглянемо, що являють собою цi двоє в контекстi машинного навчання. Висновок зазвичай
використовується для передбачення. Навчання зазвичай означає процес оцiнки параметрiв.
Таким чином, з точки зору висновку, EBM намагаються знайти значення прихованих змiнних
/ неспостережуваних змiнних / невiдомих змiнних, якi могли б мiнiмiзувати енергiю при
фiксованому значеннi спостережуваних змiнних.
Що стосується навчання, EBM прагнуть знайти правильну функцiю енергiї, яка пов’язує
нижчi енергiї з правильними значеннями неспостережуваних змiнних i пов’язує вищi енергiї з
неправильними значеннями. EBM використовують функцiонал втрат як вимiр якостi функцiй
альтернативної енергiї. Функцiонал втрат є функцiєю параметра моделi, коли наводиться
багато прикладiв. Таким чином, функцiя енергiї є функцiєю конфiгурацiї неспостережуваних
змiнних i конфiгурацiї вводiв. Мала енергiя означає високу сумiснiсть значень введення X i
виведення Y, що означає високу ймовiрнiсть коректностi.
Одним словом, EBM iнтерпретують висновок як мiнiмiзацiю енергетичної функцiї, а навчання
як мiнiмiзацiю функцiї втрат. Отже, EBM демонструють загальну структуру висновку / навчання
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в будь-яких типах статистичних моделей (iмовiрнiсних або, особливо, не iмовiрнiсних) i моделях
машинного навчання.

Є чотири типи додатки, розробленi в роботi.

• Прогнозування, класифiкацiя та прийняття рiшень:
Визначення найбiльш сумiсного y, найкращого y, якщо дано X. наприклад класифiкацiя
зображень, керуйте роботом, щоб уникнути перешкод.

• Рейтинг:
Виявлення y (серед y1, y2, y3. . . ...), якi є бiльш сумiсними iз заданим X. Порiвняно з
останньою, ця модель дасть кiлька результатiв. наприклад найкраща рекомендацiя до
пункту.

• Виявлення:
Визначимо, чи це значення y (серед багатьох iнших значень) сумiсне з X? наприклад
розпiзнавання облич.

• Оцiнка умовної щiльностi:
З’ясування умовного розподiлу ймовiрностей y, для заданого X.

EBM - це модельний фреймворку, який намагається вiдповiсти на запитання "який Y найбiльш
сумiсний з даним X?". Головною перевагою EBM є те, що вiн може оцiнювати ймовiрностi,
не вимагаючи нормалiзацiї вхiдних даних, що в багатьох випадках може бути дуже важким.
Крiм того, EBM також може застосовуватися до неiмовiрнiсних завдань, що розширює його
кориснiсть.
В EBM модель розробляється шляхом мiнiмiзацiї двох рiзних функцiй. Одну називають енергетичною
функцiєю E(Y, X). Енергетична функцiя подiбна до цiльової функцiї в iнших алгоритмах
машинного навчання, яка генерує оцiнку для заданих вхiдних даних X та вхiдної мiтки
Y. У EBM функцiя енергiї повинна призначати меншi значення енергiї для високосумiсних
конфiгурацiй змiнних, i найкращий E(Y, X) знаходить процес виведення. Iнша функцiя - це
функцiя втрат, яка навчається в процесi навчання. (Глава 2)
Далi в главi 2 детально обговорюється ряд функцiй втрат:
2.2.1 втрати енергiї: найпростiшi, але не можуть залучити енергiю на небажанi вiдповiдi.
2.2.2 узагальнена втрата персептрону: завжди позитивна, але не може обiцяти енергетичний
розрив мiж правильною вiдповiддю та неправильною.
2.2.3 узагальнена втрата нацiнки (втрата шарнiра, втрата журналу, LVQ2, MCE тощо): ця
категорiя втрат здатна створити енергетичний розрив, але кожна з них має певнi вимоги до
даних.
2.2.4 негативна втрата вiрогiдностi журналу: широко застосовується, але вимагає iнтегральних
обчислень.
Глава 3 представляє основнi архiтектури, а глава 4 - нову iдею пiд назвою „прихована змiнна”
iз прикладами застосування. Прихованi змiннi, якi також називаються прихованими змiнними,
дуже схожi на результати розробки особливостей в iнших алгоритмах.
У роздiлi 5 обговорюються достатнi умови для вибору хорошої функцiї втрат. Тобто, 1. Алгоритм
виведення енергiї повинен давати надiйно стабiльну правильну оцiнку на входах. 2. Мiж
правильною вiдповiддю та неправильною iснує позитивна межа.
Глава 6 вводить поняття неiмовiрнiсних графiкiв факторiв та ефективних алгоритмiв висновку.
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Глава 7 зосереджена на маркуваннi послiдовностей та структурованих вихiдних моделях iз
переглядом вiдповiдних лiтератур.
Зауважимо, енергетичнi результати вiд EBM знаходяться у довiльних одиницях. Таким чином,
калiбрування необхiдне для поєднання двох або бiльше результатiв EBM. Одним iз поширених
способiв є нормалiзацiя збору енергiї для всiх можливих результатiв, але ця процедура може
бути дуже дорогою i її слiд уникати, якщо це можливо.

19.2 Тематичне дослiдження машинного перекладу
Деякi причини, чому машинний переклад є складним завданням, включають наступне: (1)
вiн повинен взяти змiнну довжину вводу i вивести змiнну довжину результату, (2) слово
однiєю мовою може перетворитися на кiлька слiв iншої, (3) вихiдний простiр дуже великий,
(4) може бути багато еквiвалентних перекладiв, (5) модель, вивчена за допомогою даних в
одному доменi, може не працювати для даних з iншими доменами, (6) може бути недостатньо
даних для деяких мовних пар.

Моделi машинного перекладу, як правило, дотримуються такої архiтектури: (1) вхiдне
речення кодується вбудованими словами, (2) кожне вбудоване вихiдне слово отримує оцiнки
уваги за допомогою softmax, i (3) пiдсумовує вектор джерела, нормований за його балами
уваги, i використовує його для генерування таргету. Пiд час навчання модель вчиться передбачати
по одному цiльовому маркеру за раз i мiнiмiзувати наступнi перехреснi ентропiйнi втрати
LTokNLL = −

∑n
i=1 logp(ti|t1, ..., ti−1, x). Пiд час тестування ми апроксимуємо найбiльш вiрогiдне

цiльове речення за допомогою пошуку променя, де передбачення û = argmin(−logp(u|x)). I
ми оцiнюємо цю сформовану цiль, використовуючи наступну оцiнку BLEU:

BLEU = BPe
∑N

n=1
1
n logpn

pn =

∑
generated sentences

∑
ngrams Clip(Count(ngram matches))∑

generated sentences
∑

ngrams Count(ngram)

Проте, вище модель має кiлька проблем: (1) вона має ухил експозицiї, де навчання i
тестування непослiдовнi, тому що модель нiколи не навчена для створення всiєї послiдовностi,
але тiльки маркер в той час, i (2), тому що синiй НЕ диференцiйованi, ми оптимiзуємо для
рiзних втрат. Для вирiшення цих проблем було запропоновано ряд рiшень [Ranzato et al., 2015,
Bahdanau et al., 2016, Wiseman and Rush, 2016, Kim and Rush, 2016].

Ми також можемо використовувати основу модель енергiї на основi того, щоб на рiвнi
послiдовностi складання NLL, якi могли б подолати деякi iз зазначених труднощiв:

LSeqNLL = −logp(u∗|x) + log

n∑
i=1

p(u|x)

де u - гiпотеза, породжена моделлю, u∗ = argminu∈U(x)cost(u, t) - гiпотеза оракула (серед
гiпотез, породжених моделлю, та, що має найвищий BLEU або найнижчу вартiсть) i û =
argminu∈U(x)(−logp(u|x)) є найбiльш вiрогiдною гiпотезою (результат пошуку променя, гiпотеза,
яка найкраще оцiнюється вiдповiдно до iмовiрностi журналу). Є двi помiтнi вiдмiнностi: (1) u∗
використовується замiсть цiлi, щоб навчання було стабiльнiшим, коли модель насправдi може
навчитися досягати заданої сурогатної цiлi, i (2) ми нормалiзуємося за досяжним набором
замiсть всiх можливих гiпотез, щоб обчислення було бiльш зручним.

191



Розподiл Болтсмана для переходу вiд енергiї до ймовiрностi є

p̃(u|x) =
eE(u,x)

sumū∈U(x)e−E(ū,x)

where
E(u, x) = −logp(u|x) = −log

∏
p(ui|ui−1, ..., u1, x)

. (Лектор сказав, що p̃ є частиною рiвняння для LSeqNLL, але ми не впевненi, що вiн має на
увазi лише перший енергетичний член або також i другий.)

20 GAN на енергетичнiй основi

20.1 Вступ
Як випливає з назви, енергетичний GAN (EBGAN) можна вважати похiдним вiд GAN. Загальна
структура EBGAN та GAN досить схожа. На малюнку нижче ви можете знайти структуру
EBGAN. Давайте спочатку розглянемо буквальне значення EBGAN, енергiя означає скаляр
як вихiд з моделi, що є визначенням з теорiї про енергетичну модель Лекуна. cite EN [Lecunn
et al., 2006] I що є скалярним у цiй моделi, i це буде обговорено пiзнiше. Iдея енергiї полягає в
тому, що вона буде призначати меншу енергiю справжнiм даним, а нереальним даним - бiльшу
енергiю.LeCun et al. [2006]

Рис. 86: The structure of EBGAN. [Zhao et al. ,2016]

20.2 EBGAN механiзм та покращення
Однiєю з основних вiдмiнностей енергетичного GAN та звичайного GAN є те, що EBGAN
використовує автокодер як дискримiнатор, який складається з кодера та декодера. Наприклад,
коли цифра вводиться в дискримiнатор, реконструйована цифра буде виходом дискримiнатора.
Можна уявити, що дискримiнатор бiльше не використовується для безпосереднього отримання
вiрогiдностi чи оцiнки, як це є у звичайному GAN. висновок дискримiнатора для EBGAN, що
суперечить GAN. Формула дискримiнатора наведена нижче. Витiк - це помилка MS реальних
даних та реконструйованих даних з D.
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D(x) = ||Dec(Enc(x))− x||

Давайте розглянемо структуру EBGAN. Z є випадковим вектором з будь-яким попереднiм
розподiлом, i попереднiй розподiл тут не дуже важливий, оскiльки ми намагаємося нарештi
генерувати Z з тих же розподiлiв, що i справжнi данi, що важко. Подивiться на функцiю втрат
EBGAN, там - граничний термiн M для функцiї дискримiнатора втрат, i за цим iснує дуже
iнтуїтивна причина.

Тепер давайте розглянемо функцiю втрат EBGAN вiд [Zhao et al. 2017]. D (G (Z) не буде
вищим за межу m, оскiльки термiн [∗]+ не має сенсу мати вищу енергiю. Без запасу функцiя
втрат може просто присвоїти D високу енергiю ( G (Z)), насправдi не турбуючись про те, яку
енергiю слiд дати першому доданку у формулi, який є енергiєю для реальних даних. Функцiя
втрат для генератора досить проста, оскiльки iдея подiбна до GAN. хоче мiнiмiзувати енергiю,
що подається генератором, щоб вихiд генератора мiг успiшно обдурити дискримiнатор.

LD(x, z) = D(x) + [m−D(G(z))]+

LG(z) = D(G(z))

Iнший зауважив у роботi Чжао, що навчання кодеру та декодеру, швидше за все, може
вчитися лише на реальних даних i виробляти нульову енергiю скрiзь без будь-якої регуляризацiї.Zhao
et al. [2016][Zhao et al.,2017] Щоб уникнути цiєї проблеми, вiн реалiзує термiн регуляризацiї
пiд назвою "Витягування який має на метi зробити вихiднi вектори з кодера максимально
рiзними.
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21 Навчання без вчителя

21.1 Машини Больцмана з обмеженим доступом
21.1.1 Вступ

Обмеженi машини Больцмана (ОМБ) вперше винайденi Джеффрi Хiнтоном, i ни розглядаются
як однi з перших нейронних мереж.

Таку назву машина придбала як модифiкацiя звичайної машини Больцмана, в якiй нейрони
роздiлили на видимi i прихованi, а зв’язку допустимi тiльки мiж нейронами рiзного типу, таким
способом обмеживши зв’язку. Значно пiзнiше, в 2000-х роках, обмеженi машини Больцмана
набули неабиякої популярностi i стали розглядатися вже не як варiацiї машини Больцмана,
а як особливi компоненти в архiтектурi мереж глибинного навчання. Об’єднання декiлькох
каскадiв обмежених машин Больцмана формує глибоку мережу довiри, особливий вид багатошарових
нейронних мереж, якi можуть самонавчатися без вчителя за допомогою алгоритму зворотного
поширення помилки.

Обмеженi машини Больцмана мають широкий спектр застосувань - це завдання зниження
розмiрностi даних, завдання класифiкацiї, коллаборативна фiльтрацiя, видiлення ознак (англ.
Feature learning) i тематичне моделювання.

В обмеженою машинi Больцмана нейрони утворюють двочастковий граф, з одного боку
графа знаходяться видимi нейрони (вхiд), а з iншого боку - прихованi, причому перехреснi
зв’язки встановлюються мiж кожним видимим i кожним прихованим нейроном. Така система
зв’язкiв дозволяє застосувати при навчаннi мережi метод градiєнтного спуску з контрастивної
дивергенцией.

Особливiстю обмежених машин Больцмана є можливiсть проходити навчання без учителя,
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але в певних додатках обмеженi машини Больцмана навчаються з учителем. Прихований шар
машини являє собою глибокi ознаки в даних, якi виявляються в процесi навчання.

ОМБ може мати багато шарiв, з двома пiдшарами в кожному шарi: видимi одиницi (x)
називається введенням, а iншi називаются прихованими одиницями (h).Вiн переходить вiд
видимого до прихованого, i реконструюється без нагляду, що вiд прихованого до видимого.
Iтерацiйно вивчає i оновлює вагу, поки не сходиться до мiнiмальної помилки16.

21.1.2 Перспективи в графiчних моделях

ОМБ є прикладом абабiлiстичних графiчних моделей17.

Непрямi графiчнi моделi (НГМ) Не прямi графiчнi моделi захоплюють симетричнi парнi
кореляцiї. НГМ являє собою дистрибутив P (x1, · · · , xn) визначається ненаправленим графiком
H, та набiр позитивних потенцiйних функцiй ϕc вiдповiдає кожнiй клiтцi c ∈ C of H як ця

P (x1, · · · , xn) =
1

Z

∏
c∈C

ϕc(xc),

де Z =
∑

x1,··· ,xn

∏
c∈C ϕc(xc) — це функцiя роздiлу. Модель має два компоненти: графiчну

структуру, яка використовується для отримання властивостей незалежностi, i потенцiйну
функцiю, яка використовується для отримання представлення дистрибутива.

Машини Больцмана Машини Больцмана - це марковские випадковi поля, де все пiдключено
до всього. Суть в тому, щоб визначити енергiю мережi i знайти мiнiмальне енергетичний стан,
зовсiм як в фiзичних системах. Це повнiстю пов’язаний графiк з парними потенцiалами на
бiнарних вузлах, якi можуть бути вираженi як пiдклiки. Спiльним розподiлом є:

p(x1, · · · , xn) =
1

Z
exp

∑
i,j

ϕij(xi, xj)


=

1

Z
exp

∑
i,j

θijxixj +
∑
i

αixi + C


=

1

Z
exp

(
(x− µ)⊤Θ(x− µ)

)
Моделi Изинга Моделi Изинга є однiєю з моделей мережi Маркова, яка вперше виникла в
енергiї фiзичних систем й включає взаємодiю атомiв. У цих системах кожен атом має двiйкову
випадкову змiнну Xi ∈ {−1,+1}, визначення обертання атома. Енергетична функцiя визначає
розподiл:

P (ξ) =
1

Z
exp

−∑
i<j

θijxixj −
∑
i

uixi

 .

16Для детального пояснення: https://deeplearning4j.org/restrictedboltzmannmachine
17Reference: http://www.cs.cmu.edu/~epxing/Class/10708-14/lecture.html
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У дистрибутивi Больцмана змiннi приймаються значення у промiжку {0,+1} замiсть{−1,+1},
але все ще мають цю енергетичну форму. Ненульовий внесок у модель з краю (Xi, Xj) трапляється
лише тодi, коли Xi = Xj = 1.

Машини Больцмана з обмеженим доступом З видимими одиницямиx й схованими
одиницями h, iмовiрнiсть функцiї для ОМБ є:

P (x,h|θ) = exp

∑
i

θiϕi(xi) +
∑
j

θjϕj(hj) +
∑
i,j

θijϕij(xi, hj)−A(θ)

 .

Фактори є незначно залежними, але умовно незалежними заданими спостереженнями на
видимих вузлах..

Машини Больцмана з безперервним обмеженим доступом: Машини Больцмана з
безперервним обмеженим доступом - це форма ОМБ, яка приймає безперервний вхiд (тобто
числа, вирiзанi бiльш тонкими, нiж цiлими числами) за допомогою iншого типу контрастної
вибiрки дивергенцiї. Це дозволяє БОМБ обробляти такi речi, як пiкселi зображення або вектори
пiдрахунку слiв, якi нормалiзуються до десяткових вiд нуля до одного. Слiд зазначити, що
кожен шар глибоковивчої сiтки вимагає чотирьох елементiв: введення, коефiцiєнти, ухил i
перетворення (алгоритм активацiї). Введення є числовими даними, вектором, подається йому з
попереднього шару (або як вихiднi данi). Коефiцiєнти - це ваги, що даються рiзним особливостям,
якi проходять через кожен шар вузла. Ухил гарантує, що деякi вузли в шарi будуть активованi
незважаючи нi на що. Перетворення є додатковим алгоритмом, який стискає данi пiсля того,
як вiн проходить через кожен шар таким чином, що полегшує обчислення градiєнтiв (i градiєнти
необхiднi для того, щоб мережа вивчалася). Цi додатковi алгоритми та їх комбiнацiї можуть
змiнюватися за шаром. Ефективна машина Больцмана з обмеженим доступом використовує
гаусове перетворення на видимий (або вхiдний) шар i виправлене перетворення лiнiйного
блоку на прихованому шарi. Це особливо корисно при реконструкцiї обличчя. Для ОМБ
обробки двiйкових даних, просто зробити обидва перетворення двiйковi. Гаусовi перетворення
не дуже добре працюють на прихованих шарах ОМБ. Виправленi трансформацiї лiнiйних
блокiв, якi використовуються замiсть цього, здатнi представляти бiльше функцiй, нiж двiйковi
перетворення, якi ми застосовуємо в глибоких сiтках рiшень.

21.1.3 Обмеженi машини Больцмана для спiльної фiльтрацiї:

Видимi одиницi softmax: Це не що iнше, як одиницi, серед яких 1 i тiльки 1 вузол повинен
бути активним. У вашому випадку, це рiзнi рiвнi рейтингу для кожного елемента. Iдея полягає
в тому, що на основi значень на всiх одиницях, ви вирiшите, який з них повинен бути активований.
Iншими словами, ухил, який ви бачите в iнших нейронних мережах, не є динамiчним. Ось
iнший погляд на те ж саме. Ви запитаєте 10 людей, якщо на основi їх досвiду, вам сподобається
фiльм. Всi вони дадуть рiзнi вiдповiдi на кшталт - Однозначно, Зовсiм нi, А небагато i т.д.
Функцiя softmax допомагає вам вибрати один з них з усiх вiдповiдей, якi ви отримали.

Вiдображення оцiнок Двiйковi карти оцiнок в такому форматi:
1. Оцiнка 1? Так/Нi
2. Оцiнка 2? Так/Нi
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й так далi. Кожен вузол активується або деактивується на основi значення, яке вiн шукає.
Вузол один пiклується тiльки про рейтинг 1 чи нi 1

Вiдсутнi оцiнки Ви не маєте справу з вiдсутнiми рейтингами. Залиште всi пов’язанi
вузли вимкненими / порожнiми. Математика подбає про це. Як? це просто. Навчання мережi
базується на тому, наскiльки хорошим є матч, але саме одне значення має бути обране мережею.
Мережа буде намагатися розвиватися, щоб отримати якомога бiльше вiдповiдних значень, але
не вдасться незалежно вiд того, яке значення вiн прогнозує. Загальна "помилка"не змiниться.
Це означає, що це вiдсутнє значення не надаватиме жодної iнформацiї як "дедиференцiал".
Таким чином, алгоритм в кiнцевому пiдсумку буде впливати на це вiдсутнє значення. I саме
тут входить частина спiльної фiльтрацiї. Вся потужнiсть RBM полягає в тому, що оскiльки вiн
знайшов вiдсутнi значення, тепер вiн призначатиме значення на основi оцiнок iнших подiбних
людей.

22 Навчання з пiдкрiпленням
В той час як навчання з вчителелем i навчання без вчителя не сильно вiдрiзняються одне вiд
одного, навчання з пiдкрiпленням використовує зовсiм iнший пiдхiд до навчання. В начаннi з
вчителем ми маємо наступний iнтерфейс:

1. Пiдбiр функцiї вiд X,Y

2. Передбачення результату в X.

В навчаннi без вчителя ми маємо наступний iнтерфейс:

1. Пiдбiр функцiї вiд X.

2. Перетворення X

У випадках навчання з вчителем i без вчителя ми маємо загальну iдею: Iнтерфейс це
навчальнi данi, i ми або робимо прогнози вiдносо невiдомих даних або ми дiзнаємося деяку
цiкаву iнформацiю з вiдомих.

Замiсть цього в навчаннi з пiдкрiпленням ми хочемо навчити агента дiяти в реальному (або
змодельованому) середовищi. Iнтерфейс набагато ширший нiж просто вектор даних. Навчання
з пiдкрiпленням проходить по iншому: Метою агента в навчаннi з пiдкрвпленням є цiль.
При навчаннi з вчителем ми намагаємося максимiзувати ймовiрнiсть або мiнiмiзувати цiну.
Агентам при навчаннi з пiдкрiпленням надається зворотнiй зв’язок(у виглядi винагороди),
коли вони взвємодiють з навколишнiм середовищем. Таким чином метою агента є максимiзацiя
винагороди або мiнiмiзаiя штрафiв. При навчаннi з вчителем нам потрiбнi ярлики, але при
навчаннi з пiдкрiпленням зворотнiй зв’язок(винагорода) автоматично надається навколишнiм
середовищем. Так, наприклад, мета ШI вiдеогри - виграти або набрати найвищий бал. Є
декiлька важливих компонентiв, якi використовуються в навчаннi з пiдкрiпленням( далi -
НП):

1. Агент: Те, чому ми намагаємося вчити, i це помiщається в навколишнє середовище.

2. Середовище: Реальний або змодельований свiт в якому знаходиться агент.
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3. Стан: Рiзнi конфiгурацiї середовища якi може сприймати агент.

4. Винагорода: Агент отримує винагороду за дiї. Агент хоче максимiзувати не тiльки негайну
винагороду, але i майбутню. Концепцiя майбутнiх винагород є важливою, до неї ми ще
повернемося. Структура винагороти має велике значення для навчання агента. Наприклад,
ми намагагаємося навчити робота проходити лабiринт. Мета: пройти лабiринт. Нагрода =
1 якщо пройшов, нагорода = 0, якщо не пройшов. Це хорошi налаштування? Нi, оскiльки
робот буде рухатися випадково поки не знайде вихiд. Не дуже вигiдна стратегiя. ми
хочемо щоб робот знаходив вихiд за мiнiмальну можливу кiлькiсть дiй.

Замiсть цього ми повиннi давати винагороду = -1 за кожен крок. Для максимiзацiї
винагороди, роботу потрiбно навчитися шукати вихiд з лабiринту за мiнiмально можливу
кiлькiсть крокiв.

5. Дiї: це те що агент робить в своєму середовищi в деякому теперiшньому станi. Ми можемо
думати про стан, дiю i нагороду як про трiйку (s,a,r). Ми починаємо в деякому станi S(t),
ми виконуємо дiю A(t), ми отримуємо винагороду R(t+1) i переходимо в стан S(t+1).

22.1 Марковськi процеси прийняття рiшень
Марковська властивiсть:

Дана послiдовнiсть x1, x2..., xt припустимо pxt
|xt−1, xt−2, ..x1 Зазвичай це не можна спростити,

але з допомогою властивостi Маркова можна.

1. Перший Марковський порядок: pxt |xt−1, xt−2, ..x1 = pxt |xt−1

2. Другий марковський порядок: pxt
|xt−1, xt−2, ..x1 = pxt

|xt−1, xt−2.

Отже, перший порядок означає, що xt залежить тiльки вiд xt−1.
Марковська властивiсть в навчаннi з пiдкрiпленням:

P [St+1, Rt+1|St, At, St−1, At−1, ..S0, A0] = P [St+1, Rt+1|St, At] (96)

В загальному виглядi:

p(s′, r|s, a) = P [St+1 = s′, Rt+1 = r|St = s,At = a] (97)

Будь-яка задача НП з набором станiв, дiй i нагород, що вiдповiдає Марковськiй властивостi
являє собою Марковський процес вирiшування(МПВ). МПВ визначається як сукупнiсть:

1. набiр станiв

2. набiр дiй

3. набiр винагород

4. ймовiронстi переходу мiж станами, ймовiрностi винагороди (як показано вище)

5. фактор знижки
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22.2 Полiтика
Полiтика, позначена π , представляє алгоритм, який агент буде використовувати для навiгацiї
по середовищу.

22.3 Iмовiрностi переходу станiв
p(s′, r|s, a) Видiлене середовище походить лише вiд того, що виокремлює агент, i не є самим
середовищем. Видiлена зона це неiдеальне уявленням про навколишнє середовище. Напр.
Блекджек: якщо ви агент, наступна карта може не бути частиною вашої видiленої зони, але є
частиною середовища.

22.4 Майбутнi винагороди
Ми зацiкавленi у вимiрi загальної майбутньої винагороди, яку ми можемо накопичити, перебуваючи
в деякиому станоi S (t) (Майбутня винагорода - це все, що починається з t + 1 i далi. Ми
називаємо це return, G(t).

Примiтка: Не враховується поточна винагорода R (t). Це винагорода, отримана вiд поточного
стану.

G(t) =
∑
τ=1

γτ (t+ τ + 1) (98)

22.4.1 Фактор знижки

Gamma = 1: не має значення, як далеко в майбутньому буде отримана винагорода. Ваги всiх
нагород однаково.

Gamma = 0; Воiстину жадiбна стратегiя. Спробуйте лише максимiзувати негайнi винагороди.
Зазвичай ми вибираємо щось ближче до 1. тобто 0.9

22.5 Функцiя значення та рiвняння Беллмана
У кожному станi s, я отримаю винагороду R. Загальне величина яку повертаємо G - це сума
виграшiв, якi отримано. Ми хочемо знати: Якщо я перебуваю в станi s, яка середня сума
винагород, яку я отримаю в майбутньому?

V (s) = E(G|s) (99)

Враховуючи стан s, яка очiкувана вартiсть майбутнiх винагород?

V (s) = E(r + γV (s′)) (100)

s = поточний стан, s ’= наступний стан, r = винагорода вiд переходу вiд s до s ’.
Ми бачимо, що функцiя значення - це рекурсивна функцiя. Це дорiвнює винагородi вiд

перебування в штатi плюс майбутнi винагороди, якi ми отримуємо в середньому вiд перебування
у штатi. Тому ми можемо навiть розширити рiвняння:

V (s) = E(r + γE[r′ + γV (s′′)]) (101)
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Розширенням функцiї значення V є ще одна функцiя значення Q. Q не тiльки залежить
вiд стану s, але й дiї a.

1. V(s) = функцiя стану-значення

2. Q(s, a) = функцiя значення дiї

Q(s, a) = E[G|s, a] = E[r + γV (s′)|s, a] (102)

V (s) показує нам, яка очiкувана майбутня вiддача, враховуючи те, що я перебуваю у
штатi s. Q (s, a) повiдомляє нам, якою є моя майбутня очiкувана вiддача, враховуючи те, що я
перебуваю у станi s I Я враховую a. Для того, щоб зрозумiти, як Q i V пов’язанi, нам потрiбно
поглянути на полiтику. (Щось, що пiдказує нам, що робити, враховуючи те, що ми отримали
данi у станах)

22.5.1 Розширена функцiя значення

Функцiя значення визначається полiтикою та має параметр стану s. Будь-якi майбутнi переходи
станiв залежать вiд вашої полiтики. Тiльки майбутнi винагороди сприяють функцiї вартостi.
Тому значення термiнального стану дорiвнює 0.

Vπ(s) = Eπ[G(t)|St = s] = Eπ[
∑
τ=0

γτR(t+ τ + 1)|St = s] (103)

Оскiльки очiкуване значення перевищує пi, це означає, що ми можемо виразити це як
розподiл ймовiрностей. Iмовiрнiсть зробити дiю a, враховуючи, що ми перебуваємо в станi s.

π = π(a|s) (104)

Оскiльки очiкуванi значення є лiнiйними операторами, ми можемо знайти кожен доданок
по одному:

Eπ[R(t+ 1)|St = s] =
∑
a

π(a|s)
∑
r

rp(r|s, a) (105)

Оскiльки все стохастичне, наведене рiвняння регулюється двома розподiлами ймовiрностей:
По-перше, iснує полiтика π(a|s), Iмовiрнiсть зробити дiю a, враховуючи, що ми перебуваємо в
станi s. Як тiльки у нас є пара станiв, ми також маємо p(s′, r|s, a) якi ми можемо маргiналiзувати
до p(r|s, a).

22.5.2 Рiвняння Беллмана

Vπ(s) =
∑
a

π(a|s)
∑
s′

∑
r

p(s′, r|s, a)r + γVπ(s′) (106)

Отже, якщо я агент, який грає в хрестики-нулики, i я хочу знати, що менi робити далi, я
хочу знати, яка винагорода, якщо я пiду на s i яке значення s ’.
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